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Kurzfassung 

Modellbasierte Entwicklungsmethoden werden für den technischen Fortschritt im Zuge der Digitalisierung immer rele-

vanter. Aufgrund der stetig anwachsenden Rechenkapazitäten und der zunehmenden Verfügbarkeit von Daten, nehmen 

künstliche neuronale Netze auch in der Modellbildung eine bedeutende Rolle ein. Insbesondere die Abbildung komple-

xer Systeme durch große künstliche neuronale Netze sind sehr rechenintensiv. Zur Effizienzsteigerung solcher Entwick-

lungswerkzeuge tragen Verfahren zur Verringerung der Rechenzeit oder zur Steigerung der Approximationsgüte bei. Im 

Folgenden wird die aktuelle Forschung am Lehrstuhl für Mechatronik der Universität Duisburg-Essen hinsichtlich der 

Optimierung und der Auslegung einer adaptiven Batchgröße für das Training künstlicher neuronaler Netze vorgestellt. 

Die Untersuchungen finden am Beispiel der Abbildung der Fahrzeugquerdynamik durch ein künstliches neuronales 

Netz mit LSTM-Zellen statt.  

Das Training künstlicher neuronale Netze erfolgt in den allermeisten Fällen durch stochastische Gradientenabstiegsver-

fahren (SGD). Dabei stellt die Batchgröße eine sensitiven Parameter für die Trainingsgüte und die benötigte Rechenzeit 

dar. Die Batchgröße definiert die Anzahl der verwendeten Beispiele für eine Optimierungsiteration. Mit zunehmender 

Batchgröße steigt die Güte bei der Ermittlung der Gradienten der Fehlerfunktion; im Gegenzug nimmt die Rechenzeit 

pro Optimierungsiteration zu. Kleine Batchgrößen liefern hohe Konvergenzraten, während größere in der Regel eine 

hohe Güte liefern. Durch eine adaptive Batchgröße können beide Vorteile kombiniert werden. 

Verwandte Arbeiten 

Devarakonda et al. [1] weisen nach, dass bei annähernd gleicher Modellgüte durch eine vordefinierte, steigende Batch-

größe das Training auf einer GPU bis zu 1,49-mal schneller (6,25-mal schneller bei Verwendung mehrerer GPUs) ist als 

bei einer statischen Batchgröße. De et al. [2] stellten einen Algorithmus einer adaptiven Batchgröße vor, wodurch keine 

Konvexität des Ziels erforderlich ist. Allerdings blieb die Konvergenzrate ähnlich wie beim klassischen SGD. Neben 

der Batchgröße stellt die Lernrate beim Training künstlicher neuronaler Netze einen für die Modellgüte und die benötig-

te Rechenzeit sensitiven Hyperparameter dar. Während eine adaptive Reduktion der Lernrate beim Training künstlicher 

neuronaler Netze eine gängige Praxis ist, ist dies bei der adaptiven Erhöhung der Batchgröße noch nicht der Fall. Smith 

und Kindermans [3] konnten empirisch nachweisen, dass eine vordefinierte Erhöhung der Batchgröße, anstelle der Re-

duktion der Lernrate, quantitativ zu einem nahezu identischen Ergebnis führt. Dabei bietet die Erhöhung der Batchgröße 

anstelle der Reduktion der Lernrate eine höhere Konvergenzrate.  

Vorgehen 

Ziel der Untersuchungen ist die Erhöhung der Konvergenzrate des Trainings künstlicher neuronaler Netze durch eine 

adaptive Anpassung der Batchgröße. Dafür wird ein Algorithmus entwickelt, welcher auf Basis der beim Training ent-

stehende Information die Batchgröße anpasst. Zur Maximierung der Konvergenzrate wird die voraussichtliche Ausfüh-

rungszeit eines Iterationsschrittes für verschiedene Batchgrößen, sowie der Erwartungswert des Optimierungsfortschrit-

tes und dessen Varianz geschätzt. Mit jeder Iteration wird eine Messung des Optimierungsfortschrittes und der Ausfüh-

rungszeit vorgenommen. Weiterhin wird das Konvergenzverhalten in Abhängigkeit des Optimierungsfortschrittes und 

der Batchgröße untersucht. Dieser Zusammenhang kann beispielsweise in Form eines Kalmanfilters in die Optimierung 

einfließen. Zur Isolation der Aufgabe wird der Algorithmus zunächst an einem reinen SGD-Verfahren entwickelt. In 

weiteren Untersuchungen kann die Anpassung des Algorithmus auf Optimierungsverfahren mit Momentum, adaptiver 

Lernraten sowie der Verwendung mehrerer GPUs erfolgen.  
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