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�q Häufigkeitswert des Zustandsq
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�̂; âij; �̂qi; ::: Neuschätzungen der Parameter nach einem Iterationsschritt

m Diskreter Wert (Index)

M Menge aller diskreten Indizes einer diskreten Abbildungoder

HMM zum Modellieren unbedingter Auftrittswahrscheinlichkeitenoder

Transformationsmatrix bei Adaption nach MLLR oder SLLR

M1; :::;MZ Transformationsmatrizen bei Adaption nach MLLR oder SLLR

�qi Mittelwertvektor deri-ten Gaußverteilungskomponte von Zustandq

�(P) Gewichtetes Mittel der Mittelwertvektoren der Zust¨ande ausP

nr Anzahl der Ereignisse, die in der Stichprobe genaur mal auftreten

N Kontexttiefe eines Sprachmodells (N-Gram-Grammatik)

N [�][�] Netzgewichte eines einschichtigen neuronalen Netzes

Ni[�][�] Netzgewichte deri-ten Schicht eines mehrschichtigen Netzwerks

N (�j�;�) Normalverteilung mit Mittelwertvektor� und Kovarianzmatrix�

O(x) Ausgabevektor eines neuronalen Netzes mit Eingabex

O(t) Ausgabe des neuronalen Netzes, dem der Merkmalvektorxt und eventuell

zeitlich benachbarte Vektoren pr¨asentiert werden

O(�)[i] Ausgabe desi-ten Ausgabeknotens eines neuronalen Netzes

p(�) Wahrscheinlichkeitsdichte

p(�jq) Emissionsdichtefunktion des Zustandsq

pP(�) Normalverteilung mit Mittelwertvektor�(P) und Kovarianzmatrix�(P)

xii



P Anzahl zeitlich zur¨uckliegender (engl.: past) Merkmalvektoren

in der Netzeingabe

P (�) Diskrete Wahrscheinlichkeitoderdiskrete Wahrscheinlichkeitsverteilung
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Kapitel 1

Einleitung

Die vorliegende Arbeit besch¨aftigt sich mit automatischer Spracherkennung. Diese noch

recht junge Forschungsdisziplin wird gerne in die Bereiche Merkmalsextraktion, akustische

Modellierung, sprachliche Modellierung und effiziente Dekodierung unterteilt. Der Autor hat

auf den Gebieten der akustischen Modellierung und der effizienten Dekodierung eine Reihe

von Beiträgen geliefert. Diese werden in der vorliegenden Arbeit dargestellt. Umrahmt wer-

den diese Darstellungen von einer Einf¨uhrung in das Gebiet der automatische Spracherken-

nung, die zum Verst¨andnis der ¨ubrigen Betrachtungen dienlich sein sollte. Schließlich wird

das im Rahmen der Arbeiten des Autors entstandene deutschsprachige Spracherkennungssy-

stem
”
DuDeutsch“ vorgestellt und evaluiert. Das DuDeutsch-Erkennungssystem erm¨oglicht

die Erkennung fließend gesprochener deutscher Sprache bei einem Wortschatz von bis zu

95.000 Worten.

1.1 Gliederung

Dieses erste Kapitel wird im Folgenden die Grundproblematik der automatischen Sprach-

erkennung und die wichtigsten Unterscheidungsmerkmale von Spracherkennungssyste-

men erörtern. Des weiteren wird es die m¨oglichen Anwendungsgebiete der automatischen

Spracherkennung ansprechen.

Kapitel zwei erläutert den gebr¨auchlichen Ansatz zur automatischen Spracherkennung,

der auf wahrscheinlichkeitstheoretischenÜberlegungen und statistischer Modellbildung be-

ruht. Es werden die in diesem Rahmen zum Einsatz kommenden statistischen Modellie-

rungsverfahren und die wichtigsten Algorithmen vorgestellt. Zus¨atzlich werden auch die

Beschränkungen des Ansatzes kurz angesprochen.

Im dritten und vierten Kapitel wird detailierter auf die vom Autor entwickelten, imple-

mentierten und evaluierten Methoden der akustischen Modellierung eingegangen. Das dritte

Kapitel stellt Verfahren vor, die die Modellierungsstruktur an die Menge und Art der zur

Verfügung stehenden Daten anpassen. Im vierten Kapitel werden Methoden aufgezeigt, an-
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hand derer man eine verbesserte Erkennungsleistung durch diskriminative Trainingskriterien

und neuronal erweiterte Modellstrukturen erlangen kann.

Kapitel fünf erläutert die entwickelten, implementierten und untersuchten Verfahren der

beschleunigten und approximativen Dekodierung. Neben der Darstellung und Evaluierung

von Methoden zur beschleunigten zeitsynchronen Viterbi-Dekodierung, wird der zeitasyn-

chrone Stackdekoder
”
DuCoder“ vorgestellt, der im Rahmen dieser Arbeit entwickelt wurde.

Das sechste Kapitel beschreibt schließlich das deutschsprachige Spracherkennungssy-

stem DuDeutsch, in das die diversen Entwicklungen und Untersuchungen aus dem Be-

reich der akustischen Modellierung und der effizienten Dekodierung eingeflossen sind.

Darüberhinaus wird auch ein neuartiger Ansatz der diskriminativen Sprecheradaption

erläutert, der im DuDeutsch-System Anwendung findet. Das DuDeutsch-Erkennungssystem

ermöglicht die sprecherunabh¨angige oder sprecherabh¨angige Dekodierung kontinuierlich ge-

sprochener deutscher Sprache bei einem Wortschatz von bis zu 95.000 Worten.

Das siebte Kapitel faßt zusammen, blickt aus auf m¨ogliche weiterführende Arbeiten und

diskutiert den Leistungsstand, den die Spracherkennungstechnologie heute erreicht hat.

1.2 Aufgabenstellung der automatischen Spracherken-

nung

Das Forschungsgebiet der automatischen Spracherkennung besch¨aftigt sich mit der Auf-

gabenstellung, zu gegebener akustischer sprachlicher Beobachtung einer vorgegebenen be-

kannten Sprache eine Transkription in Worte zu finden. Abb. 1.1 illustriert dieses Szenario.

Während man sich in den Anfangsjahren dieser Disziplin (70er Jahre) lediglich die spre-

? "guten tag"

Sprecher Akustisches Signal
Spracherkennung

Ergebnis

Abbildung 1.1: Aufgabenstellung der automatischen Spracherkennung

cherabh¨angige Unterscheidung weniger isoliert gesprochener Worte zum Ziel setzte, findet

man heute bereits Ans¨atze und bestehende kommerzielle Systeme, die es erm¨oglichen, flie-

ßend gesprochene Sprache mit akzeptabel kleiner Fehlerrate und akzeptabler Geschwindig-

keit dekodieren zu k¨onnen. Die Einsch¨atzung, welche Fehlerrate und Erkennungsgeschwin-

digkeit als akzeptabel angesehen werden kann, ist dabei stark von der gew¨ahlten Anwendung

abhängig.
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1.3 Statistischer Ansatz zur Spracherkennung

Nachdem anf¨anglich verschiedene konkurrierende sehr unterschiedliche Ans¨atze der

künstlichen Intelligenz und der Signalverarbeitung verfolgt wurden, hat sich f¨ur die Er-

kennung fließend gesprochener Sprache im letzten Jahrzehnt der statistisch orientierte An-

satz mit der Kombination von Hidden-Markov-Modellen und statistischen Sprachgramma-

tiken [Jel98] durchgesetzt. Diese statistischen Modelle werden mittels großer Sprach- und

Textdatenmengen berechnet. Mit ihrer Hilfe k¨onnen dann zu unbekanntenÄußerungenX

bei Wortfolge W (Hidden-Markov-Modelle)
Wahrscheinlichkeit der akustischen BeobachtungSprachliche Auftrittswahrscheinlichkeit

der Wortfolge W (Sprachmodell)

W

W
W �

= argmaxP (W jX)

= argmax(P (W ) � P (XjW ))

Abbildung 1.2: Grundprinzip der Spracherkennung mit statistischen Modellen

die bezüglich der Modelle am wahrscheinlichsten ge¨außerten WortfolgenW ermittelt wer-

den. Abb. 1.2 zeigt die diesem Ansatz zugrundeliegende Zerlegung der bedingten Wort-

oder SatzauftrittswahrscheinlichkeitP (W jX) mit Hilfe des Satzes von Bayes. Die unbe-

dingte AuftrittswahrscheinlichkeitP (X) der akustischen BeobachtungX kann dabei ver-

nachlässigt werden, da sie vonW unabhängig ist. Alle bekannten erfolgreichen Erkennungs-

systeme beruhen auf diesem Ansatz. So auch die Erkennungssysteme, die im Rahmen dieser

Arbeit entwickelt worden sind. Um die feinen Nuancen, wie aus einem begrenzten Trai-

ningsmaterial im Hinblick auf die Erkennungsgenauigkeit optimale Modelle zu gewinnen

sind, wird in der Fachwelt heftig diskutiert.

1.4 Merkmale von Spracherkennungssystemen und

Spracherkennungsaufgaben

Allgemein lassen sich Spracherkennungssysteme und Spracherkennungsaufgaben nach fol-

genden Merkmalen unterscheiden:

Erkennungsmodus

Es wird unterschieden zwischen Einzelworterkennung, Ganzsatzerkennung mit isoliert ge-

sprochenen Worten und Erkennung fließend gesprochener Sprache. Bei Einzelworterken-

nung wird davon ausgegangen, daß die akustische Beobachtung aus lediglich einem Wort
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des Erkennungswortschatzes besteht. Bei Ganzsatzerkennung mit isoliert gesprochenen Wor-

ten wird vom Sprecher erwartet, daß er kurze Sprechpausen zwischen den Worten einlegt.

Auf diese Weise wird die Detektion der Wortgrenzen stark vereinfacht, jedoch kann die Er-

kennungsleistung im Gegensatz zur Einzelworterkennung durch die Ber¨ucksichtigung des

sprachlichen Kontextes verbessert werden. Bei der Erkennung fließend gesprochener Spra-

che werden ganze S¨atze verarbeitet, die vom Sprecher in kontinuierlicher nat¨urlicher Form

geäußert werden. Im Rahmen dieser Arbeit geht es ausschließlich um die Erkennung fließend

gesprochener Sprache (ohne notwendige Sprechpausen zwischen den Worten).

Wortschatzgröße

Alle bekannten Spracherkennungssysteme arbeiten mit fest definierten Wortsch¨atzen. Es

wird erwartet, daß sich die ge¨außerten Worte und Wortfolgen innerhalb des Wortschatzes be-

finden. Ansonsten kommt es zwangsl¨aufig zu Erkennungsfehlern. Somit bestimmt die Gr¨oße

des Wortschatzes sehr stark den m¨oglichen Anwendungsbereich eines Spracherkennungs-

systems. Zu beachten ist dabei, daß die f¨ur eine Anwendung erforderliche Wortschatzgr¨oße

sehr stark von der modellierten Sprache abh¨angt. Spracherkennungssysteme mit etwa 30.000

Worten eignen sich recht gut f¨ur die Erkennung der englischen Sprache in Diktiersystemen.

Untersuchungen haben ergeben, daß in diesem Fall etwa nur jedes f¨unfzigste Wort (2%)

nicht im Wortschatz verzeichnet ist [Lam96]. Dies gilt im allgemeinen als tolerierbar. Im

Deutschen decken 30.000 Worte nur etwa 90 bis 95% eines ¨ublichen Textes ab. Deshalb ist

ein Wortschatz dieser Gr¨oße in einem deutschsprachigen Diktiersystem kaum einsetzbar.

Grad der Sprecherunabḧangigkeit

Die Erkennung der Sprache beliebiger Sprecher ist ungleich schwieriger als die Erken-

nung bei einem bekannten Sprecher. Dies liegt an den wesentlich gr¨oßeren Variabilit¨aten,

die zwischen den̈Außerungen verschiedener Sprecher auftreten. Aus diesem Grund unter-

scheidet man zwischen sprecherabh¨angigen und sprecherunabh¨angigen Erkennungssyste-

men (und Erkennungsaufgaben). Sprecherabh¨angige Erkennungssysteme k¨onnen nur von

einem bestimmten Sprecher genutzt werden, erzielen aber f¨ur diesen Sprecher eine be-

sonders gute Erkennungsgenauigkeit. Sprecherunabh¨angige Systeme k¨onnen von beliebigen

Sprechern genutzt werden, jedoch bleibt die Erkennungsleistung im allgemeinen hinter der

sprecherabh¨angiger Systeme recht weit zur¨uck. In vielen Anwendungsbereichen sind spre-

cherabh¨angige Systeme nicht einsetzbar. Man denke zum Beispiel an die sprachgesteuerte

Weiterleitung von Anrufern in Call-Centern. Dort, wo sprecherabh¨angige Erkennung jedoch

anwendbar ist, zum Beispiel in Diktiersystemen, sollte sie zur Erzielung einer besonders gu-

ten Erkennungsleistung auch eingesetzt werden.Übliche Vorgehensweise beim Aufstellen

sprecherabh¨angiger Erkennungssysteme ist es, sprecherunabh¨angige Systeme mittels weni-

ger Äußerungen eines bestimmten Sprechers zu sprecherabh¨angigen Systemen zu spezia-
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lisieren. Man spricht von Adaption an einen Sprecher oder auch von sprecheradaptierten

Spracherkennungssystemen.

Grad der thematischen Fokussierung

Im besonderen bei Erkennungssystemen f¨ur fließend gesprochene Sprache findet man h¨aufig

Systeme, die speziell f¨ur die in bestimmten Anwendungsfeldern auftretenden Worte und

Sätze besonders gute Erkennungsleistung liefern. So gibt es Erkennungssysteme mit ange-

paßtem Vokabular und Satzmodellen z.B. f¨ur Anwälte oder bestimmte Fach¨arzte. Diktier-

systeme sind zumeist f¨ur das Diktieren von Gesch¨aftspost besonders gut geeignet, wobei

jedoch zumeist versucht wird, die thematische Fokussierung nicht zu stark auszupr¨agen, um

einen möglichst großen Anwenderkreis anzusprechen.

Fehlerrate

Selbstverst¨andlich ist die Erkennungsgenauigkeit ein wichtiger Faktor zur Beurteilung der

Leistungsfähigkeit eines Spracherkennungssystems. Zumeist wird sie in Form einer Wort-

oder Satzfehlerrate gemessen (siehe dazu auch Anhang D). Bei kommerziell erh¨altlichen

Spracherkennungssystemen wird die Angabe einer nachvollziehbaren durchschnittlichen

Fehlerrate zumeist leider vermieden.

Dekodiergeschwindigkeit

Die Geschwindigkeit, mit der ein Spracherkennungssystem die Spracherkennungsaufgabe

löst, ist auch ein wesentlicher Gesichtspunkt. In vielen Anwendungsbereichen, z.B. bei Dik-

tiersystemen oder Sprachsteuerungs-Anwendungen (engl.: voice control), ist es notwendig,

daß die Erkennung nahezu in Echtzeit erfolgt. Das heißt, daß das Erkennungssystem nur et-

wa ebenso lange rechnet, wie dieÄußerung selbst dauert. In anderen Anwendungsfeldern,

z.B. die Offline-Transkription von Radio-Archiven, ist die Geschwindigkeitsfrage zwar nicht

derart kritisch, jedoch gilt auch dabei, daß Rechenzeit nicht beliebig verf¨ugbar ist und neben

der Erkennungsleistung die Dekodiergeschwindigkeit ein nicht minder wichtiger Aspekt ist.

1.5 Anwendungsgebiete der automatischen Spracherken-

nung

Die möglichen Anwendungsgebiete der automatischen Spracherkennung sind ¨außerst

vielfältig. Einige wurden bereits im vorangegangenen Abschnitt angesprochen. In Dialogsy-

stemen k¨onnen sie zum Einsatz kommen, um z.B. ¨uber Telefon eine rein sprachliche Kom-

munikation mit einer Auskunfts- oder Buchungsmaschine oder sogenannten Call-Centern zu

ermöglichen.
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Im Bereich der Mobiltelefone ist auch das rein sprachliche oder durch Sprache un-

terstützte Navigieren (
”
Surfen“) im World Wide Web (WWW) des Internets ein vielverspre-

chender, kommender Anwendungsbereich. Behinderten Menschen kann Spracherkennung

ein wichtiges Werkzeug sein, um mit dem Rechner und technischen Ger¨aten des Alltags

umzugehen.

In vielen Tätigkeitsfeldern, wie z.B. beim Steuern eines Autos oder f¨ur Chirurgen

während einer Operation, kommt die Benutzung einer Tastatur nicht in Frage. In derartigen

Bereichen k¨onnen Spracherkennungssysteme eingesetzt werden. So werden durch Sprache

gesteuerte Navigationssysteme momentan zur Marktreife gebracht.

In Multimedia-Anwendungen und Computerspielen kann die als besonders
”
natürlich“

geltende sprachliche Kommunikationsform auch eingesetzt werden, um dem Benutzer be-

sonders realistisch wirkende virtuelle Welten zu er¨offnen, und um mittels einer ihm bekann-

ten Kommunikationsweise mit virtuellen Interaktionspartnern in Kontakt zu treten.

Darüberhinaus bietet die automatische Transkription von Audio- und Video-Daten mit-

tels automatischer Spracherkennung viele neue Einsatzm¨oglichkeiten im Bereich der Archi-

vierung von Multimedia-Daten und im Bereich der themenbezogenen Suche in derartigen

Datenbanken.

Der bis heute wohl bekannteste Einsatzbereich der automatischen Spracherkennung flie-

ßend gesprochener Sprache ist in den sogenannten Diktiersystemen zu sehen. Mit ihnen

wird versucht, das Schreiben von Briefen und Texten zu erleichtern und zu beschleunigen.

Erkennungssysteme, die bei einer Vokabulargr¨oße von einigen zehntausend Worten auf han-

delsüblichen Rechnern in Echtzeit eine mitunter akzeptable Erkennungsleistung erzielen,

sind heute bereits erh¨altlich.

Zu beachten ist, daß in vielen Anwendungen der Spracherkennung neben der eigentli-

chen Spracherkennung, der Dekodierung des Sprachsignals in eine Folge von Worten, noch

weitere Fragestellungen von großer Bedeutung sind, die in der vorliegenden Arbeit nicht

besprochen werden. Die Forschungsbereiche Sprachidentifikation [Li80, Nak92] (Identifi-

kation der gesprochenen Sprache), Sprechererkennung [Che96, Vet95] (Identifikation des

Sprechers), Sprachverstehen [Whi90, All95, Neu99b] (Deutung des Sinns der ge¨außerten

Worte), Dialogsteuerung [Roe94, Smi94, Wil98e] (Steuerung eines nat¨urlichsprachlichen

Dialogs mit dem Rechner) besch¨aftigen sich mit den weiteren in diesem Bereich wichtigen

Fragen.
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Kapitel 2

Grundlagen der automatischen

Spracherkennung

Ziel der automatischen Spracherkennung ist die Dekodierung einer als akustisches Signal

vorliegenden sprachlichen̈Außerung in eine Folge von Worten. Dieses Kapitel f¨uhrt die

wichtigsten Grundbegriffe und Algorithmen aus dem Bereich der Sprachverarbeitung und

-erkennung ein, um das Verst¨andnis der ¨ubrigen Arbeit zu erleichtern.

Sprach-
erkennung

Quantisierung

Sprecher Akustisches Signal

"guten tag"

Ergebnis

Markov-Modelle
Trainierte

Trainiertes
Sprachmodell

(siehe 2.4)

(siehe 2.5)

(siehe 2.1)

Folge von Abtastwerten Merkalsextraktion

(siehe 2.2)

Abtastung und

Folge von

Wortfolge
wahrscheinlichsten
Bestimmung der

(siehe 2.3 und 2.6)

Merkmalvektoren

Abbildung 2.1:Üblicher Ansatz zur automatischen Spracherkennung
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Abb. 2.1 zeigt die Grundkomponenten des ¨ublichen Ansatzes, der sich in die Komponen-

ten der Vorverarbeitung (Abtastung und Quantisierung), Merkmalsextraktion und die Be-

stimmung der wahrscheinlichsten Wortfolge mit statistischen Modellen aufteilt.

2.1 Abtastung und Quantisierung

Akustische Signale werden als Druckschwankungen ¨ubertragen. Sie k¨onnen als Spannung

mit einem Mikrophon aufgezeichnet und mittels eines Analog nach Digital (A/D)-Wandlers

in eine diskrete Wertefolge umgesetzt werden. Abb. 2.2 veranschaulicht diesen Vorgang der

Diskretisierung des akustischen Signals.

Die menschliche Sprache ist ein Bandpaßsignal deren Hauptspektralanteile in einem Fre-

quenzbereich von ca. 300-6000 Hertz liegen. Dies bedeutet, daß die Wahl einer Abtastfre-

quenz von 16 kHz nach dem Shannonschen Abtasttheorem ausreichend ist, um diese Haupt-

spektralanteile gewinnen zu k¨onnen.

Üblich innerhalb der Spracherkennung ist deshalb eine Abtastfrequenz von 16 kHz, zum

Beispiel bei Diktieranwendungen; es werden aber auch 8 kHz eingesetzt, zum Beispiel bei

Telefonanwendungen. Die Quantisierung der Abtastwerte erfolgt im allgemeinen auf 8 oder

üblicherweise auf 16 Bit. Im Folgenden sei angenommen, daß das Sprachsignal zum Zweck

Akustisches Signal

Diskrete Wertefolge

Abtastung und Quantisierung

t

sdis

t

skont

Abbildung 2.2:Überführung des Signals in eine vom Rechner verarbeitbare Folge diskreter

Werte

der digitalen Verarbeitung stets im Rechner als ¨aquidistant abgetastete und quantisierte Wer-
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tefolge vorliege. Als vertiefende Literatur zum Thema der Signalanalyse in der Sprachverar-

beitung sei [Var98] empfohlen.

2.2 Merkmalsextraktion

Ziel der Merkmalsextraktion ist diëUberführung des Signals in eine f¨ur die weitere Mo-

dellierung günstige Darstellung. Bei erheblicher Reduktion der Dimension und Datenmenge

wird versucht, die f¨ur die Unterscheidung von Sprachlauten wichtige Information zu erhal-

ten, dabei jedoch sprecherabh¨angige Informationsanteile herauszufiltern. F¨ur die Spracher-

kennung ist eine Transformation des Sprachsignals in den Frequenzraum essentiell, da die

Sprachlaute sich in ihrem Frequenzbild wesentlich klarer lokal unterscheiden lassen. Dies

verdeutlicht Abb. 2.3, die einëAußerung der Wortfolge
”
Guten Tag, mein Name ist Maier“

im Zeit- und im Frequenzraum zeigt.

t

t

2

4

6

s

f [kHz]

Abbildung 2.3: Akustische Beobachtung im Zeit- und im Frequenzraum

Zur Überführung des Sprachsignals vom Zeit- in den Frequenzraum wird das Sprach-

signal innerhalb der Grenzen des sogenannten Analysefensters als station¨ar angenom-

men. Das Analysefenster wird mit fester Schrittweite ¨uber das Sprachsignal bewegt (sie-

he Abb. 2.4). Der als jeweils station¨ar angenommene Bereich wird mittels Rechteck- oder
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Analysefenster

t

Abbildung 2.4: Fensterung

Hamming-Fensterfunktion ausgeblendet. Mittels diskreter Fourier-Transformation (DFT)

werden innerhalb der ausgeblendeten Bereiche die Anteile gewisser Frequenzbereiche (Fre-

quenzbänder) ermittelt. Auf diese Weise ergibt sich f¨ur jede Position des Analysefensters ein

Merkmalvektor, der den Energiegehalt in den jeweils untersuchten Frequenzb¨andern angibt.

Dabei ist es f¨ur eine im sp¨ateren Verlauf erfolgreiche Spracherkennung wichtig, die

Frequenzbereiche, in denen sich menschliche Sprache im Wesentlichen bewegt, und auf

die das menschliche Geh¨or besonders fein reagiert, entsprechend detailiert aufzul¨osen.

Üblich ist der Einsatz der sogenannten Mel-Filterbank (siehe Anhang A). In einigen Ar-

beiten [Dav80] zur Merkmalsextraktion f¨ur die Spracherkennung haben sich mel-skalierte

Cepstrum-Koeffizienten als f¨ur die automatische Spracherkennung am geeignetesten erwie-

sen. Anhang A enth¨alt eine detailierte Darstellung des Berechnungsvorgangs dieser Merk-

malskoeffizienten.

Vor allem bei sauberer Sprachaufnahme (wenige St¨orgeräusche) werden nahezu aus-

schließlich mel-skalierte Cepstrum-Koeffizienten eingesetzt. BeiÜbertragung der Sprache

über begrenzte Bandbreiten (z.B. bei Telefonanwendungen) oder bei anderen St¨oreffekten

haben sich auch Pr¨adiktionskoeffizienten wie etwa PLP-Koeffizienten als g¨unstig erwiesen

[Her94].

Im Rahmen dieser Arbeit wurden keine Untersuchungen zur Wahl der Merkmale be-

trieben. Mittels eines Hammingfensters der Breite 25ms wurden stets im 10ms Abstand

jeweils 12 Mel-Cepstrum-Koeffizienten (MFCC) als Merkmale dem Sprachsignal entnom-

men. Zus¨atzlich wurde als dreizehntes Merkmal die Signalenergie innerhalb der gefensterten

Blöcke ermittelt.

In [Rus82] wurde erstmals auf die besondere Bedeutung der spektralen Ver¨anderungen

innerhalb der menschlichen Sprachwahrnehmung hingewiesen. In den experimentellen Un-

tersuchungen kamen deshalb dar¨uberhinaus noch N¨aherungen f¨ur die erste und zweite zeitli-

che Ableitung dieser Merkmale zum Einsatz. Dies wurde erstmals in [Fur86] vorgeschlagen.



2.3. WAHRSCHEINLICHKEITSTHEORETISCHER ANSATZ 11

Gebräuchlich für diese Näherungen sind die Bezeichnungen�- und��-Merkmale. Das

�-Merkmal eines Merkmalvektorsx zum Zeitpunktt wird zumeist als Differenz der be-

nachbarten Merkmalvektoren gesch¨atzt,

�xt � xt � xt�1 (2.1)

und der��-Schätzwert als Differenz der�-Schätzungen.

��xt � �xt ��xt�1 (2.2)

Häufig werden auch aufwendigere Regressionsgeraden in einem Fensterbereich um den ak-

tuellen Merkmalvektor gebildet, um auf diese Weise verl¨aßlichere Sch¨atzwerte für die Ablei-

tungen zu erhalten.�- und��-Merkmale erm¨oglichen die Erfassung zeitlich dynamischer

Information, die nicht in den Koeffizienten selbst, jedoch in deren zeitlichem Verlauf enthal-

ten ist.

Die 12 Mel-Cepstrum-Koeffizienten, die Signalenergie und deren�- und ��-

Differenzkoeffizienten bilden zusammen einen 39-elementigen Merkmalvektor. Die akusti-

sche Modellierung der im Rahmen dieser Arbeit aufgebauten und untersuchten Erkennungs-

systeme basiert jeweils auf diesem 39-elementigen Merkmalsstrom.

2.3 Wahrscheinlichkeitstheoretischer Ansatz

Der erfolgreichste Ansatz zur automatischen Spracherkennung beruht auf wahrscheinlich-

keitstheoretischen̈Uberlegungen und statistischen Modellierungstechniken. Liegt die Folge

der LängeT von Merkmalvektoren alsX = (x1; x2; :::; xT ) vor und wird die artikulierte

WortfolgeW � aus der Menge aller m¨oglichen Wortfolgen gesucht, so bietet sich folgende

wahrscheinlichkeitstheoretische Formulierung an:

W � = argmax
W

P (W jX) (2.3)

Die gesuchte WortfolgeW � ist jene mit maximaler bedingter (A-Posteriori-) Auftrittswahr-

scheinlichkeit (Maximum A Posteriori, MAP) bei beobachteter MerkmalsfolgeX. Der Satz

von Bayes läßt folgende Umformulierung zu

P (W jX) =
P (W )P (XjW )

P (X)
(2.4)

so daß, da die absolute AuftrittswahrscheinlichkeitP (X) einer Beobachtungsfolge von der

WortfolgeW unabhängig ist, sich

W � = argmax
W

P (W )P (XjW ) (2.5)



12 KAPITEL 2. GRUNDLAGEN

ergibt.P (W ) repräsentiert die absolute, unbedingte Auftrittswahrscheinlichkeit der Wort-

folgeW . Darin kommt zum Ausdruck, welche Wortfolgen in der gew¨ahlten Sprache sinn-

voll und grammatisch korrekt sind oder auch welche Wortfolgen in einem gewissen An-

wendungskontext zu erwarten sind.P (XjW ) beschreibt die Auftrittswahrscheinlichkeit der

akustischen BeobachtungX bei Äußerung der WortfolgeW . Beide Wahrscheinlichkeiten,

P (W ) undP (XjW ), werden in Satzerkennungssystemen ¨ublicherweise durch stochastische

Modelle angen¨ahert, deren Parameter auf großen Text- und Sprachdatenbasen gesch¨atzt wer-

den. Diese Modelle sowie die wichtigsten Algorithmen zur Parametersch¨atzung werden in

den folgenden Abschnitten beschrieben. Zu beachten ist, daß, sofern die modellierten Vertei-

lungenP (W ) undP (XjW ) mit den tats¨achlichen Verteilungen ¨ubereinstimmen, die Maxi-

mum A Posteriori (MAP) Entscheidungsregel (Gl. 2.3) einen minimalen Erkennungsfehler

garantiert [Dud73].

2.4 Akustische Modellierung

Als akustische Modellierung wird die Modellkonstruktion bezeichnet, die es erm¨oglicht, für

neue, in den Trainingsdaten ungesehene akustische BeobachtungenX Auftrittswahrschein-

lichkeitenP (XjW ) zu beliebigen WortfolgenW zu ermitteln.

Der in erfolgreichen Spracherkennungssystemen dominierende Ansatz zur akustischen

Modellierung beruht auf der Verwendung von verdeckten Markov-Modellen, f¨ur die zumeist

die dem Englischen entnommene Bezeichnung Hidden-Markov-Modelle (HMMs) gew¨ahlt

wird. Dies sind Markov-Modelle erster Ordnung, von denen angenommen wird, daß sie eine

beobachtete Merkmalsfolge generiert haben. Die Dekodierung einerÄußerung wird dann

durch die Bestimmung des Markov-Modells oder der Sequenz von Markov-Modellen, die

die Beobachtung mit maximaler Wahrscheinlichkeit generiert hat, geleistet. Es handelt sich

demnach um invers angewendete Markov-Modelle. Verdeckt (engl.: hidden) werden sie ge-

nannt, da die Zustandsreihenfolgen, die zur Emission der Merkmalssequenzen f¨uhren, nicht

beobachtet werden k¨onnen. Als geeignete Einf¨uhrung in den Bereich der Modellierung mit

Hidden-Markov-Modellen sei [Rab88] genannt.

2.4.1 Aufbau von Hidden-Markov-Modellen

Hidden-Markov-Modelle sind Zustandsautomaten, derenÜbergangswahrscheinlichkeiten

ausschließlich vom aktuellen Zustand abh¨angen (erster Ordnung). Nach jeder Transition (Zu-

standswechsel) in einen der Zust¨ande wird eine Ausgabe generiert (
”
emittiert“). Abb. 2.5

zeigt ein HMM mit drei emittierenden Zust¨anden undÜbergangsm¨oglichkeiten in den

aktuellen Zustand (Selbsttransitionen) und den jeweils n¨achsten Zustand. Modelle dieser Ar-

chitektur werden als lineare Markov-Modelle bezeichnet. In den in dieser Arbeit zur Evalu-

ierung eingesetzten englischsprachigen Erkennungssystemen werden derartige Modellstruk-
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Verteilungs-
dichten der

zeichen je
Zustand

Ausgabe-

q1 q2
a23a12
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q3

b2(�)b1(�) b3(�)

�1

Erzeugte Merkmalsfolge

a3E

Abbildung 2.5: Lineares Markov-Modell mit drei Zust¨anden

turen verwendet. Innerhalb des in Kapitel 6 vorgestellten deutschsprachigen Erkennungs-

systems finden Modelle Anwendung, die zus¨atzlich zur linearen Struktur Transitionen zum

jeweilsübernächsten Zustand erm¨oglichen. Damit wird das̈Uberspringen einzelner Zust¨ande

ermöglicht.

Wie in Abb. 2.5 angedeutet, werden die Transitionswahrscheinlichkeiten von Zustandqi

nach Zustandqj häufig alsaij bezeichnet. F¨ur die Wahrscheinlichkeitsdichtefunktion (engl.:

probability distribution function, PDF) eines Modellzustandesqi, die dessen Ausgabewahr-

scheinlichkeit bez¨uglich einer Beobachtungx beschreibt, ist die Schreibweisebi(x) üblich.

Mit �i wird üblicherweise die Wahrscheinlichkeit bezeichnet, die angibt, daß sich das Mo-

dell zum Startzeitpunkt im Zustandqi befindet. Bei den in der Spracherkennung ¨ublichen

Modellen wird der Start im ersten Zustand durch� = (1; 0; :::; 0)T erzwungen. Die Wahr-

scheinlichkeit, das Markov Modell aus Zustandqi zu verlassen, wird alsaiE bezeichnet.

2.4.2 Produktionswahrscheinlichkeit

Da die zustandsabh¨angige Ausgabeverteilungbi(x) die Wahrscheinlichkeit der Ausgabex

im Zustandqi beschreibt, ist auch die Formulierung mittels bedingter Wahrscheinlichkeiten

p(xjqi) gebräuchlich, die im Folgenden verwendet wird. Es gilt

p(�jqi) = bi(�) (2.6)

Ebenso werden die Transitionswahrscheinlichkeitenaij gerne auch als Wahrscheinlichkei-

tenP (qj  qi) formuliert. (P (qjjqi) wird hier nicht benutzt, da es in Kapitel 4 als Wahr-

scheinlichkeitssch¨atzwert für Zustandsverwechselungen eingesetzt wird.) Im Folgenden gilt

deshalb

P (qj  qi) = aij ; P (E  qi) = aiE (2.7)
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Die Wahrscheinlichkeit, mit der ein Hidden-Markov-Modell eine bestimmte Zustands-

folgeS = (q1; :::; qT ) durchläuft und dabei eine AusgabesequenzX = (x1; :::; xT ) emittiert,

ergibt sich mit

P (X;S) =
TY
i=1

p(xijq
i) � �i �

T�1Y
i=1

P (qi+1  qi) � P (E  qt) (2.8)

als das Produkt der jeweiligen Ausgabewahrscheinlichkeiten und der Transitionswahrschein-

lichkeiten.

Die Wahrscheinlichkeit, mit der ein Hidden-Markov-ModellW insgesamt eine Ausga-

besequenzX = (x1; :::; xT ) emittiert hat, ergibt sich dann mit

P (XjW ) =
X
SW

P (X;SW ) (2.9)

als Summe der Auftrittswahrscheinlichkeiten aller m¨oglichen Zustandsfolgen (Wege)SW
vom Eintritt bis zum Austritt durch den ZustandsautomatenW .

2.4.3 Modelltypen

Für die Modellierung der zustandsabh¨angigen Ausgabeverteilungenp(�jqi) (bzw.bi(�)) wer-

den verschiedene Funktionen eingesetzt. Gebr¨auchlich ist die Einteilung in diskrete, konti-

nuierliche und hybride Modellierungstechniken. Dementsprechend werden auch die HMMs

als diskrete, kontinuierliche und hybride HMMs bezeichnet.

2.4.3.1 Diskrete Hidden-Markov-Modelle

Diskrete Hidden-Markov-Modelle dienen der Modellierung diskreter Merkmalsfolgen. Zu

jedem möglichen Merkmalswertm 2 M enthält jeder Modellzustandq einen explizi-

ten SchätzwertP (mjq) für dessen Auftrittswahrscheinlichkeit. Diese Sch¨atzwerte werden

auf einer großen Menge von Trainingsdaten bestimmt. Meistens wird dabei versucht, die

Auftrittswahrscheinlichkeit der Ausgabe bez¨uglich der Modelle zu optimieren (Maximum-

Likelihood). In der Spracherkennung, bei der die extrahierten Merkmale im allgemeinen

kontinuierliche Werte annehmen, wird beim Einsatz diskreter Markov-Modelle ein Vektor-

quantisierer (VQ) vorgeschaltet, der die kontinuierlichen Merkmalvektoren auf eine Folge

diskreter Werte abbildet.

vq : Rn !M (2.10)

p(xjq) := P (vq(x)jq) (2.11)

Dabei sorgt die Nebenbedingung

X
m2M

P (mjq) = 1 8q 2 Q (2.12)
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dafür, daß die ZuordnungenP (mjq) tatsächlich als Wahrscheinlichkeit der Emission des

Indexesm im Zustandq interpretiert werden k¨onnen.

Wegen des Informationsverlustes, der bei der Quantisierung entsteht, gelten derarti-

ge Systeme im allgemeinen als unterlegen gegen¨uber solchen, die die Verteilungsfunktio-

nen der Merkmale direkt zu modellieren versuchen. Allerdings wurde in [Rig96, Rot97a,

Rot97b] gezeigt, daß sich auch mit Systemen, die diskrete HMMs und VQs einsetzen,

konkurrenzfähige Erkennungssysteme aufbauen lassen. [Neu98a, Neu99a, Neu01] bieten

darüberhinaus die Analyse diskreter HMM-VQ-Kombinationen in einer Darstellung als Mo-

dellierungsmethode kontinuierlicher Merkmale.

2.4.3.2 Kontinuierliche Hidden-Markov-Modelle

Kontinuierliche Hidden-Markov-Modelle modellieren die Auftrittswahrscheinlichkeiten mit

Hilfe von Verteilungsdichten. Dabei kommen zumeist Gauß’sche Mischverteilungen zum

Einsatz, mitunter werden aber auch Laplace-Verteilungen gew¨ahlt. Mit Gauß’schen Misch-

verteilungsfunktionen ergibt sichp(xjq) mit

p(xjq) :=
CX
i=1

wqiN (xj�qi;�qi) (2.13)

als Summe vonC gewichteten Gaußfunktionen.

N (xj�qi;�qi) =
1q

(2�)Dj�qij
e�

1
2
(x��qi)

T��1
qi

(x��qi) (2.14)

Um die Zahl der freien Parameter zu verringern und Berechnungsaufwand einzusparen, wer-

den zumeist diagonale Kovarianzmatrizen angenommen. Werden die Elemente der Diagona-

len der Kovarianzmatrix�qi als Vektor�qi bezeichnet, so vereinfacht sich mit dieser Annah-

me die obige Gleichung zu

N (xj�qi; �qi) =
1s

(2�)D
DQ
l=1

�qi[l]

e
� 1

2

DP
l=1

(x[l]��qi[l])
2

�qi[l] (2.15)

Die freien Parameter dieser Dichtefunktionen, Gewichtewqi, Mittelwertvektoren�qi und

Varianzmatrizen�qi (bzw.�qi) der Gaußverteilungen werden auf Trainingsdaten gesch¨atzt.

Dabei ist die Nebenbedingung

CX
i=1

wqi = 1 8q 2 Q (2.16)

zu beachten, die daf¨ur sorgt, daß sich das Integral ¨uber die Mischverteilungp(xjq) zu

Eins ergibt, und so eine echte Wahrscheinlichkeitsdichtefunktion vorliegt. Bei der Parame-

terschätzung wird zumeist versucht, die Auftrittswahrscheinlichkeit der beobachteten Aus-

gabe bez¨uglich der Modelle zu optimieren (Maximum-Likelihood, siehe Abschn. 2.4.6).
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Im Folgenden wird im Zusammenhang von kontinuierlichen HMMs stets davon aus-

gegangen, daß sich die Mischverteilungsfunktionen aus Gauß’schen Elementarfunktionen

zusammensetzen.

2.4.3.3 Hybride Hidden-Markov-Modelle

Der Begriff der hybriden HMMs wird h¨aufig für Verbindungen der konventionellen kontinu-

ierlichen oder diskreten Modelle mit Ans¨atzen aus dem Bereich der neuronalen Netze (NNs)

verwendet [Bou93, Rig94a, Wil98c].

Der bekannteste dieser Ans¨atze [Bou93] macht sich die Beobachtung zu Nutze, daß sich

neuronale Netze gut zur Sch¨atzung sogenannter A-Posteriori-Wahrscheinlichkeiten einset-

zen lassen. Dies sind bedingte WahrscheinlichkeitenP (qjx) diskreter Ereignisse, wie zum

Beispiel dem Auftreten eines bestimmten HMM-Zustandesq bei vorliegender (kontinuierli-

cher) Beobachtungx. Diese Sch¨atzwerte k¨onnen mittels des Satzes von Bayes zu zustands-

abhängigen Auftrittswahrscheinlichkeiten normalisiert werden, um auf diese Weise alterna-

tiv zu den Mischverteilungsfunktionen der kontinuierlichen Modelle als Sch¨atzfunktion der

Wahrscheinlichkeitenp(xjq) zu dienen.

Der in [Rig94a] vorgestellte hybride Ansatz ersetzt den Vektorquantisierer eines dis-

kreten Spracherkennungssystems durch ein auf minimalen Informationsverlust trainiertes

neuronales Netz. Diesem Prinzip unterliegen auch die bereits angesprochenen Arbeiten zur

Optimierung diskreter Spracherkennungssysteme. Der in [Wil98c] vorgestellte Ansatz er-

weitert ein kontinuierliches Spracherkennungssystem um eine Merkmalstransformation, die

nach neuronalen diskriminativen Gesichtspunkten aufgestellt wird. Im Kapitel 4 wird unter

Abschn. 4.2 eingehender auf die Thematik der hybriden Modellierung eingegangen.

2.4.4 Merkmalsströme

Häufig wird derD-dimensionale Merkmalvektor in einzelne Komponenten niederer Dimen-

sionalität zerlegt, deren Auftrittswahrscheinlichkeit getrennt und unabh¨angig voneinander

modelliert wird. Bei Aufteilung inS Merkmalsströme (engl. streams) berechnet sich die

Schätzung der bedingten Auftrittswahrscheinlichkeit eines Beobachtungsvektor als

p(xjq) :=
SY
i=1

p(xijq; i)si (2.17)

wobeixi deni-ten Merkmalsstrom bezeichnet,p(�jq; i) die Modellierungsfunktion des Zu-

standsq für den i-ten Merkmalsstrom bezeichnet undsi das sogenannte Streamgewicht

angibt. Mittels der Streamgewichte ist es m¨oglich, die Gewichtung der Wahrscheinlich-

keitsschätzwerte der einzelnen Merkmalsstr¨ome zu variieren. Im allgemeinen werden die

Streamgewichtesi als1 angenommen.

Die Autteilung in getrennte Merkmalsstr¨ome erm¨oglicht einerseits die einfachere Mo-

dellierung tats¨achlich statistisch unabh¨angiger Merkmalsanteile, andererseits kann durch die
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Aufteilung in Merkmalsstr¨ome auch eine Parameterreduktion in den Modellierungsfunktio-

nen erzielt werden, die sich unter Umst¨anden trotz Korrelation der Merkmalsstr¨ome posi-

tiv auf die erzielbare Erkennungsleistung auswirken kann. Je schw¨acher die in Merkmals-

ströme aufgeteilten Merkmalskomponenten tats¨achlich korreliert sind, desto erfolgreicher

ist die Modellierung in unabh¨angigen (bzw. unabh¨angig angenommenen) Merkmalsstr¨omen

[Neu99a].

2.4.5 Effiziente Bestimmung der Produktionswahrscheinlichkeit

Die Produktionswahrscheinlichkeit, mit der ein Hidden-Markov-Modell eine beobachtete

Merkmalssequenz emittiert hat, wurde bereits in Gl. (2.9) als Summe der Wahrscheinlich-

keitenüber alle g¨ultigen Zustandsfolgen angegeben. Die effiziente Berechnung dieser Pro-

duktionswahrscheinlichkeit l¨aßt sich mit Hilfe der Vorw¨artswahrscheinlichkeiten

�t(j) = p(x1; :::; xt; q
t = qjjW ) (2.18)

und der R¨uckwärtswahrscheinlichkeiten

�t(i) = p(xt+1; :::; xN jq
t = qi;W ) (2.19)

realisieren. Die Vorw¨artswahrscheinlichkeiten�t(j) geben die Wahrscheinlichkeit an, die

Sequenzx1; :::; xt zu beobachten und sich zum Zeitpunktt im Zustandqj zu befinden.

Die Rückwärtswahrscheinlichkeiten�t(i) geben die Wahrscheinlichkeit an, die Sequenz

xt+1; :::; xN zu beobachten, unter der Voraussetzung, daß sich das Modell zum Zeitpunkt

t im Zustandqi befand.

Nach der Initialisierung durch

�1(j) = �jbj(x1) 8j = 1; :::; N (2.20)

�T (i) = 1 8i = 1; :::; N (2.21)

und der rekursiven Berechnung der ¨ubrigen� und� durch

�t(j) =
� NX
i=1

�t�1(i)aij

�
bj(xt) (2.22)

und

�t(i) =
NX
j=1

aijbj(xt+1)�t+1(j) (2.23)

ergibt sichP (XjW ) dann mittels der Vorw¨artswahrscheinlichkeiten zu

P (XjW ) =
NX
j=1

�T (j) (2.24)

bzw. alternativ mittels der R¨uckwärtswahrscheinlichkeiten zu

P (XjW ) =
NX
j=1

�jbj(x1)�j(j) (2.25)
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2.4.6 Parameterscḧatzung

Die Markov-Modelle, ganz gleich welche exakten Strukturen und Dichtemodellierungen

auch gew¨ahlt werden, besitzen eine große Zahl von unbekannten Parametern, die mit Hil-

fe von Trainingsdaten gesch¨atzt werden. Diese Trainingsdaten bestehen aus gesprochenen

Sätzen und Worten. Deren Inhalt ist im allgemeinen bekannt. Somit sind die Markov-

Modelle, bzw. die Markov-Modell-Sequenzen (siehe Abschn. 2.4.7), die (im Modell) die

Trainingsäußerungen generiert haben, ebenso bekannt.

2.4.6.1 Trainingskriterium

Das am h¨aufigsten eingesetzte Trainingskriterium f¨ur die Parametersch¨atzung ist das

Maximum-Likelihood-Kriterium (ML-Kriterium). Es zielt darauf, die Parameter derart zu ju-

stieren, daß die AuftrittswahrscheinlichkeitP (XjW ) der Trainingsbeobachtungen bez¨uglich

des generierenden Modells maximiert wird. Liegen die Trainingsdaten als Merkmalssequenz

X = (x1; :::; xT ) mit der TranskriptionW vor und wird mit� die Menge der zu sch¨atzenden

Parameter bezeichnet, so l¨aßt sich das ML-Trainingskriterium als Maximierungsproblem f¨ur

P�(XjW ) formulieren.

�ML = argmax
�

P�(XjW ) (2.26)

Im allgemeinen liefert dieses Kriterium brauchbare Sch¨atzwerte bei nur wenig aufwen-

digem Training. In Kapitel 4 wird die Fragestellung des Trainingskriteriums eingehender

diskutiert.

2.4.6.2 Baum-Welch-Algorithmus

Der wichtigste Grund f¨ur die weite Verbreitung des Trainings nach dem ML-Kriterium ist

vermutlich die Existenz eines besonders effizienten Sch¨atzverfahrens, dem Baum-Welch-

Algorithmus, das erstmals in [Bau72] formuliert worden ist. Es handelt sich um eine Aus-

prägung des Expectation-Maximization- (EM-) Algorithmus f¨ur die Schätzung von HMM-

Parametern (siehe etwa [ST95]). Wegen des Einsatzes der oben definierten Vorw¨arts- und

Rückwärtswahrscheinlichkeiten wird der Algorithmus h¨aufig auch als Forward-Backward-

Algorithmus (also etwa Vorw¨arts-Rückwärts-Algorithmus) bezeichnet.

Es ist kein geschlossenes Berechnungsverfahren - ein solches ist nicht bekannt - vielmehr

handelt es sich um ein iteratives Verfahren, das ausgehend von einer Parametersch¨atzung�

in jedem Iterationsschritt eine neue Parametersch¨atzung�̂ berechnet, so daß gilt:

P�̂(XjW ) � P�(XjW ) (2.27)

Zur Anwendung des Baum-Welch-Algorithmus seien zus¨atzlich zu den

Vorwärtswahrscheinlichkeiten� und den R¨uckwärtswahrscheinlichkeiten� noch wei-

tere Hilfsgrößen definiert:
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�t(i; j) = P (qt = qi; q
t+1 = qjjX) =

P (qt = qi; q
t+1 = qj; X)

P (X)
=
�t(i)aijbj(xt+1)�t+1(j)

jQjP
i=1

�t(i)�t(i)

(2.28)


t(qi) = P (qt = qijX) =
jQjX
j=1

�t(i; j) (2.29)

�t(i; j) gibt die bedingte Wahrscheinlichkeit einesÜbergangsqi ! qj beim Wechsel vom

Zeitpunktt zum Zeitpunktt + 1 an.
t(qi) gibt die bedingte Wahrscheinlichkeit an, daß das

Modell im Zeitpunktt Zustandqi annimmt.

Mit diesen A-Posteriori-Sch¨atzungen der Zustandsauftrittswahrscheinlichkeiten und der

Transitionswahrscheinlichkeiten ergibt sich die Neusch¨atzung der Transitionen zu

âij =

T�1P
t=1

�t(i; j)

TP
t=1


t(qj)
(2.30)

und die Mittelwerte der Wahrscheinlichkeitsdichten eines HMM-Systems mit Normalvertei-

lungsdichten zu

�̂qj =
1

TP
t=1


t(qj)

TX
t=1


t(qj)xt (2.31)

sowie die Neusch¨atzung der Varianzmatrix zu

�̂qj =
1

TP
t=1


t(qj)

TX
t=1


t(qj)(xt � �̂qj)(xt � �̂qj)
T =

1
TP
t=1


t(qj)

TX
t=1


t(qj)(xtx
T
t � �̂qj �̂

T
qj
)

(2.32)

Im Fall Gauß’scher Mischverteilungsdichten ist die Definition einer zus¨atzlichen Hilfs-

größe von Vorteil.

�t(j; k) = P (qt = qj; kt = kjX) (2.33)

�t(j; k) gibt gibt den Wahrscheinlichkeitsanteil derk-ten Mischverteilungskomponente im

Zustandj zum Zeitpunktt an. Es läßt sich aus den bekannten Gr¨oßen berechnen nach

�1(j; k) =
jQjX
i=1

�icjkN (x1j�jk;�jk)�1(j) (2.34)

�t(j; k) =
jQjX
i=1

�t�1(i)aijcjkN (xtj�jk;�jk)�t(j) 8t > 1 (2.35)

Die Mittelwerte, Varianzmatrizen und Gewichte der Modellierungsfunktionen eines Misch-

verteilungssystems (kontinuierlich oder semi-kontinuierlich) ergeben sich damit zu

ŵqjk =
1

TP
t=1


t(qj)

TX
t=1

�t(j; k) (2.36)
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�̂qjk =
1

TP
t=1

�t(j; k)

TX
t=1

�t(j; k)xt (2.37)

�̂qjk =
1

TP
t=1

�t(j; k)

TX
t=1

�t(j; k)(xtx
T
t � �̂qjk�̂

T
qjk

) (2.38)

2.4.6.3 Viterbi-Training

Viterbi-Training ist eine besondere Auspr¨agung des Trainings nach dem Baum-Welch-

Algorithmus. Häufig findet man hierf¨ur auch die BezeichnungSegmentweiser K-Means

(engl.: segmental k-means) [Jua90]. Anstelle der Summe der Wahrscheinlichkeiten aller pas-

senden Wege durch die Modellsequenz, wird nur die Wahrscheinlichkeit des besten (wahr-

scheinlichsten) Weges optimiert.

�MLviterbi
= argmax

�;S2W
P�(X;S) (2.39)

Die Herleitung der Sch¨atzfunktionen f¨ur die diversen Modellparameter entspricht der des

Baum-Welch-Trainings des vorangegangenen Abschnitts. Lediglich die Werte
t(qj) nehmen

beim Viterbi-Training ausschließlich die diskreten Werte0 und 1 an, je nachdem, ob der

jeweilige Zustand zum jeweiligen Zeitpunkt Teil des besten Weges ist (vgl. Gl. (2.29)).


t(qi) =

8<
: 1 : qt = qi

0 : ansonsten
(2.40)

Durch diese starke Vereinfachung verringert sich der Trainingsaufwand weiter.

Da innerhalb der Dekodierung (siehe Kapitel 2.6) ohnehin lediglich der beste Pfad,

der sogenannte Viterbipfad, ermittelt wird, konnten in Experimenten keine Unterschiede

in der resultierenden Erkennungsleistung festgestellt werden. H¨aufig wird angef¨uhrt, daß

das Viterbi-Training dem vollen Baum-Welch-Training wegen der verbesserten Konsistenz

mit dem Erkennungsverfahren sogar ¨uberlegen sei. Dies konnte in experimentellen Untersu-

chungen bisher jedoch nicht ¨uberzeugend belegt werden (siehe etwa [Hen97]). Im allgemei-

nen scheint zu gelten, daß das volle Baum-Welch-Training vor allem bei stark begrenzten

Trainingsdaten robustere Modellsch¨atzungen liefert, w¨ahrend bei im Verh¨altnis zur Para-

meterzahl vielen Trainingsdaten die Sch¨atzungen mit dem Viterbi-Training leichte Vorteile

bezüglich der Erkennungsgenauigkeit aufweisen [Mer91, Hen97].

Wird ähnlich wie beim Viterbi-Training mittels des besten (Viterbi-)Pfades eine eindeu-

tige Zuordnung der Merkmalvektoren zu HMM-Zust¨anden gewonnen, so spricht man h¨aufig

auch von einem (Viterbi-)Alignment, also etwa einer (Viterbi-)Zuordnung.

2.4.7 Parameterverknüpfung

Entscheidenden Einfluß auf die Erkennungsleistung eines Spracherkennungssystems hat die

optimale oder zumindest gute Anpassung der Modellstruktur an die Menge und die Art der
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zur Verfügung stehenden Trainingsdaten. Wie in anderen Bereichen der Mustererkennung

auch, ist es von großer Bedeutung, zu beachten, daß zu allen freien Parametern des Systems

genügend Beobachtungswerte existieren, um eine robuste Sch¨atzung zuzulassen. Der Effekt,

daß die trainierten Modelle zwar die Trainingsdaten gut modellieren, jedoch auf Testdaten

versagen, wird als̈Uberanpassung (engl.: overfitting) bezeichnet. Overfitting tritt dann auf,

wenn zu viele Parameter mit zu wenigen Daten gesch¨atzt werden. Andererseits ist es auch

wichtig, die Zahl der freien Parameter nicht zu klein zu w¨ahlen, um nicht auf m¨ogliches

Modellierungspotential verzichten zu m¨ussen.

Zum Zwecke der Anpassung der Modellstruktur an die zur Verf¨ugung stehenden Da-

ten wurden verschiedene Verfahren der Parameterverkn¨upfung entwickelt. Die wichtigsten

sollen in den folgenden Abschnitten kurz angesprochen werden.

2.4.7.1 Satzmodelle aus Wortmodellen

Im Fall der Ganzsatzerkennung repr¨asentiert dasW in Gl. (2.3) ganze S¨atze. Würde

tatsächlich für jeden im System m¨oglichen Satz ein eigenes unabh¨angiges Markov-Modell

aufgestellt werden, so w¨are die Zahl der m¨oglichen Sätze stark beschr¨ankt und es m¨ußten je

zu erkennendem Satz einige Trainings¨außerungen zur Verf¨ugung stehen. Dies ist nicht prak-

tikabel. Deshalb werden die Satzmodelle in Ganzsatzerkennungssystemen aus Wortmodellen

zusammengesetzt und die Auftrittswahrscheinlichkeit der Wortsequenzen mit statistischen

Sprachmodellen modelliert (siehe Abschn. 2.5). Das Zusammensetzen der Satzmodelle aus

Wortmodellen wird durch eine einfache Konkatination erreicht, wobei im allgemeinen ein

Zwischenwortmodell eingesetzt wird, das m¨ogliche kurze Pausen zwischen den Worten mo-

dellieren soll.

Aber selbst beim Einsatz von Wortmodellen ist es bei großem Wortschatz schwierig si-

cherzustellen, daß je Wort ausreichend viele Trainings¨außerungen zur Verf¨ugung stehen.

Dies erläutert der folgende Abschnitt.

2.4.7.2 Wortmodelle aus Phonemmodellen

Die ersten Spracherkennungssysteme der 70er und 80er Jahre waren reine sprecherabh¨angige

Einzelworterkennungssysteme deren Wortschatz auf maximal einige hundert Worte begrenzt

war. In derartigen Systemen ist es m¨oglich, je Wort des Erkennungswortschatzes ein eigenes,

unabhängiges Markov-Modell einzusetzen. F¨ur jedes Wort m¨ussen dann ausreichend viele

Trainingsäußerungen zur Verf¨ugung stehen. In sprecherunabh¨angigen Systemen mit großen

Wortschätzen ab einigen hundert Worten ist diese Vorgehensweise bereits nicht mehr prak-

tikabel, da von jedem Wort ausreichend viele Trainings¨außerungen von ausreichend vielen

Sprechern vorliegen m¨ußten. Dar¨uberhinaus ist der Wortschatz derartiger Systeme durch

die zur Verfügung stehenden Trainings¨außerungen begrenzt und nur schwer erweiterbar.

Aus diesen Gr¨unden bedient man sich gerne der Erkenntnisse aus dem Bereich der Pho-
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netik, die besagen, daß sich Worte in kleinere Lauteinheiten (Phoneme) zerlegen lassen

[Sin76, Koh78]. Es wird im allgemeinen der Ansatz verfolgt, die Wortmodelle aus Pho-

nemmodellen zusammenzusetzen. So k¨onnen selbst Worte, die im Trainingsset nicht vor-

handen sind, modelliert werden und Worte, die besonders h¨aufig artikuliert werden, auch

zur besseren Modellierung weniger h¨aufig auftauchender Worte herangezogen werden. Die

Umsetzungstabelle, die angibt, aus welchen Modellen sich die Worte des Erkennungswort-

schatzes zusammensetzen, wird (etwas irref¨uhrend) zumeist als Vokabular oder Lexikon be-

zeichnet. Ein Nachteil dieser Methode ist die Notwendigkeit, die Worte des Vokabulars in

für das Wort ’Test’: t te s

Modell t Modell e Modell s

Konstruiertes Modell

Abbildung 2.6: Zusammensetzung von Wortmodellen aus Phonemmodellen

feste Phonemketten zu zerlegen, womit die M¨oglichkeit genommen wird, Aussprachevari-

anten aus den Trainingsdaten selbst zu lernen. M¨ogliche Aussprachevarianten m¨ussen fest in

das Vokabular als zus¨atzliche Phonemketten (engl.: multiple pronounciations) aufgenommen

werden. Ein anderer Nachteil ist die Vernachl¨assigung von Aussprachevarianten der Phone-

me in bestimmten Worten und Phonemkontexten. Diese sogenannten Koartikulationseffekte

können jedoch bei der Zusammensetzung von Wortmodellen aus Phonemmodellen durch

kontextabh¨angige Phonemmodelle genutzt werden. Besonders gebr¨auchlich sind die soge-

nanntenTriphon-Modelle, die einen linken und einen rechten Nachbarn ber¨ucksichtigen.

Kontextunabh¨angige Phonemmodelle werden in Analogie dazu auch h¨aufig alsMonophon-

Modelle bezeichnet. Abb. 2.7 enth¨alt beispielhaft einen Ausschnitt aus dem Vokabular eines

deutschsprachigen Spracherkenners der Triphon-Modelle einsetzt. Im Rahmen der Versuche

zu dieser Arbeit und innerhalb des in Kapitel 6 vorgestellten Systems werden ausschließlich

Monophon- und Triphon-Modelle verwendet.

Weitere gebr¨auchliche Verfeinerungen der Ber¨ucksichtigung von Koartikulationsef-

fekten sind zum einen der Einsatz vonQuinphon-Modellen [Woo95], zum anderen die

Berücksichtigung von wort¨ubergreifenden Koartikulationseffekten durch sogenannte Cross-

Word-Modelle [Hwa89]. Quinphon-Modelle unterteilen die Phonemmodelle hinsichtlich

zweier linker und zweier rechter Nachbarn. Sie wurden bisher lediglich in experimentel-

len Forschungssystemen eingesetzt, in denen sie geringe, jedoch meßbare Verbesserungen

lieferten [Woo95].
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Testen

Toast

Test

t+ e t� e+ s e� s+ t s� t+@ @� nt�@+ n

t+ o t� o+ s o� s+ t s� t

t+ e t� e+ s e� s+ t s� t

Abbildung 2.7: Vokabular mit (wortinternen) Triphon-Modellen

Beim Einsatz von Cross-Word-Modellen ber¨ucksichtigt das erste und das letzte Modell

jedes Wortes den phonetischen Kontext, der durch das vorhergehende Wort bzw. das folgende

Wort definiert wird. In Sprachen mit massiven wort¨ubergreifenden Koartikulationseffekten,

wie z.B. im Japanischen oder im Franz¨osischen, ist eine derartige Modellierung besonders

erfolgreich [Lam95, Add97, Sch99]. Auch f¨ur deutschsprachige Erkennungssysteme kann

die wortübergreifende Kontextmodellierung jedoch erfolgreich eingesetzt werden [H¨ub96].

2.4.7.3 Verklebung von HMM-Zuständen

Während beim Einsatz von Monophon-Modellen die Anzahl der verwendeten HMMs der

Anzahl der Phoneme im verwendeten Phonemvorrat entspricht (zumeist etwa 50), so be-

trägt die Anzahl m¨oglicher Triphone bereits503. Auch wenn man die Modelle auf die in

den Trainingsdaten oder dem Erkennervokabular tats¨achlich vorkommenden beschr¨ankt, so

sind zumeist einige tausend Markov-Modelle aufzustellen, deren Parameter robust gesch¨atzt

werden müssen. Manche dieser Modelle tauchen in den Trainingsdaten m¨oglicherweise

überhaupt nicht auf, andere zu selten, um eine robuste Sch¨atzung zu erlauben. Deshalb ist

es in Systemen mit kontextabh¨angiger Modellierung von entscheidender Bedeutung, seltene

undüberhaupt nicht vorkommende Modellzust¨ande nach sinnvollen Gesichtspunkten zusam-

menzufassen. Im Englischen spricht man von State-Clustering. Zusammengefaßte Modell-

zuständeq und q0 nutzen eine gemeinsame Verteilungsfunktion (p(xjq) = p(xjq0)), so daß

die Trainingsvektoren beider Zust¨ande zur Sch¨atzung der gemeinsamen Verteilung herange-

zogen werden k¨onnen und man so zu robusteren Sch¨atzungen gelangt.

2.4.7.4 Verklebung von Gaußverteilungen

Neben der im vorherigen Absatz angesprochenen kompletten Verkn¨upfung ganzer Zust¨ande,

gibt es viele Möglichkeiten der teilweisen Verkn¨upfung der Dichtefunktionen der HMM-

Zustände. Einen guten̈Uberblicküber die mannigfaltigen M¨oglichkeiten der Parameterver-

knüpfung (engl.: tying) gibt [You92]. Zu beachten ist, daß mit jeder Verkn¨upfung auch die
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Möglichkeit besteht, den Verkn¨upfungsgrad selbst ¨uber eine Verteilungsfunktion zu regeln.

Diese Strategie wurde in [Neu98b] verfolgt. Darauf soll hier nicht n¨aher eingegangen wer-

den. Besondere Erw¨ahnung soll an dieser Stelle jedoch die Verklebung der Gaußverteilungen

kontinuierlicher Markov-Modelle finden, da sie eine der gebr¨auchlichsten und effektivsten

Verknüpfungsmethoden darstellt. W¨ahrend bei konventioneller, kontinuierlicher Modellie-

rung die Gaußverteilungen der Dichtefunktionen individuell gesch¨atzt werden, so benutzen

im Fall verklebter Gaußverteilungen mehrere Mischverteilungsfunktionen einen gemeinsa-

men Gaußverteilungsvorrat. Der Extremfall nur eines Gaußverteilungsvorrats, der von allen

Gewichte

SCHMMs

wqi

Codebook mit C=7 Gaußverteilungen

Abbildung 2.8: Semi-kontinuierliche Markov-Modelle

Verteilungsfunktionen genutzt wird, ist als semi-kontinuierliche [Hua90] oder Tied-Mixture-

[Bel90] Modellierungsmethode bekannt geworden. Im Falle semi-kontinuierlicher Vertei-

lungsfunktionen berechnen sich die Verteilungen des Markov-Modell-Systems zu

p(xjq) =
CX
i=1

wqiN (xj�i;�i) (2.41)

wobeiC die gewählte Anzahl der Mischverteilungskomponenten angibt. Man spricht auch

von einem (Mischverteilungs-) Kodebuch (engl.: codebook) der Gr¨oßeC. Abb. 2.8 zeigt

schematisch die Struktur der semi-kontinuierlichen Verteilungsfunktionen, die sich den Vor-

rat der Normalverteilungsfunktionen des Codebooks teilen.

Semi-kontinuierliche Modellierung wurde erfolgreich in verschiedenen Forschungssy-

stemen eingesetzt [Hua92, Pau91]. In anderen Arbeiten [Dig96, Dem96] hat es sich jedoch

als vorteilhaft erwiesen, die Gaußkomponenten nur partiell zu verkleben. F¨ur Systeme mit

mehreren Codebooks von Gaußkomponenten, von denen jeder Zustand jeweils eines nutzt,

hat Digalakis in [Dig96] den Begriff der Genones eingef¨uhrt. Abb. 2.9 zeigt ein derartig auf-

gebautes Markov-Modell-System. Die im Rahmen dieser Arbeit entwickelten Algorithmen
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Gewichte
wqi

Genones

Mehrere Codebooks mit unterschiedlicher Anzahl von Gaußkomponenten

Abbildung 2.9: Genones

zur automatischen Ermittlung g¨unstiger Verkn¨upfungsstrukturen werden im dritten Kapitel

vorgestellt.

2.4.8 Radiale-Basisfunktions-Netze

Besonders wichtig f¨ur das Verst¨andnis weiter Teile von Kapitel 4 ist die Verwandtschaft

der Wahrscheinlichkeitsdichtemodellierung in Erkennungssystemen mit (semi-) kontinuier-

licher Modellierung mit den aus dem Bereich der neuronalen Netze her bekannten Radialen-

Basisfunktions-Netzen (RBF-Netzen) [Ney91, Hoc91]. Aus Gr¨unden der Kompaktheit die-

ser Arbeit wird an dieser Stelle auf eine Einf¨uhrung in den Bereich der neuronalen Netze

verzichtet. Als einf¨uhrende Literatur sind beispielsweise [Zel94, Rig94b, Rip96, Bis95] ge-

eignet.

Eingabeschicht

Verdeckte Schicht
(radiale Aktivierung)

Ausgabeschicht

Gewichte

P P P P P

Abbildung 2.10: Radiales-Basisfunktions-Netz
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Radiale-Basisfunktions-Netze sind neuronale Netze mit nur einer verdeckten Schicht,

deren verdeckte Knoten radialsymmetrische Aktivierungsfunktionen aufweisen. Radialsym-

metrische (radiale) Aktivierungsfunktionen sind Funktionen, deren Wert mit wachsender

Entfernung der Eingabe zu einer (trainierten) St¨utzstelle abnimmt. Besonders gebr¨auchliche

radiale Funktionen sind dabei Gaußfunktionen. Abb. 2.10 eines exemplarischen RBF-

Netzes mit Gauß’schen Aktivierungsfunktionen in der verdeckten Netzschicht zeigt die

Ähnlichkeit dieser Netze mit der Dichtemodellierungskomponente (semi-)kontinuierlicher

Markov-Modelle. Die Ausgabeknoten des RBF-Netzes f¨uhren eine gewichtete Summierung

der Aktivierungen der verdeckten Schicht durch. Bei den Netzausg¨angen handelt es sich

demnach um Gauß’sche Mischverteilungen, wie sie bei der (semi-) kontinuierlichen Model-

lierung eingesetzt werden. In diesem Sinne kann die Ausgabewahrscheinlichkeitsmodellie-

rung (semi-) kontinuierlicher Modelle selbst als RBF-Netz interpretiert werden. So besitzen

semi-kontinuierliche Markov-Modelle eine volle Verkn¨upfung der verdeckten Schicht mit

den Ausgängen, w¨ahrend bei unverkn¨upfter kontinuierlicher Modellierung jeder Knoten der

verdeckten Schicht nur mit einem Ausgabeknoten verbunden ist.

2.5 Sprachmodellierung

Aufgabe des Sprachmodellierungsmoduls eines Spracherkenners ist die Approximation der

A-Priori-AuftrittswahrscheinlichkeitP (W ) beliebiger WortsequenzenW = (w1; :::; wn).

P (W ) = P (w1; :::; wn) legt die Faktorisierung in einzelne kontextabh¨angige Wortwahr-

scheinlichkeiten nahe.

P (W ) = P (w1; :::; wn) = P (w1) �P (w2jw1) �P (w3jw1; w2) � ::: �P (wnjw1; :::; wn�1) (2.42)

In ASE-Systemen f¨ur kontinuierlich gesprochene Sprache werden im allgemeinen N-Gram-

Grammatiken benutzt, um diese kontextabh¨angigen Wortwahrscheinlichkeiten zu sch¨atzen,

aber auch Wortpaar-Grammatiken kommen zum Einsatz.

2.5.1 Wortpaar-Grammatiken

Den sogenannten Wortpaar-Grammatiken liegt eine sehr einfache Form, die Wahrscheinlich-

keitP (W ) zu schätzen, zugrunde. Gl. (2.42) wird reduziert zu

P (W ) = P (w1; :::; wn) �wp P (w1) � P (w2jw1) � P (w3jw2) � ::: � P (wnjwn�1) (2.43)

wobei die WerteP (wjw0) ausschließlich die Werte0 und 1
A
w0

annehmen k¨onnen. Dabei gibt

Aw0 die Anzahl der Worte des Vokabulars an, f¨ur dieP (wjw0) in der Wortpaar-Grammatik

ungleich0 ist, bzw. die Anzahl erlaubter Folgeworte zum Wortw0. Diese Definition sorgt f¨ur

die Normierung der Wahrscheinlichkeiten zu
P
w2V

P (wjw0) = 1.
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Es wird demnach in Wortpaar-Grammatiken lediglich festgelegt, welche Worte aufeinan-

der folgen d¨urfen und welche nicht. In den experimentellen Erkennungssystemen, die auf der

Resource-Management-Datenbasis basieren, kommt eine Wortpaar-Grammatik zum Einsatz.

Ansonsten werden Wortpaar-Grammatiken in der Spracherkennung fließend gesprochener

Sprache nur selten eingesetzt. Dominierend sind die im Folgenden vorgestellten (Backoff-)

N-Gram-Grammatiken.

2.5.2 N-Gram-Grammatiken

N-Gram-Grammatiken [Jel91] liegt die Beobachtung zugrunde, daß der Einfluß der Worte

im Wortkontext mit zunehmender Entfernung zum aktuellen Wort abnimmt. Deshalb nutzen

N-Gram-Grammatiken nur den Kontext der Gr¨oßeN�1, so daß sich Gl. (2.42) im Fall einer

sogenannten 3-Gram- (Trigram-) Grammatik zu

P (W ) �trigram P (w1) � P (w2jw1) � P (w3jw1; w2) � ::: � P (wnjwn�2; wn�1) (2.44)

vereinfacht.

N-Gram-Grammatiken werden auf großen Textmengen gesch¨atzt. Wie bei der akusti-

schen Modellierung mit HMMs besteht auch bei der Sch¨atzung von N-Gram-Grammatiken

eine wichtige Aufgabe in der geschickten Wahl und Verkn¨upfung der zu sch¨atzenden Para-

meter. Bei einer Vokabulargr¨oße vonjV j sind für das Aufstellen eines Bigrams bereitsjV j2

Paarwahrscheinlichkeiten zu sch¨atzen, von denen die meisten selbst auf einem sehr großen

Textkorpus nie oder zu selten auftreten werden, um verl¨aßliche Sch¨atzwerte zuzulassen. Bei

N-Grams mitN > 2 - üblich sind vor allem Trigrams mitN = 3 - ist diese Problematik

noch gravierender. Außerdem ist zu beachten, daß eine volle Trigram-Grammatik ausjV j3

Werten besteht, die im Rechner gespeichert und verarbeitet werden m¨ussen. Selbst bei einer

moderaten Vokabulargr¨oße vonjV j = 10:000 ist dies mit10:0003 = 1:000:000:000:000 = 1

Billion Werten eine Menge, die die Speicherkapazit¨at herkömmlicher Rechner bereits weit

überschreitet.

2.5.3 Backoff-N-Gram-Grammatiken

Aus den genannten Gr¨unden der robusten Parametersch¨atzung und des Speicherplatz-

bedarfs bedient man sich in der Sprachmodellierung gerne sogenannter Backoff-N-

Gram-Grammatiken [Kat87]. Diese Grammatiken enthalten lediglich diejenigen N-Gram-

Schätzwerte, die verl¨aßlich zu sch¨atzen sind, und bilden die ¨ubrigen auf verl¨aßlicher zu

schätzende Auftrittswahrscheinlichkeiten mit kleinerem Kontext ab.

P (w3jw1; w2) =

8<
: Plm(w1; w2; w3) : 9Plm(w1; w2; w3)

P (w3jw2) �B(w1; w2) : ansonsten
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P (w3jw2) =

8<
: Plm(w2; w3) : 9Plm(w2; w3)

Plm(w3) �B(w2) : ansonsten
(2.45)

Die Gleichungen (2.45) zeigen die Wahrscheinlichkeitssch¨atzung mit einem Backoff-

Trigram. Plm gibt dabei die im Trigram gespeicherten Auftrittswahrscheinlichkeiten von

Wortsequenzen an,B bezeichnet die sogenannten Backoff-Gewichte, die beim R¨uckgriff

auf den verk¨urzten Kontext für die Normierung der Wahrscheinlichkeitssch¨atzwerte

(8W :
P
w2V

P (wjW ) = 1) sorgen.

2.5.4 Parameterscḧatzung

Für die Parametersch¨atzung statistischer Sprachmodelle ist ein großer Textkorpus erforder-

lich, der die erwartungsgem¨aß zu erkennende Art von S¨atzen möglichst gut repr¨asentieren

sollte. Selbst bei kleinem Vokabular sollten es mindestens einige Millionen Worte sein.

Üblich ist die Parametersch¨atzung nach dem Maximum-Likelihood-Prinzip als Trainings-

kriterium, bei dem die Sprachmodellparameter, d.h. die kontextbedingten Wortauftrittswahr-

scheinlichkeiten, derart gesch¨atzt werden, daß die Auftrittswahrscheinlichkeit des Trainings-

korpus nach dem Modell maximal wird. Wird der Trainingskorpus als Menge von S¨atzen

W dargestellt, so ergibt sich die Sch¨atzung der Parameter� des Sprachmodells nach dem

Maximum-Likelihood-Prinzip zu

�ML = argmax
�

Y
W2Korpus

P�(W ) (2.46)

Arbeiten zu diskriminativeren Methoden sind z.B. in [Rao95] zu finden. Im allgemeinen je-

doch wird versucht, die kontextbedingten Auftrittswahrscheinlichkeiten m¨oglichst genau zu

schätzen, wobei ein Schwergewicht der Arbeiten auf diesem Gebiet [Kat87, Wit89, Kne95]

sich mit der geeigneten Gl¨attung seltener oder nie gesehener Ereignisse besch¨aftigt, um Null-

Wahrscheinlichkeiten, d.h. nach dem Sprachmodell unm¨ogliche Wortkombinationen, zu ver-

meiden.

2.5.5 Parametergl̈attung

Angenommen ein EreignisE (zum Beispiel ein bestimmte Wortfolge) treter mal innerhalb

einer Stichprobe des UmfangsR auf. Dann liefert die Maximum-Likelihood-Sch¨atzung die

Auftrittswahrscheinlichkeit

P̂ (E) =
r

R
(2.47)

Nie gesehene Ereignisse erhalten demnach den Wahrscheinlichkeitssch¨atzwert Null. Auch

bei sehr großen Textkorpora treten sehr viele m¨ogliche Wortkombinationen nicht auf. Die

konsequente ML-Sch¨atzung der Auftrittswahrscheinlichkeiten w¨urde diesen Wortkombina-

tionen die Wahrscheinlichkeit Null zuordnen, sie also verbieten. Dies soll durch die Parame-

terglättung vermieden werden.
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Die Verschiebung eines Teils der Wahrscheinlichkeitsmasse von den beobachteten Er-

eignissen zu den unbeobachteten wird als Discounting bezeichnet. Es l¨aßt sich nach [Kat87]

formulieren als

r� = r � dr (2.48)

wobei dr den sogenannten Discounting-Koeffizienten zur H¨aufigkeit r darstellt. Der

veränderte Z¨ahler für die Schätzung derr mal aufgetretenen Ereignisse ist nunr�, und es

ergibt sich die Sch¨atzung für das EreignisE zu

P̂ (E) =
r�

R
(2.49)

Die den beobachteten Ereignissen entzogene Wahrscheinlichkeitsmasse wird gleichm¨aßig

auf die unbeobachteten Ereignisse verteilt.

Zur Berechnung des Discountingfaktorsdr wurden verschiedene Verfahren vorge-

schlagen. Die wichtigsten sind lineares und absolutes Discounting [Ney94], Witten-Bell-

Discounting [Wit89] und Good-Turing-Discounting [Kat87]. Am gebr¨auchlichsten ist das

Good-Turing- sowie das Witten-Bell-Discounting, das auch zur Sch¨atzung der in Kapitel 6

eingesetzten Sprachmodelle angewendet wurde. MitR als Anzahl der Worte im Trainings-

korpus ermitteln sich diedr nach beim Witten-Bell-Discounting zu

dr(t) =
R

R + u
(2.50)

wobeiu die Anzahl unterschiedlicher Worte angibt, die dem jeweiligen Kontext innerhalb

der Trainingsdaten folgen. Beim Good-Turing-Discounting ermitteln sich diedr nach

dr =
(r + 1)nr+1

rnr
(2.51)

wobeinr die Anzahl der Ereignisse angibt, die genaur mal aufgetreten sind. Somit erfolgt

eine besonders starke Erh¨ohung der Auftrittswahrscheinlichkeit derr mal aufgetretenen Er-

eignisse, falls deren Anzahl gering und die Anzahl derr + 1 mal aufgetretenen Ereignisse

besonders groß ist. Zus¨atzlich wird das Discounting nur auf Ereignisse angewendet, die we-

niger alsk mal aufgetreten sind.̈Ublicher Wert für diese Schwelle ist etwa 5 [Kat87]. Die

ML-Schätzungen h¨aufig auftretender Ereignisse werden demnach nicht ver¨andert, da diese

Schätzungen als besonders sicher gelten.

2.6 Dekodierung

Der Prozeß der Dekodierung bezeichnet die Berechnung des nach den eingesetzten statisti-

schen Modellen (Hidden-Markov-Modelle, grammatische Sprachmodelle) wahrscheinlich-

sten Satzes zu einer vorliegenden akustischen Beobachtung. Wegen der großen Komplexit¨at

der Aufgabe, die tats¨achlich beste Wort- bzw. ModellsequenzW nach

W � = argmax
W

P (W )P (XjW ) = argmax
W

P (W )
X
SW

P (X;SW ) (2.52)
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über alle m¨oglichen Wege zu bestimmen, beschr¨ankt man sich bei der Dekodierung dar-

auf, die Auswertung der akustischen Modelle, dieP (XjW ) modellieren, durch die Viterbi-

Approximation

P (XjW ) / argmax
S2SW

P (X;S) (2.53)

auf den besten Pfad zu begrenzen, so daß sich

W � � argmax
W;S2SW

P (W )P (X;S) (2.54)

als zu lösendes Optimierungsproblem ergibt.

Das naheliegende L¨osungsverfahren dieses Problems bietet sich auf der Grundlage der

Definition der Vorwärtswahrscheinlichkeiten� (Gl. (2.18)), mit der Summation in Gl. (2.22)

und Gl. (2.24) ersetzt durch die Maximumbestimmung und zus¨atzlicher Speicherung des

Ursprungs des Maximums zum Zwecke der R¨uckverfolgung des besten Pfades. Dieses Ver-

fahren wird im Rahmen der Spracherkennung der Einfachheit halber als Viterbi-Algorithmus

bezeichnet, obwohl der Viterbi-Algorithmus an und f¨ur sich zur Lösung viel allgemeiner ge-

haltener Suchprobleme formuliert wurde [Vit67].

Selbst die Bestimmung der Modellsequenz, die den besten Pfad enth¨alt, gestaltet sich

nach obigem Viterbi-Algorithmus bei großem Vokabular und beim Einsatz von statistischen

Grammatiken mit großem Kontext als sehr schwierige und aufwendig zu l¨osende Aufgabe.

Für die effiziente, approximative Realisierung des Viterbi-Algorithmus wurden zahlreiche

Verfahren und Algorithmen entwickelt. Wichtige Unterscheidungsmerkmale der Suchver-

fahren sind u.a. deren Skalierbarkeit mit der Kontextgr¨oße des Sprachmodells, deren Zeit-

und Speicherbedarf sowie der Suchfehler, der in Kauf genommen werden muß, um eine

effiziente Realisierung zu erm¨oglichen. Kapitel 5 beschreibt die beiden gebr¨auchlichsten

Ansätze und er¨ortert die Arbeiten des Autors in diesem Bereich.

2.7 Beschr̈ankungen des Ansatzes

Der statistisch motivierte Ansatz zur Spracherkennung, so wie er in diesem Kapitel vor-

gestellt wurde, hat einige sehr leistungsf¨ahige Erkennungssysteme hervorgebracht, so auch

die in den folgenden Kapiteln eingesetzten englischsprachigen und das in Kapitel 6 vorge-

stellte deutschsprachige Erkennungssystem. Trotzdem bietet dieser Ansatz bez¨uglich vieler

sprachlicher Ph¨anomene keine oder nur unzureichende L¨osungsans¨atze. Diese sprachlichen

Phänomene seien an dieser Stelle kurz erw¨ahnt.

2.7.1 Vernachl̈assigte sprachliche Aspekte

In der deutschen sowie auch in einigen anderen Sprachen gibt es potentiell unendlich viele

Wortformen, da neue Worte durch Komposita gebildet werden k¨onnen. Beim Einsatz ei-

nes endlichen Vokabulars, das alle erlaubten Wortformen und deren phonetische Umsetzung



2.7. BESCHR̈ANKUNGEN DES ANSATZES 31

enthält, wird es deshalb nicht gelingen, tats¨achlich alle in der Sprache m¨oglichen Wortfor-

men aufzunehmen. Ans¨atze, dieser Problematik zu begegnen, sind z.B. in [Lau98] zu finden.

Kern ist die Aufspaltung der Worte in Untereinheiten wie Silben u.¨a. und die Generierung

von Worten durch Zusammensetzung dieser Untereinheiten. Ein großer Nachteil ist, daß die

automatische Generierung von Worten aus Untereinheiten immer auch einen gewissen An-

teil an unsinnigen Worten hervorbringen wird, und daß die grammatische Modellierung auf

der Basis von Untereinheiten wesentlich aufwendiger ist und Sprachmodelle gr¨oßerer Kon-

texttiefe erforderlich macht.

Auch die durch das Vokabular vorgegebene Phonemisierung der Worte des Wortschatzes

berücksichtigt echte Sprache nur unzureichend. Tats¨achlich können Worte mehrere phone-

tische Realisierungsvarianten aufweisen. Die Realisierung h¨angt dann ab von der Herkunft

des Sprechers (Dialekt), seinem Bildungsstand (Fremdw¨orter), der Sprechgeschwindigkeit

und in vielen Fällen auch von dem Kontext, in dem ein Wort ge¨außert wird. Viele ASE-

Systeme begegnen diesem Problem durch die Einf¨uhrung mehrerer Aussprachevarianten ein

und desselben Wortes. Dabei wird die statistische Abh¨angigkeit der gew¨ahlten phonetischen

Realisierungen zumeist jedoch nicht modelliert. Zus¨atzlich tritt bei spontan gesprochener

Umgangssprache h¨aufig der Effekt der Wortzusammenf¨ugungen auf.
”
Haben Sie Zeit?“ et-

wa wird zu
”
Hamse Zeit?“. Derartige phonetische Ver¨anderungen bereiten ASE-Systemen

besonders große Schwierigkeiten, weshalb das Erkennen derartiger Sprache heute als beson-

ders herausfordernde Aufgabe gilt [Lam97, Gre96, Wah93, Fin97].

Spracherkennung mit den beschriebenen statistischen Methoden geht davon aus, daß die

Sprache selbst eine feste Gr¨oße ist, und nur die statistischen Modelle, die sie beschreiben,

möglich gut gesch¨atzt werden m¨ussen. Tats¨achlich aber befindet sich jede (lebendige) Spra-

che in einem st¨andigen Wandel. Besonders deutlich wird dies bei der deutschen Sprache,

wenn man an die vielen Anglizismen denkt, die in den vergangenen Jahrzehnten Einzug in

die Alltagssprache hielten. Aber auch der Sprachgebrauch wandelt sich; Worte veralten oder

gelten als unmodern, wie z.B. das Wort
”
dufte“ oder der Name

”
Adolf “, andere Worte fin-

den mit teilweise neuer Bedeutung zun¨achst Einzug in die Sprache der Heranwachsenden,

wie z.B.
”
grell“,

”
Scheiße“ oder

”
geil“, finden sich sp¨ater jedoch auch vermehrt in der all-

gemein akzeptierten Sprache wieder. Auch die Phonemisierung ist einem zeitlichen Wandel

unterworfen. Vor allem bei Abk¨urzungen und Fremdw¨ortern ist dies besonders deutlich. So

wurde vor einigen Jahren zum Beispiel die amerikanische Firma IBM von Deutschen im all-

gemeinen als ’i: b e: @ m ’ bezeichnet, w¨ahrend heute vermehrt die englischsprachige

Phonemisierung ’aI b i: @ m ’ auch innerhalb deutschsprachiger S¨atze verwendet wird.

2.7.2 Nicht berücksichtigte statistische Abḧangigkeiten

Neben diesen sprachlichen Ph¨anomenen, die der in diesem Kapitel dargestellte Ansatz nur

unzureichend ber¨ucksichtigt, vernachl¨assigt er auch zahlreiche statistische Abh¨angigkeiten.
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Selbstverst¨andlich ist die Sprachproduktion komplizierter aufgebaut als es ein Markov-

Modell erster Ordnung auszudr¨ucken in der Lage ist. Wegen der Tr¨agheit des menschlichen

Sprachapparates sind aufeinander folgende Merkmalvektoren tats¨achlich hochgradig korre-

liert [Gab88], und auch die Vorg¨ange, die zur̈Außerung eines Wortes oder Satzes f¨uhren,

sind komplizierter als sie sich mit einer N-Gram-Statistik beschreiben ließen. H¨aufig ist in

diesem Zusammenhang auch von falschen Annahmen die Rede. Diese werden jedoch nicht

unbeabsichtigt gemacht, sondern besten Wissens, um die Menge der zu sch¨atzenden Mo-

dellparameter zu begrenzen, da aus einer endlichen Menge von Trainingsdaten stets nur

endlich viele Zusammenh¨ange gelernt werden k¨onnen. Mannigfaltige Arbeiten, wie etwa

[Ost89, Mar96, Bou96b, Sch99], besch¨aftigen sich mit der Ausnutzung einiger dieser un-

berücksichtigten Zusammenh¨ange, wie z.B. der statistischen Abh¨angigkeit der Merkmalvek-

toren untereinander. Jedoch ist es bisher keinem der Ans¨atze gelungen, tats¨achlich in konkur-

renzfähige Erkennungssysteme mit großem Wortschatz erfolgreich einzufließen. Dies liegt

im Wesentlichen auch an der mit der aufwendigeren Modellierung verbundenen weiteren

Verkomplizierung des Dekodierungsalgorithmus. Gerade der Einsatz von Markov-Modellen

höherer Ordnung scheitert in der Praxis zumeist an dieser Problematik.

2.8 Kapitelzusammenfassung

Zunächst hat das Kapitel die wichtigsten Verfahren und Begriffe zur Merkmalsextraktion im

Bereich der Spracherkennung eingef¨uhrt. Danach wurde das Grundprinzip des Ansatzes zur

Spracherkennung mittels statistischer Modelle vorgestellt. Die wichtigsten Modellierungs-

methoden und Algorithmen wurden vorgestellt, so daß das Verst¨andnis der ¨ubrigen Kapitel

auch dem mit dem Bereich der Spracherkennung weniger vertrauten Leser m¨oglich sein soll-

te. Darüberhinaus wurden auch die wichtigsten Einschr¨ankungen des statistischen Ansatzes

angesprochen, die es in Zukunft zu ¨uberwinden gilt, um der automatischen Spracherkennung

weitere Anwendungsbereiche zu erschließen.
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Kapitel 3

Optimierte

HMM-Verkn¨upfungsstrukturen

Wie bereits im vorangegangenen Kapitel beschrieben, ist die Aufgabe der akustischen Mo-

dellierung die Bereitstellung von Rechenvorschriften (Modellen), die es erm¨oglichen, zu ei-

ner akustischen BeobachtungX und einer WortfolgeW die WahrscheinlichkeitP (XjW )

dieser Beobachtung unter der Bedingung, daß die WortfolgeW artikuliert worden ist, zu

schätzen. Einegute akustische Modellierung zeichnet sich dadurch aus, daß sie sich in

Auflösung und Struktur der Modellierungsfunktionen stark an der Menge und Art der zur

Verfügung stehenden Daten ausrichtet.Ähnlich wie z.B. im Bereich der neuronalen Net-

ze gilt es, einen optimalen oder zumindest suboptimalen Grad zwischen dem Lernen der

Trainingsdaten und der Generalisierungsf¨ahigkeit auf ungesehenen Daten zu finden. Die in

diesem Abschnitt vorgestellten Ans¨atze dienen prim¨ar diesem Ziel, n¨amlich die Auflösung,

die Struktur und die Parameterzahl des eingesetzten Hidden-Markov-Modell-Systems an die

zum Training des Systems verf¨ugbaren Daten anzupassen.

3.1 Verknüpfung von Emissionsdichtefunktionen

Der Begriff des Clusterns von HMM-Zust¨anden wurde bereits in Kapitel 2 unter Ab-

schn. 2.4.7.3 eingef¨uhrt. Verknüpfte (im Folgenden
”
geclusterte“ genannte) Zust¨andeq und

q0 nutzen eine gemeinsame Verteilungsfunktion (p(xjq) = p(xjq0)). Das Verknüpfen der

Emissionsdichtefunktionen ist vor allem bei kontextabh¨angiger Phonemmodellierung (Tri-

phone) von großer Bedeutung, da selbst bei sehr großer Trainingsdatenmenge f¨ur viele Mo-

delle keine oder nur unzureichend viele Trainingsbeispiele vorhanden sind und deshalb un-

abhängige Dichtefunktionen f¨ur diese Zust¨ande nicht oder nicht ausreichend gut gesch¨atzt

werden können.

Zur Generierung sinnvoller HMM-Zustandscluster sind zwei Verfahren besonders po-

pulär. Zum einen ist dies das vollst¨andig datengetriebene Zustandsclustern (Data-Driven
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State Clustering [Lee89, Pau88]), ein Bottom-Up Verfahren, bei dem ausgehend von

vollständig ungeclusterten Zust¨anden solche Zust¨ande mitähnlichen Dichtefunktionen zu-

sammengefaßt werden. Zum anderen ist dies das baumf¨ormige Zustandsclustern, Tree-Based

State Clustering (TBSC) [Bah91], ein Top-Down-Verfahren, das ausgehend von einer Menge

verknüpfter HMM-Zustände schrittweise g¨unstige Aufteilungen bestimmt. Das vollst¨andig

datengetriebene Zustandsclustern ist dem baumf¨ormigen unterlegen. Dies haben zahlreiche

Untersuchungen belegt [Ode95, Rot00]. Deshalb soll es an dieser Stelle nicht weiter bespro-

chen und untersucht werden.

3.1.1 Baumf̈ormiges Zustandsclustern

Das baumf¨ormige Zustandsclustern ist das am weitesten verbreitete Verfahren zur Cluste-

rung von HMM-Zuständen. Die Grundidee dieses Verfahrens ist die Zusammenfassung aller

Zustände gleicher Position von kontextabh¨angigen Auspr¨agungen des gleichen Phonems in

einer Menge (Cluster), die durch die Anwendung sinnvoller Schnitte baumf¨ormig aufge-

spalten wird. Abb. 3.1 verdeutlicht diesen Vorgang am Beispiel der Clusterung der zweiten

Zustände der kontextabh¨angigen Auspr¨agungen des Phonemst . Der erste Schnitt unterteilt

e

Ja Nein

 

Ja Nein

 

Ja Nein

?-t+ Konsonant?-t+ Vokal

?-t+ (Konsonant und nicht Plosiv)

Linker Kontextp?

Rechter KontextVokal?

p-t+ (Konsonant und Plosiv) (nichtp)-t+ (Konsonant und Plosiv)

?-t+?

Rechter KontextPlosiv?

?-t+ (Konsonant und Plosiv)

Abbildung 3.1: Prinzip des baumf¨ormigen Zustandsclusterns

die Modellzustände in solche, deren rechter Kontext ein Vokal bzw. ein Konsonant ist. Die

Menge der Zust¨ande, deren rechter Kontext ein Konsonant ist, wird weiter aufgespalten, und

zwar hinsichtlich des Kriteriums, ob der rechte Kontext ein Plosiv ist oder nicht. Die ent-

standene Menge der zweiten Zust¨ande der kontextabh¨angigen Auspr¨agungen des Phonems

t , deren rechter Nachbar sowohl Konsonant als auch Plosiv ist, wird weiter bez¨uglich des

linken Nachbarn unterteilt. Es werden die Modellzust¨ande abgespalten, deren linkes Nach-

barphonem einp ist.



3.1. VERKNÜPFUNG VON EMISSIONSDICHTEFUNKTIONEN 35

Für die weiteren Ausf¨uhrungen ist die Darstellung mit Mitteln der Mengenlehre vorteil-

haft, wie dies in Abb. 3.2 gezeigt wird. Ausgehend von einer Menge von HMM-Zust¨anden

Awird schrittweise durch Schneidung mit anderen Mengen von HMM-Zust¨anden und deren

Komplementen diese initiale MengeA in disjunkte Untermengen aufgeteilt.

 

 

A

(AB)C

ABCD

ABAB

ABC

\B

\C

\D\D

\C

\B

ABCD

Abbildung 3.2: Baumf¨ormiges Zustandsclustern in Mengenschreibweise

Entscheidend f¨ur den Erfolg des baumf¨ormigen Clusterns ist neben der geeigneten Aus-

wahl der erlaubten Schnitte besonders das Auswahlverfahren, das in jedem Baumknoten die

geeigneteste Aufspaltung bestimmt. Als erlaubte Schnitte wurden phonetische Kategorien,

wie etwa Vokale, Konsonanten etc., vorgeschlagen [Bah91, Ode95]. Diese Art der erlaubten

Schnitte ist seitdem die verbreiteteste Wahl, da sie auf elegante Weise die Einbindung pho-

netischen Wissens erm¨oglicht. In [Kuh95] wurden damit im Vergleich mit diversen anderen

Verfahren die besten Ergebnisse erzielt.

Für die Auswahl des jeweils g¨unstigsten Baumknotens mit der zugeordneten Modell-

mengeP und des jeweils besten SchnittesS wurde in [Bah91] ein Maximum-Likelihood-

Verfahren vorgeschlagen. Der logarithmierte Likelihood-Gewinn, der sich durch Aufspal-

tung vonP durchS ergibt, wird dabei nach

argmax
P;S

�
LP\S + LP\S � LP

�
(3.1)

als Likelihood-Differenz vor und nach der Aufspaltung angen¨ahert. Dieses Verfahren ist

inzwischen sehr gebr¨auchlich und wurde auch auch im Rahmen der Untersuchungen dieser

Arbeit angewendet. Deshalb soll es hier n¨aher erläutert werden.

Für die ungeclusterten kontextabh¨angigen Modelle werden Normalverteilungen (Misch-

verteilungen mit nur einer Mischverteilungskomponente) gesch¨atzt. Dabei werden die Va-

rianzmatrizen eventuell nicht mitgesch¨atzt (Einheitsmatrix) oder komplett verkn¨upft, um
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ausreichend robuste Sch¨atzungen auch f¨ur sehr selten auftretende Modelle zu erlangen. Ba-

sierend auf diesen gesch¨atzten Normalverteilungen kann auf elegante Art der Gewinn an

Likelihood, der durch eine Aufspaltung erzielt werden kann, abgesch¨atzt werden, ohne daß

eine Neusch¨atzung der Verteilungsdichten erforderlich ist.

Der logarithmierte Wahrscheinlichkeitsanteil der Zust¨ande einer ZustandsmengeP läßt

sich unter Zuhilfenahme der in Gl. (2.29) eingef¨uhrten Hilfsgröße
t(q) wie in Gl. (3.2)

dargestellt approximieren,

LP =
TX
t=1

X
q2P

log(pP(xt))
t(q) (3.2)

wobeipP(x) die Normalverteilung beschreibt, deren Mittelwertvektor�(P) und Kovarianz-

matrix �(P) sich als (gewichtetes) Mittel aus den Mittelwertvektoren und Kovarianzma-

trizen der Zust¨ande ausP ergibt. T ist die Anzahl der Mekmalvektoren der akustsichen

Beobachtung X. Damit vereinfacht sich die Sch¨atzung des Wahrscheinlichkeitsanteils einer

ZustandsmengeP weiter zu

LP = �
1

2
(log((2�)Dj�(P)j) +D)

X
q2P

X
T=1

T
t(q) (3.3)

wobeiD die Dimensionalit¨at der Merkmalvektoren angibt. Damit h¨angt der Wahrscheinlich-

keitsanteil nur noch von der Durchschnittsvarianz�(P) und den aufsummierten Okkupati-

onszählern
P

T=1 T
t(q) ab. Die Varianz�(P) kann aus den Mittelwerten und Varianzen der

beteiligten Zust¨ande ausP berechnet werden, die aufsummierten Okkupationsz¨ahler können

durch eine Vorw¨arts-Rückwärts-Iteration gewonnen und gespeichert werden. Unter der An-

nahme, daß die Okkupationsz¨ahler sich durch das Clustern nicht ver¨andern, kann dann der

Gewinn der durch die Aufspaltung einer ZustandsmengeP entsteht ohne Neusch¨atzung von

Verteilungsfunktionen mittels

�LP;S = LP\S + LP\S � LP (3.4)

und den genannten weiteren N¨aherungen gesch¨atzt werden.

3.1.2 Verfeinerungen des baumf̈ormigen Clusterns

Zahlreiche Ver¨offentlichungen besch¨aftigen sich mit der Verbesserung der Strategie zum

Aufbau der Clusterungsb¨aume. Dabei bieten sich mehrere Ansatzpunkte. Zun¨achst ist es die

Modellierung mit lediglich einer Gaußverteilung, bez¨uglich der der Gewinn an Likelihood

gemessen wird. Bei besonders h¨aufig auftretenden Modellzust¨anden ist dies nur unzurei-

chend. In [Duc97, Noc97, Rei98a] werden Ans¨atze aufgezeigt, Gauß’sche Mischverteilun-

gen einzusetzen, wobei neben der Abstandsberechnung von Mischverteilungen die effiziente

Realisierung des Clusterungsvorgangs ohne der Erfordernis der Neusch¨atzung der Misch-

verteilungen von besonderem Interesse ist. [Rei98b] versucht, durch initiale Clusterung der
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Zustände die Sch¨atzung selten auftretender Zust¨ande zu verbessern. In [Laz96, Che97] wer-

den Ansätze gezeigt, das Likelihood-Kriterium nicht jeweils lokal zu optimieren, sondern

einen global optimalen Baum bez¨uglich des Likelihood-Kriteriums zu generieren. Die Ge-

nerierung des komplett global optimalen Baums ist zwar zu komplex, da NP-vollst¨andig, je-

doch lassen sich mit Hilfe eines Backtracking-Verfahrens, durch das lokale Entscheidungen

für einen der Schnitte nach Ber¨ucksichtigung der m¨oglichen Schnitte der folgenden Stufe

wieder revidiert werden k¨onnen, bessere B¨aume bez¨uglich des Likelihood-Kriteriums wie

auch bez¨uglich der letztlich resultierenden Erkennungsrate generieren. In [Bou96a, Pau97]

wird des weiteren untersucht, inwieweit die komplette Clusterung aller HMM-Zust¨ande in

nur einem Baum mit den zus¨atzlichen Schnittm¨oglichkeiten in Bezug auf die HMM-Position

und das Zentralphonem Vorteile bringt. Die Erfolge dabei sind nur gering. Die Auftren-

nung bez¨uglich HMM-Position und Zentralphonem wird zumeist in den oberen Baumknoten

durchgeführt, weshalb die getrennte Clusterung der HMM-Zust¨ande gleichen Zentralpho-

nems und gleicher Position gerechtfertigt zu sein scheint. In [Rei99] wird das TBSC um be-

liebige, nicht phonetisch motivierte Clusterungskriterien erweitert, um zusammen mit dem

TBSC auch verschiedene Modelltypen f¨ur verschiedene nicht phonetisch motivierte Unter-

scheidungen zu generieren. Die Unterscheidungen k¨onnen gewisse Kanaleigenschaften sein

oder auch das Geschlecht des jeweiligen Sprechers angeben.

3.1.3 Erweiterung und Reduzierung des Fragenvorrats

Unabhängig von der Strategie der Schnittauswahl begrenzen die erlaubten Schnitte, im all-

gemeinen die phonetischen Kategorien, die Art der konstruierbaren Entscheidungsb¨aume.

Schnitte, die zwar hinsichtlich des Likelihood-Kriteriums g¨unstig wären, jedoch nicht zu

den fest gew¨ahlten möglichen Schnitten geh¨oren, können nicht angewendet werden. Dies

kann dazu f¨uhren, daß, um eine gewisse Menge von Modellzust¨anden abzuspalten, mehre-

re Schnitte nacheinander durchgef¨uhrt werden, was zu einer m¨oglicherweise ungewollten

Aufteilung derübrigen Modellzust¨ande führt. Abb. 3.3 zeigt diesen Fall am Beispiel der

Aufteilung der Triphone?-t+? auf. Zunächst wird der Schnitt angewendet, der bez¨uglich

des linken Nachbarn Vokale und Konsonanten trennt. Daraufhin wird der entstandene Kno-

ten Konsonant-t+? weiter nach der Stimmhaftigkeit des linken Nachbarn unterteilt. Um

den Cluster (Konsonant und stimmlos)-t+? zu generieren, wurden die ¨ubrigent Triphon-

Zustände in die MengenVokal-t+? und (Konsonant und nicht stimmlos)-t+? unterteilt.

Diese Unterteilung wird eventuell nur in Kauf genommen, um den Cluster (Konsonant und

stimmlos)-t+? hervorzubringen. Sie kann vermieden werden, falls die Frage,
”
Ist der linke

Nachbar ein stimmloser Konsonant“ direkt als einzelner Schnitt in die Menge der erlaubten

Schnitte aufgenommen wird. Dies wurde intuitiv mit einigen der phonetischen Merkmale,

die in [Ode95] verwendet werden, auch durchgef¨uhrt. So gibt es die Fragen
”
betonter Plo-

siv“ oder auch
”
mittlerer Frikativ“. Die in [Ode95] definierten phonetischen Unterteilungen,
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ddddd  

Ja Nein

Ja Nein

 Ja Nein

?-t+?

Kosonant-t+? Vokal-t+?

Linker KontextKonsonant?

?-t+?

Linker Kontext

Linker Kontextstimmlos?

(Kosonant und nicht stimmlos)-t+?

(Vokal oder nicht stimmlos)-t+?

(Kosonant und stimmlos)-t+?

stimmloser Konsonant?

(stimmloser Kosonant)-t+?

Abbildung 3.3: Bäume ohne den (oben) und mit dem (unten) Schnitt
”
stimmloser Konso-

nant“

die seither in vielen Arbeiten zum TBSC verwendet wurden, sind in den Tabellen F.2, F.3

und F.4 im Anhang aufgef¨uhrt.

Das Prinzip des Erzeugens neuer m¨oglicher Schnitte durch sukzessives Schneiden be-

reits bekannter Schnitte wurde in [Wil99b] zum Zwecke der Generierung neuer Schnitte,

zur Reduzierung der Schnittanzahl und zum Zwecke der automatischen Generierung der

möglichen Schnitte verallgemeinert. Dazu werden neben den bereits eingef¨uhrten Begriffen

der Mengenlehre, wie der der Menge und des Schnittes zweier Mengen, auch Algorithmen

aus dem Bereich der Formalen-Konzept-Analyse [Wil89] eingesetzt. Diese noch sehr junge

Disziplin der Mathematik besch¨aftigt sich mit Mengensystemen, deren Erzeugendenmengen

und deren H¨ullen. Näheres dazu siehe z.B. in [Gan96, Rus96]. In [Gan94] wurden zwei ele-

mentare Algorithmen der Formalen-Konzept-Analyse formuliert, n¨amlich der Algorithmus

zur effizienten Generierung aller m¨oglichen Schnitte eines Mengensystems und der zweite

Algorithmus zur Berechnung der minimalen generierenden Menge von Mengen.

Angewendet auf ein Mengensystem, wie es die phonetisch motivierten Schnitte (siehe

Anhang) darstellen, lassen sich mit diesen Algorithmen die minimale Menge von Schnitten

berechnen, die erforderlich ist, um alle anderen durch sukzessives Schneiden zu erzeugen,

sowie die Menge aller durch Schneiden der Mengen erzeugbaren Schnittmengen. Dies kann

eingesetzt werden, wenn die Anzahl der erlaubten Schnitte an die zur Verf¨ugung stehende

Trainingsdatenmenge angepaßt werden soll. Ist eine große Trainingsdatenmenge verf¨ugbar,

so sollte die Zahl der m¨oglichen Schnitte erh¨oht werden, ist sie gering, so sollten nur wenige



3.1. VERKNÜPFUNG VON EMISSIONSDICHTEFUNKTIONEN 39

Schnitte zugelassen werden.

3.1.4 Erweiterung des Fragenvorrats um sinnvolle Fragen

Die Generierung aller m¨oglichen Schnitte ist mit dem Next-Closure-Algorithmus aus

[Gan94] zwar effizient realisierbar, es ergeben sich bei Anwendung auf die phonetisch mo-

tivierten Mengen aus [Ode95] jedoch weit ¨uber107 Mengen, die mit herk¨ommlichen Rech-

nern nicht mehr handhabbar sind [Cho91]. Um die Schnitte zu generieren, die innerhalb

des TBSC tats¨achlich eventuell von Interesse sein k¨onnen, wurde deshalb in [Wil99b] ein

mehrstufiges Clusterungsverfahren vorgeschlagen. Es ist in Abb. 3.4 dargestellt. Nach einem

ersten TBSC-Durchlauf werden die in den B¨aumen tats¨achlich aufgetretenen, geschnitte-

 

B; C;D;BC;BC;

BCD;BCD

A

ABCD

A(BC)

B; C;D

A

AB AB

ABC

ABCD

ABC

ABCD

Erster Durchlauf:

Zweiter Durchlauf:

Erlaubte Schnitte:

Erlaubte Schnitte:

ABC

(ABC)D

Abbildung 3.4: Erweiterung des Fragenvorrats umsinnvolleFragen

nen Mengen als neue m¨ogliche Schnitte der Menge der im n¨achsten Durchlauf m¨oglichen

Schnitte hinzugef¨ugt. So treten in Abb. 3.4 im ersten Durchlauf in den Baumknoten die

SchnitteBC;BC;BCD;BCD auf. Sie werden im zweiten Durchlauf der Menge der zuge-

lassenen Schnitte hinzugef¨ugt. Auf diese Weise werden die f¨ur das Clustering tats¨achlich

interessanten Schnittkombinationen datengetrieben ausgew¨ahlt und die Gesamtmenge der

möglichen Schnitte bleibt ¨uberschaubar oder zumindest zu bew¨altigen.

Experimentelle Untersuchungen zur Erweiterung und Reduzierung des Fragenvorrats

werden unter Abschn. 3.1.7 beschrieben.

3.1.5 Automatische Generierung von Fragen

Die ursprüngliche Idee des baumf¨ormigen Clusterns [Ode95, Bah91] sieht vor, phonetisch

motivierte Fragen, bzw. Schnitte zuzulassen. Auf diese Art kann phonetisches Wissen einge-
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bracht werden, um auf diese Weise selten oder nie vorkommende kontextabh¨angige Modelle

robuster sch¨atzen zu k¨onnen. In [Kuh95] wurden verschiedene Arten m¨oglicher Schnitte ver-

glichen. Phonetisch motivierte Einteilungen zusammen mit Einzelphonemfragen haben sich

als besonders vorteilhaft erwiesen. In [Beu96] wurde allerdings bereits aufgezeigt, wie rein

datengetrieben gute Fragen aufgestellt werden k¨onnen. Das ist vor allem dann von Vorteil,

wenn fundiertes phonetisches Wissen ¨uber eine Sprache nur unzureichend verf¨ugbar ist.

Der im vorangegangen Abschnitt vorgestellte Algorithmus kann auch zur Generierung

des kompletten Schnittrepertoirs eingesetzt werden. Wird er gestartet mit der Menge der

möglichen Schnitte, die lediglich durch ein bestimmtes Nachbarmodell definiert sind (also

etwa: ?-?+t oder I-?+? ), so bilden sich nach einem oder auch mehreren Durchl¨aufen

sinnvolle Zusammenfassungen und Schnitte dieser initialen Mengen heraus. Diese automa-

tisch generierte Menge m¨oglicher Schnitte kann zu guten Clusterungsergebnissen f¨uhren,

wie die Ergebnisse (Abschn. 3.1.7) beweisen. Abb. 3.5 verdeutlicht den Ablauf zur auto-

matischen Generierung des Fragenvorrats. Bemerkenswert ist, daß dieser Algorithmus den

möglicherweise
mehrmals
wiederholen

Geschnittene Fragen
bestimmen und
extrahieren

Baumförmiges
Clustern

Clustern
Baumförmiges

(?-?+t , t-?+? , ?-?+l , l-?+? , ... )

Geclustertes kontextabh¨angiges Modellsystem

Neue Clusterungsb¨aume

Viele neue Schnittkombinationen

Erste Clusterungsb¨aume

Einzel-Modell-Fragen

Abbildung 3.5: Automatische Generierung des Fragenvorrats

datengetriebenen Clusterungsvorgang selbst zur Generierung des Fragenvorrats einsetzt, so

daß er weitgehend ohne zus¨atzlichen Programmieraufwand realisiert werden kann.

3.1.6 Balancierte Clusterungs-B̈aume

Es ist zu beobachten, daß viele der Clusterungsb¨aume eine sehr unbalancierte Form auf-

weisen. Zur Balancierung und Ausgeglichenheit von B¨aumen siehe z.B. [Wir83]. Vor allem

nach der Erweiterung des Fragenvorrats durch das Verfahren aus Abschn. 3.1.3 kommt es

häufig zu Baumstrukturen wie in Abb. 3.6 auf der linken Seite dargestellt, in denen in den
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oberen Baumknoten nur kleine Mengen der Modelle abgespalten werden und die Modell-

mengen sehr ungleichm¨aßig aufgeteilt werden. Auf die Geschwindigkeit des Spracherken-

Abbildung 3.6: Unbalancierter Baum links, balancierter Baum rechts

nungssystems hat dies keine Auswirkungen, da die B¨aume lediglich zur Initialisierung des

Modellsystems durchlaufen werden m¨ussen und w¨ahrend der Dekodierung die Herkunft der

Modellcluster unbedeutend ist. Es kann jedoch beobachtet werden, daß es gerade zur guten

Clusterung ungesehener Modelle sinnvoll sein kann, eine st¨arkere Balancierung der B¨aume

zu erwirken. Mittels des ver¨anderten Kriteriums zur Knoten- und Schnittauswahl

argmax
P;S

�
LP\S + LP\S � LP � �

(jP \ Sj � jP \ Sj)2

jPj2

�
(3.5)

welches Schnitte bevorzugt, die die Modellmenge gleichm¨aßig aufteilen, kann dies realisiert

werden. Der gegen¨uber Gl. 3.1 zus¨atzliche Term nimmt f¨ur MengenP und S besonders

große Werte an, f¨ur die die Anzahl der Elemente inP \ S etwa der inP \ S entspricht.

Dabei kontrolliert der Wichtungsparameter� den Einfluß des Balancierungsfaktors. Experi-

mentelle Untersuchungen dazu sind im folgenden Abschnitt zu finden.

3.1.7 Experimentelle Untersuchungen

Zur Evaluierung der vorgeschlagenen Verfahren wurden einige experimentelle Spracher-

kennungssysteme auf der WSJ-Datenbasis (siehe Anhang C) aufgebaut. Dabei wurde die

Wortfehlerrate (WFR) auf dem Evaluierungsset vom November 1992 gemessen. Es kam die

durch LIMSI definierte Phonemmenge zum Einsatz, das 5k-Vokabular, sowie das Standard

5k-Backoff-Bigram-Sprachmodell, f¨ur das eine Perplexit¨at von 110 angegeben wird. Zur

Perplexität von Sprachmodellen siehe Anhang E. In den Experimenten wurde die Baum-

tiefe so angepaßt, daß die resultierenden Systeme nahezu die gleiche Parameteranzahl (d.h.

die gleiche Anzahl Modellcluster) besitzen. Erst dann ist ein fairer Vergleich m¨oglich. Nach

der baumf¨ormigen Clusterung, die auf der Modellierung durch Normalverteilungen beruht,

wurden die Testsysteme jeweils auf 10 Mischverteilungskomponenten pro Zustandscluster

erweitert. Das Ausgangssystem nutzt den Fragenvorrat, der von Odell in [Ode95] vorge-

schlagen wurde. Die erste Zeile in Tab. 3.1 zeigt die erzielte Wortfehlerrate, wenn dieser

Fragenvorrat genutzt wird und wenn pro Zentralphonem und pro Zustandsposition getrennte
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Experiment WFR

Nummer Beschreibung [%]

1 Basissystem (mehrere B¨aume) 12.0

2 Einzelner Baum [Pau97] 12.1

3 Keine Einzelphonemfragen 12.1

4 Minimaler Fragenvorrat

erster Durchlauf (3.1.3) 12.3

5 Minimaler Fragenvorrat

zweiter Durchlauf (3.1.4) 11.7

6 Großer Fragenvorrat

(60k Fragen) 11.7

7 Großer Fragenvorrat (60k)

balanciert nach Gl. (3.5) 11.6

8 Nur Einzelphonemfragen

erster Durchlauf (3.1.5) 12,8

9 Nur Einzelphonemfragen

zweiter Durchlauf (3.1.5) 11.8

10 Nur Einzelphonemfragen

zweiter Durchlauf

balanciert nach Gl. (3.5) 11.4

Tabelle 3.1: Experminente zum baumf¨ormigen Zustandsclustern

Bäume aufgebaut werden. Darunter ist die Erkennungsleistung aufgef¨uhrt, die sich ergibt,

wenn Paul’s Einzelbaum-Ansatz [Pau97] verfolgt wird. Die geringf¨ugig schlechtere WFR

kommt vermutlich durch Clusterung von Modellen mit unterschiedlichem Zentralphonem

zustande, die in diesem Fall nicht ausgeschlossen werden kann. Allerdings ist zu beachten,

daß auch Rundungs- und Approximationsfehler zu Meßungenauigkeiten f¨uhren können, die

sich in der ersten Nachkommastelle der Erkennungsrate auswirken. In jedem Fall bringt der

Einzelbaum-Ansatz keine Verbesserung, weshalb in den folgenden Versuchen wurde der An-

satz verfolgt wird, getrennte B¨aume für jedes Zentralphonem und jede Zustandsposition auf-

zubauen. Experiment Nummer 3 zeigt die WFR, die erzielt wird, wenn Odell’s Fragenvorrat

um die Einzelphonemfragen reduziert wird. Bemerkenswert ist der nur geringe Genauig-

keitsverlust gegen¨uber dem Versuch, der alle Fragen nutzt (Nr. 1). Wird der Fragenvorrat

weiter reduziert auf die42 (2 � 21) Fragen, die mindestens notwendig sind, um alle anderen

durch Schneidung zu generieren, ergibt sich eine abermals erh¨ohte WFR. Wird, aufbauend

auf diesem reduzierten Fragenvorrat, jedoch das mehrstufige Verfahren aus Abschn. 3.1.3
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angewendet, ergibt sich die bemerkenswert gute WFR in Versuch 5. Wendet man den Next-

Closure-Algorithmus [Gan94], der alle m¨oglichen Schnitte von Mengen berechnet, auf die

von Odell genutzten phonetischen Kategorien an, so erh¨alt man etwa 30.000 unterschiedliche

Schnitte. Zeile 6 zeigt die WFR, die sich ergibt, wenn diese 30.000 phonetischen Kategori-

en zur Definition von 60.000 m¨oglichen Schnitten (jeweils bezogen auf den linken und den

rechten Nachbarn) verwendet werden. Es ergibt sich die bisher beste Erkennungsleistung,

wenn auch die erzielten Verbesserungen recht gering sind. Durch leichtes Balancieren der

Clusterungsb¨aume kann diese Leistung weiter geringf¨ugig gesteigert werden (Nr. 7).

Die folgenden Zeilen zeigen die Resultate von Versuchen, in denen keine vordefinier-

ten phonetischen Kategorien zum Einsatz kommen. Versuch 8 zeigt die WFR eines Systems,

bei dem zur Clusterung nur Einzel-Phonem-Fragen verwendet werden. Erwartungsgem¨aß ist

die Erkennungsleistung nur unzureichend. Die Clusterungsb¨aume dieses Experiments lie-

fern gemäß des in Abschn. 3.1.5 vorgeschlagenen Verfahrens die automatisch generierten

Kategorien für einen zweiten Clusterungsvorgang. Das resultierende System (Nr. 9) erzielt

eineähnliche Erkennungsleistung wie das System Nr. 5, das phonetisch motivierte Schnit-

te einsetzt. Die automatische Generierung sinnvoller Kategorien war demnach erfolgreich.

Wiederum kann diese Erkennungsleistung durch leichtes Balancieren der Clusterungsb¨aume

noch gesteigert werden (Nr. 10). Dieses Verfahren erzielt die niedrigste Fehlerrate, die in den

Versuchen zum baumf¨ormigen Clustern erzielt wurde. Sie wurde ohne den Einsatz phone-

tischen Wissens und ohne zus¨atzliche Clusterungsprozeduren wie etwa in [Kos98, Beu96]

erzielt.

3.2 Datengetriebene Optimierung der Mischverteilungs-

struktur

Die gebräuchlichsten Typen kontinuierlicher Hidden-Markov-Modelle wurden bereits in Ka-

pitel 2 angesprochen. Es handelt sich dabei um unverkn¨upfte, kontinuierliche und voll ver-

knüpfte semi-kontinuierliche Modelle. Typisch f¨ur diese Arten der Modellierung ist die ein-

heitliche Zahl von Mischverteilungskomponenten je Modellierungsfunktion und daraus fol-

gend die einheitliche Parameterzahl der zu modellierenden Verteilungenp(xjq) der Modell-

zuständeq.

Da sich die Menge der Trainingsdaten f¨ur die verschiedenen Modelle, Modellzust¨ande

oder Zustandscluster jedoch stark unterscheidet, ist es w¨unschenswert, die Parameterzahl

der Zustände an die f¨ur jeden Zustand tats¨achlich vorhandene Datenmenge individuell anzu-

passen. Auch die in Abschn. 2.4.7.4 eingef¨uhrten Genones bieten in dieser Hinsicht nur ein

geringes Maß an Flexibilit¨at.

Im Fall unverknüpfter, kontinuierlicher Modelle mit Gauß’schen Mischverteilungen und

diagonalen Kovarianzmatrizen besitzt ein Modellzustandq genauC � (2 � D + 1) � 1
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freie Parameter (vgl. Gl. (2.13)). Und zwar je Mischverteilungskomponentei einen Mit-

telwertvektor�qi, einen Varianzvektor�qi und einen Gewichtsparameterwqi, von denen

einer durch Gl. (2.16) nicht frei ist. Insgesamt hat ein Erkennungssystem mitjQj anson-

sten unverkn¨upften Modellzust¨anden dannjQj � (C � (2 � D + 1) � 1) freie Parameter. Die

Übergangswahrscheinlichkeitenaij seien bei dieser Betrachtung unber¨ucksichtigt.

Im Fall semi-kontinuierlicher Modellierung bestehen die zustandseigenen Parameter le-

diglich aus denC � 1 freien Gewichtenwqi. Dazu kommen dieC � 2 � D Parameter des

Codebooks, so daß sich die Zahl freier Parameter zujQj � (C � 1) + C � 2 � D ergibt (vgl.

Gl. (2.41)).

Zum Zwecke der direkten Anpassung der Parameterzahl an die Menge der Trainings-

daten wurden zwei Vorgehensweisen entwickelt, die in den folgenden Abschnitten erl¨autert

und evaluiert werden. Das erste dieser beiden Verfahren besteht darin, die Mischverteilungs-

anzahl der Zust¨ande eines unverkn¨upften Modellsystems der jeweils zur Verf¨ugung stehen-

den Trainingsdatenmenge anzupassen, das zweite erlaubt dar¨uberhinaus partiell verkn¨upfte

Verteilungen, so daß dort, wo dies zur Robustheit beitr¨agt, Mischverteilungsverkn¨upfungen

eingesetzt werden k¨onnen.

3.2.1 Adaptive Mischverteilungsanzahl

Die Idee dieses Verfahrens ist, die Anzahl der verwendeten Mischverteilungen jedes HMM-

Zustands an die dem Zustand zugeordnete Trainingsdatenmenge anzupassen. Zust¨ande

häufig auftretender Modelle werden durch eine große Zahl von Mischverteilungskompo-

nenten realisiert, Zust¨ande seltener auftretender Modelle durch entsprechend wenige. Die

Anzahl der Mischverteilungskomponenten des Zustandsq wird nun alsCq bezeichnet. Ein

verläßlicher Sch¨atzwert für die Häufigkeit, mit der Modellzust¨ande auftreten, kann mittels

Summation ¨uber die in Gl. (2.29) definierten Werte
t(q) gewonnen werden.
t(q) gibt die

Wahrscheinlichkeit an, mit der zum Zeitpunktt Zustandq des Modellsystems angenommen

wird.

�q =
TX
t=1


t(q) (3.6)

Die Anpassung der Mischverteilungsanzahl proportional zu diesem H¨aufigkeitswert kann

durch Angabe eines Schwellwertes� realisiert werden, mittels dessen bei der Erh¨ohung der

Mischverteilungszahl der Zust¨ande solche Zust¨andeq unverändert bleiben, deren Okkupati-

onszähler�q einen von� undCq abhängigen Schwellwert unterschreitet.

�q < � � Cq ) Keine weitere Erh¨ohung vonCq (3.7)

So können die Verteilungsdichtefunktionen h¨aufig auftretender Modellzust¨ande feiner mo-

delliert werden, w¨ahrend die Verteilungsdichten selten auftretender Zust¨ande mit nur we-

nigen Verteilungskomponenten bzw. Parametern modelliert werden und so trotzdem noch

robust gesch¨atzt werden k¨onnen. Abb. 3.7 zeigt exemplarisch einige nach diesem Prinzip
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Selten auftretender ZustandSehr häufig auftretender ZustandHäufig auftretender Zustand

Abbildung 3.7: Zust¨ande eines HMM-Systems mit an den Daten ausgerichteter Mischvertei-

lungsanzahl

aufgestellte Modellzust¨ande eines ansonsten unverkn¨upften Systems. Ein nach diesem Prin-

zip aufgebautes HMM-System bietet zwar keine Parameterverkn¨upfung zwischen den ver-

schiedenen Verteilungsdichten, daf¨ur aber eine feine Anpassung der jeweiligen Parameter-

zahl an die zur Verf¨ugung stehende Trainingsdatenmenge. Auf diese Weise kann der Grad

zwischen Anpassung des Systems an die Trainingsdaten und Generalisierungsf¨ahigkeit auf

neuen unbekannten Daten sehr fein ausgelotet werden.

3.2.2 Adaptive Mischverteilungsverknüpfung

Ein Verfahren, das sowohl die Zahl der Parameter je Verteilungsdichte als auch den Grad und

die Art der Verknüpfung der Gaußkomponenten adaptiv auf den Trainingsdaten ermittelt,

wurde in [Wil97b] vorgestellt. Als Kombination semi-kontinuierlicher Modelle und der im

vorherigen Abschnitt vorgestellten kontinuierlichen Modelle mit unterschiedlicher Kompo-

nentenzahl l¨aßt sich eine v¨ollig beliebige Verknüpfungsstruktur ermitteln, wie sie in Abb. 3.8

dargestellt ist. Der in [Wil97b] vorgeschlagene Algorithmus zur Generierung einer derarti-

gen Verknüpfungsstruktur setzt sich aus zwei Schritten zusammen, die beliebig oft iteriert

werden können.

Der erste Schritt des Verfahrens basiert auf der Beobachtung, daß in semi-

kontinuierlichen Modellierungssystemen ein Großteil der Mischverteilungsgewichte sehr

kleine Werte annehmen und das Vernachl¨assigen dieser Komponenten die Erkennungslei-

stung des Systems nur unwesentlich beeintr¨achtigt. Diese Vernachl¨assigung von Mischver-

teilungsgewichten kann als Reduzierung der semi-kontinuierlichen Modellstruktur interpre-
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Mischverteilungsgewichte

HMM Zustände

Mischverteilungs-
komponenten

Abbildung 3.8: Generalisierte Verkn¨upfungsstruktur eines kontinuierlichen HMM-Systems

tiert werden. Dies ist in Abb. 3.9 dargestellt, in der die St¨arke der Verbindungslinien die

Größe der Mischverteilungsgewichte illustriert. Werden beispielsweise etwa 90% der Ver-

bindungen entfernt, so besitzt die resultierende Modellstruktur nur einen Bruchteil der Para-

meteranzahl des Ausgangsmodels, ohne daß eine signifikante Verschlechterung der Erken-

nungsleistung zu verzeichnen ist (siehe Abschn. 3.2.3).

In einem zweiten Schritt, der in Abb. 3.10 dargestellt ist, kann daraufhin die Anzahl

der Mischverteilungskomponenten erh¨oht werden, ohne mit der Parameteranzahl den Wert

des Ursprungssystems zu ¨uberschreiten. Zum Zwecke der Erh¨ohung der Mischverteilungs-

anzahl m¨ussen existierende Mischverteilungskomponenten ausgew¨ahlt und gespalten wer-

den. Verschiedene Auswahlstrategien wurden zu diesem Zweck in [Duc98] untersucht. In

den Experimenten zu dieser Arbeit wurden diejenigen Komponenten mit maximalem Ok-

kupationsz¨ahler�(k) ausgew¨ahlt, der sich als Summe der�t(j; k) aus Gl. (2.33) ¨uber alle

Zeitpunkte1 � t � T und Zuständeq 2 Q nach

�(k) =
TX
t=1

QX
j=1

�t(j; k) (3.8)

berechnet.

Bezüglich der Realisierung der Spaltung der ausgew¨ahlten Mischverteilungskomponen-

ten sind verschiedene Vorgehensweisen denkbar. Um die Parameterzahl des Gesamtsystems

gering zu halten, wurde in den Experimenten zu dieser Arbeit eine Aufspaltung der be-

teiligten Mischverteilungsfunktionen auf jeweils nur eine der beiden neuen Komponenten

vorgenommen, so daß die Gesamtzahl der Gewichtsparameter konstant bleibt. Abb. 3.11

verdeutlicht den Prozeß der Aufspaltung der am st¨arksten genutzten Verteilungskomponen-

ten. Nach getroffener Auswahl der zu spaltenden Mischverteilungskomponente wird f¨ur jede

der beteiligten Mischverteilungen getrennt ein idealer neuer Mittelwert der Verteilungskom-

ponente berechnet. Diese Mittelwerte werden mittels des K-Means-Algorithmus [Lin80] in
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SCHMM-Systems

Verbindungen mit
kleinem Gewicht

Gaußkomponenten

Zustände eines

Codebook der

Baum-Welch-Training

Entfernen von

Gewichtew

Abbildung 3.9: Schritt 1 der Erzeugung der adaptiven Mischverteilungsstruktur

Verteilungskomponenten

Training

Aufspaltung von

Baum-Welch-

Abbildung 3.10: Schritt 2 der Erzeugung der adaptiven Mischverteilungsstruktur
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in zwei Gruppen
K-Means-Clusterung

Baum-Welch-Trai-
ning mit separierten
Mittelwertvektoren

Zentren der Cluster
bilden Mittelwerte der
neuen Komponenten

Abbildung 3.11: Erh¨ohung der Komponentenzahl durch Aufspaltung

zwei Gruppen aufgeteilt. Die Mittelwerte der Gruppen wiederum bilden daraufhin die Mit-

telwerte der aus der Aufspaltung hervorgegangenen neuen Mischverteilungskomponenten.

Zu beachten ist, daß das vorgestellte Verfahren der Aufl¨osung von Mischverteilungskom-

ponenten und der Aufspaltung stark genutzter Mischverteilungskomponenten in mehreren

Iterationen wiederholt werden kann, um eine geeignete Modellierungsstruktur zu generie-

ren, deren Mischverteilungskomponenten ausreichend, jedoch auch nicht ¨ubermäßig unter

den Mischverteilungsdichten verkn¨upft sind.

3.2.3 Experimentelle Untersuchung

Zur Evaluierung der verschiedenen M¨oglichkeiten der Parameterzahl- und Strukturan-

passung (semi-)kontinuierlicher HMMs wurden verschiedene Erkennungssysteme auf der

Resource-Management-Datenbasis aufgebaut. Die Datenbasis wird im Anhang C beschrie-

ben. Zur Evaluierung wurden wortinterne, nach den Methoden aus Abschn. 3.1.1 verkn¨upfte

Triphon-Modelle eingesetzt. Die untersuchten Systemkonfigurationen und die erzielten Er-

kennungsleistungen sind in Tab. 3.2 aufgef¨uhrt.

Ein unverknüpftes, kontinuierliches Erkennungssystem, das je Modellzustand 12

Gauß’sche Mischverteilungskomponenten nutzt, erzielt auf den vier Testsets eine durch-

schnittliche Wortfehlerrate von 5,8% (Nr. 1). Bei Erh¨ohung der Mischverteilungsanzahl f¨allt

die Erkennungsrate ab, es kommt bei zu vielen Zust¨anden zu Effekten der̈Uberanpassung
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Nr. Systemkonfiguration Parameterzahl WFR [%]

Kontinuierlich

1 je 10 Komponenten 1.760.000 6.1

2 je 12 Komponenten 2.216.000 5.8

3 je 14 Komponenten 2.576.000 6.0

Datengetriebene Komponentenanzahl

4 1 bis 10 Komponenten 480.000 5.9

5 1 bis 20 Komponenten 620.000 5.5

6 1 bis 30 Komponenten 700.000 5.4

Semi-kontinuierlich

7 200 Komponenten 415.600 6.0

8 400 Komponenten 831.200 6.3

Datengetrieben verkn¨upft

9 200 Komponenten 75.600 5.8

10 400 Komponenten 91.200 5.1

Tabelle 3.2: Vergleich verschiedener kontinuierlicher Modellierungsformen

(Nr. 2+3). Wird die Zahl der Mischverteilungskomponenten nach Abschn. 3.2.1 an der Men-

ge der zur Verf¨ugung stehenden Daten ausgerichtet, so l¨aßt sich eine Wortfehlerrate von 5,4%

erzielen (Nr. 6), obwohl die Gesamtzahl der Parameter des konventionellen, kontinuierlichen

Systems bei weitem nicht erreicht wird.

Ein semi-kontinuierliches Erkennungssystem mit 200 voll verkn¨upften Gaußkomponen-

ten (Nr. 7) erzielt eine Erkennungsleistung von 6,0%, also etwa so viel wie die kontinuierli-

chen Erkennungssysteme mit fester Mischverteilungskomponentenanzahl auch. Ausgehend

von diesem System wird die datengetriebene Verkn¨upfungsstruktur nach Abschn. 3.2.2 ge-

wonnen. Infolge der Reduzierung der Gewichtsanzahl durch Auftrennung von Verbindungen

ergibt sich im System Nr. 9 eine drastische Reduzierung der Parameteranzahl und gleichzei-

tig eine Verbesserung der Wortfehlerrate auf 5.8%. Die Reduzierung der Parameteranzahl

führt tatsächlich zu einer besseren Generalisierungsf¨ahigkeit des Systems; das sogenannte

”
Overfitting“ wird stark reduziert.

Durch das ebenfalls in Abschn. 3.2.2 vorgeschlagene Erh¨ohen der Mischverteilungsan-

zahl läßt sich die Wortfehlerrate weiter auf 5.1% reduzieren (Nr. 10). Die Erh¨ohung der

Mischverteilungsanzahl im semi-kontinuierlichen Ausgangssystem Nr. 7 f¨uhrt im Gegensatz

dazu zu einer Verschlechterung der Erkennungsleistung auf 6,3% (Nr. 8), was wiederum auf

Überanpassung zur¨uckzuführen ist.

In [Wil97b] wird zusätzlich zu der mit dem Verfahren erzielbaren Verbesserung der Er-

kennungsleistung die positive Auswirkung der reduzierten Parameterzahl auf die resultieren-
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de Dekodiergeschwindigkeit analysiert. Siehe dazu auch Abschn. 5.3.

3.3 Kapitelzusammenfassung

Dieses Kapitel hat einige neuartige Ans¨atze zum Bereich der akustischen Modellierung in-

nerhalb der HMM-basierten automatischen Spracherkennung vorgestellt.

Zur Gruppierung (Clusterung) von Modellzust¨anden kontextabh¨angiger Modelle wurde

ein Verfahren vorgestellt, das einerseits die Anpassung der Gr¨oße des Fragenvorrats hinsicht-

lich der Menge von Trainingsdaten erm¨oglicht und das andererseits auch die Aufstellung

sinnvoller Schnitte ohne die Ausnutzung phonetischen Wissens erlaubt. So wird durch die-

sen Ansatz neben der verbesserten Erkennungsleistung auch eine wesentliche Vereinfachung

des baumf¨ormigen Clusterungsprozesses erzielt. Auch die vorgeschlagene Balancierung der

Clusterungsb¨aume durch das abgewandeltes Schnittauswahlkriterium f¨uhrte zu einer leichten

Verringerung der in den Versuchen erzielten Wortfehlerrate. Das im Rahmen dieser Evalu-

ierungen aufgebaute Erkennungssystem f¨ur das Wall-Street-Journal 5.000-Worte-Vokabular

liegt beim Einsatz der offiziellen Bigram-Sprachgrammatik mit seiner Erkennungsleistung

im Bereich der besten Systeme der offiziellen Evaluierung zu dieser Erkennungsaufgabe.

Es wurden dar¨uberhinaus Verfahren vorgeschlagen, die Mischverteilungsanzahl und

-verknüpfung an der Menge und der Art der zur Verf¨ugung stehenden Trainingsdaten aus-

richten. In Experimenten zu dieser Problematik war es m¨oglich, die Auflösungsstruktur der-

art zu optimieren, daß eine Verbesserung der Erkennungsleistung von bis zu 20% erzielt wer-

den konnte. Mit den eingef¨uhrten, nur teilweise verkn¨upften kontinuierlichen Verteilungen

ist zusätzlich noch eine enorme Reduzierung der ben¨otigten Rechenzeit zur Dichteauswer-

tung erzielbar.
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Kapitel 4

Diskriminative Optimierung und

neuronale Strukturen

Dieses Kapitel diskutiert verschiedene Trainingskriterien f¨ur die akustische Modellierung

mit Hidden-Markov-Modellen. Ein Ansatz zum diskriminativen Training, der in vielerlei

Hinsicht robuster ist als herk¨ommliche diskriminative Ans¨atze, wird vorgestellt und evalu-

iert. Schließlich wird ein neuartiger hybrider Modellierungsansatz vorgestellt und evaluiert,

der zusätzlich zu HMM-basierter Modellierung neuronale Netze zur diskriminativen Merk-

malstransformation einsetzt.

4.1 Diskriminatives Training

Der in Kapitel 2 vorgestellte Baum-Welch-Trainingsalgorithmus sch¨atzt die Parameter� des

HMM-Systems derart, daß die Auftrittswahrscheinlichkeit der Trainingsdaten bez¨uglich des

HMM-Systems maximiert wird. Dieses Trainingskriterium wird als Maximum-Likelihood-

Kriterium (ML-Kriterium) bezeichnet.

�ML = argmax
�

P�(XjW ) (4.1)

Charakteristisch f¨ur das Training nach dem ML-Kriterium, das auch in vielen anderen Be-

reichen der statistischen Modellierung Anwendung findet, ist, daß die Parameter der Model-

lierungsfunktionen ausschließlich von Positiv-Beispielen beeinflußt werden, deren Vertei-

lung möglichst exakt zu modellieren versucht wird. Im Falle des ML-Trainings der HMM-

Parameter eines Spracherkennungssystems nach Gl. (2.26) oder Gl. (2.39) bedeutet dies, daß

die Parameter der Dichtefunktionen lediglich von den dem jeweiligen Zustand zugeordneten

Beobachtungsvektoren beeinflußt werden.

Bei der späteren Anwendung der trainierten Modelle zur Spracherkennung wird die

Wortfolge W � mit maximaler A-Posteriori-WahrscheinlichkeitP (W �jX) gesucht (siehe

Gl. (2.3)). Für die richtige Erkennung, oder zumindest f¨ur eine gute Erkennungsleistung, ist
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es demnach wichtig, daß sich die Auftrittswahrscheinlichkeit der Beobachtung f¨ur die richti-

ge Modellsequenz m¨oglichst stark von der f¨ur fehlerhafte Sequenzen unterscheidet. Obwohl

dieser Zusammenhang beim Training nach dem ML-Kriterium nicht ber¨ucksichtigt wird,

ist diese Art der Parametersch¨atzung sehr gebr¨auchlich. Das hat mehrere Gr¨unde. Im We-

sentlichen liegt es an der geringeren Komplexit¨at des Trainingsalgorithmus, die sich durch

die ausschließliche Ber¨ucksichtigung der Positiv-Beispiele ergibt. Auch wurde gezeigt, daß

bei unbegrenzter Trainingsdatenmenge und beliebigen Modellierungsfunktionen die echten

Verteilungen durch das ML-Kriterium beliebig genau gesch¨atzt werden und diese dann auch

bezüglich der Maximum-A-Posteriori-Entscheidung der Dekodierung optimale Erkennungs-

leistung liefern [Dud73]. Obwohl zwar die Bedingung der unbegrenzten Trainingsdaten und

der beliebigen Modellierungsfunktionen nie erf¨ullt sein wird, gilt doch dieses Argument im

allgemeinen als Begr¨undung für die Bevorzugung des Trainings nach dem ML-Kriterium.

Tatsächlich ist mit einer begrenzten Menge an Trainingsdaten jedoch immer auch nur

eine begrenzte Zahl von Parametern der Modellierungsfunktion robust sch¨atzbar, so daß

die Modellierungsfunktionen immer von der tats¨achlichen Verteilung der Daten abwei-

chen. Können die echten Verteilungen mit der gew¨ahlten Struktur nicht nachgebildet wer-

den, so sorgt das Maximum-Likelihood-Trainingskriterium zumindest f¨ur eine Minimie-

rung der Kullback-Leibler-Divergenz zwischen dem Modell und der Trainingsdatenvertei-

lung [Rip96]. So ist die Diskrepanz zwischen modellierter und tats¨achlicher Verteilung um

so kleiner, je detailierter die Modellierungsfunktion aufgel¨ost ist, das heißt im Fall kontinier-

licher Modelle, je mehr Gauß’sche Komponenten genutzt werden [Nad83].

Ansätze zur Parametersch¨atzung, die direkt versuchen, nicht die Verteilungen optimal zu

schätzen, sondern die Erkennungsrate des HMM-Systems zu optimieren, werden im allge-

meinen unter dem Begriff des diskriminativen Trainings zusammengefaßt. Ans¨atze direkt

die A-Posteriori-WahrscheinlichkeitP (W jX) der Trainingsdaten zu optimieren, werden

als Maximum-A-Posteriori-Sch¨atzverfahren (MAP-Sch¨atzverfahren) bezeichnet. Bei einer

üblichen Zerlegung vonP (W jX) durchP (W jX) / P (XjW )P (W ) mit getrennten Mo-

dellen für P (XjW ) undP (W ) erfordert das Training mit MAP-Kriterium die gleichzeitige

Betrachtung von Sprachmodell und akustischer Modellierung.

Nur wenige Arbeiten besch¨aftigen sich mit der diskriminativen Sch¨atzung des Sprach-

modells [Rao95]. Zumeist wird die Modellierung vonP (W ) als fix angesehen und lediglich

versucht die akustische Modellierung diskriminativ zu sch¨atzen. Man spricht dann auch von

Training nach dem Maximum-Mutual-Information-Kriterium (MMI-Kriterium), also Trai-

ning zur Maximierung der Transinformation, wobei die TransinformationI�(X;W ) zwi-

schen Modellfolge und beobachteter Merkmalsfolge zu verstehen ist.

Allgemein läßt sich das MMI-Trainingskriterium als

�̂MMI = argmax
�

I�(X;W ) (4.2)
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formulieren. Mit der Definition der Transinformation als

I�(X;W ) = log
P�(X;W )

P�(X)P (W )
(4.3)

wobeiP�(X) die (modellierte) unbedingte Auftrittswahrscheinlichkeit der BeobachtungX

darstellt, und der UmformungP�(X;W ) = P�(XjW )P (W ) zu

log
P�(X;W )

P�(X)P (W )
= log

P�(XjW )

P�(X)
(4.4)

ergibt sich damit das Trainingskriterium als

�̂MMI = argmax
�

�
log

P�(XjW )

P�(X)

�
= argmax

�

P�(XjW )

P�(X)
(4.5)

Die verschiedenen Ans¨atze unterscheiden sich im Wesentlichen bez¨uglich der gew¨ahlten

Approximation der WahrscheinlichkeitP�(X) [Nad83, Bah86, Mer88, Cho90, Nor94,

Val96, Wil97a, Kap98, Pov99] und bez¨uglich des eingesetzten Optimierungsverfahrens

[Kat99, Sch97b, Wil97a, Nad83].

4.1.1 Realisierungsformen des diskriminativen Trainings

Die diskriminative Parametersch¨atzung nach Gl. (4.2) erfordert die Approximation der un-

bedingten AuftrittswahrscheinlichkeitP�(X). Diese läßt sich mittels

P�(X) =
X

alleW

�
P (W )P�(XjW )

�
(4.6)

als gewichtete Summe der bedingten Auftrittswahrscheinlichkeit vonX für alle möglichen

ÄußerungenW formulieren, so daß sich

�MMI = argmax
�

P�(XjW )P
alleW

�
P (W )P�(XjW )

� (4.7)

als zu optimierende Funktion ergibt.

Im Falle der Einzelworterkennung [Bah86] oder der reinen Phonemklassifikation

[Mer88] läßt sich diese Formel direkt als Trainingskriterium anwenden, da die Anzahl

möglicher ÄußerungenW durch die Vokabulargr¨oße beschr¨ankt ist. Die Auftrittswahr-

scheinlichkeitP (W ) der Worte oder Phoneme kann in diesem Fall durch ein Unigram

geschätzt werden oder gleichverteilt als1
jW j

angenommen werden.

Im Fall der Erkennung (und Modellierung) ganzer S¨atze ist die direkte Optimierung von

Gl. (4.7) nicht möglich, da die Anzahl der m¨oglichen Sätze potentiell unendlich groß ist.

Gl. (4.7) muß durch weitere N¨aherung abermals vereinfacht werden. Dazu werden in der

Literatur verschiedene Methoden vorgeschlagen.
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In [Kap98] wird vorgeschlagen, die WahrscheinlichkeitP�(X) im Gegensatz zu Gl. (4.6)

durch

P�(X) �
TY
i=1

p�(xijM) (4.8)

anzusch¨atzen, wobeiM ein allgemeines Modell repr¨asentiert, dessen Verteilungsfunktion

sich aus den Verteilungsfunktionen der HMM-Zust¨ande des Systems als

p�(xijM) :=
X
q2Q

�
P�(q)p�(xijq)

�
(4.9)

schätzen läßt. Dieser einfache Ansatz reduziert somit das diskriminative Training darauf, die

einzelnen Verteilungen lokal voneinander zu diskriminieren. Im Folgenden wird dieser An-

satz lokales diskriminatives Training genannt werden. In der Literatur [Kap98] findet man

auch die Bezeichnungframe-based discriminative Training, also etwa einzelbeobachtungs-

weises diskriminatives Training.

�FB = argmax
�

TY
i=1

p�(xijq
i)P

q2Q

�
P�(q)p�(xijq)

� (4.10)

Dies entspricht dem Trainingskriterium der sp¨ater in Abschn. 4.2.1.1 angesprochenen hybri-

den Spracherkennungssysteme, bei denen die Dichtemodellierungskomponente durch neu-

ronale Netze ersetzt wird, die lokale A-Posteriori-Wahrscheinlichkeiten sch¨atzen. Dies hat

zwar eine indirekte Auswirkung auf die wort- und satzweise Separierung - dies zeigen die

Ergebnisse auch dieser Arbeit (siehe Abschn. 4.1.4) - die direkte wort- oder satzweise Diskri-

minierung kann jedoch noch bessere Sch¨atzwerte (bzgl. der Erkennungsrate) liefern. Ans¨atze

dazu nähern Gl. (4.7) an durch

argmax
�

P�(XjW )P
alleW

�
P (W )P�(XjW )

� � argmax
�

P�(XjW )P
einigeW

�
P (W )P�(XjW )

� (4.11)

Es werden nur einige alternative S¨atze zur Sch¨atzung vonp�(X) eingesetzt. Zur Bestim-

mung alternativer S¨atze hoher AuftrittswahrscheinlichkeitP (W )p�(XjW ) kommen zumeist

N-Best-Listen [Cho90] oder Wortgraphen [Nor94, Val96] zum Einsatz. Diese Verfahren sind

zum einen sehr teuer bez¨uglich Komplexität und Laufzeit, da sie mehrere N-Best- oder

Wortgraph-Erkennungsl¨aufe der Trainingsdaten erfordern, zum anderen wird eine große

Diskrepanz zwischen der Verbesserung der Erkennungsrate auf dem Trainingsset und un-

abhängigen Testsets beobachtet, was durch die starke Orientierung an den m¨oglichen Erken-

nungsfehlern innerhalb der Trainingsdaten hervorgerufen wird.

Eine besondere Form dieses Ansatzes ist als Minimum-Classification-Error-Training

(MCE-Training) oder auch als korrektives Training bekannt geworden [Kat99]. Die Idee

dabei ist, die Summe im Nenner von Gl. (4.11) auf die S¨atzeW zu beschr¨anken, für die die
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Modelle einen h¨oheren WahrscheinlichkeitswertP (XjW )P (W ) aufweisen als f¨ur den kor-

rekten Satz. Damit wird versucht, direkt den Erkennungsfehler innerhalb der Trainingsdaten

zu minimieren. S¨atze, die bereits die maximale Wahrscheinlichkeit liefern, d.h. die richtig er-

kannt würden und bei denen im Nenner sich so der Wert Null erg¨abe, werden im allgemeinen

im weiteren MCE-Training nicht mehr ber¨ucksichtigt.

In [Wil97a] wurde ein weiterer Ansatz zum diskriminativen Training f¨ur die Ganzsatzer-

kennung vorgestellt und evaluiert, das vokabular- und sprachmodellbasierte diskriminative

Training. Es wird im folgenden Abschnitt eingehender beschrieben.

4.1.2 Vokabular- und sprachmodellbasiertes diskriminatives Training

Dieser Ansatz beruht auf dem lokalen diskriminiativen Trainingsansatz Gl. (4.9), erwei-

tert diesen jedoch um die Ber¨ucksichtigung speziell gesch¨atzter Zustandsverwechslungs-

wahrscheinlichkeiten zur Sch¨atzung vonP�(X). Am anschaulichsten l¨aßt sich dieser An-

satz wie in [Wil99a]über speziellep(xjq;M)-Schätzungen erl¨autern. Das sind heuristische

Schätzungen der allgemeinen Verteilungsdichte, die ber¨ucksichtigen, daß in der Erkennung

der Merkmalvektorx dem Zustandq zugeordnet wurde. Die Sch¨atzungen lassen sich formu-

lieren als

p(xjq;M) :=
X
q02Q

�
p�(xjq

0)P (q0jq)
�

(4.12)

wobeiP (q0jq) die Wahrscheinlichkeit repr¨asentiert, daß ein Beobachtungsvektor, der dem

Zustandq zugesprochen wurde, tats¨achlich vonq0 erzeugt wurde. Damit dr¨uckt P (q0jq)

die Wichtigkeit aus, die Verteilungen vonq und q0 zu diskriminieren. Mit den speziellen

Schätzungenp(�jM) gelangt man aus Gl. (4.8) ¨uber

P�(X) �
TY
i=1

X
q2Q

�
P (qjqi)p(xijq)

�
(4.13)

schließlich zu folgender Gleichung:

�̂dict = argmax
�

TY
i=1

p(xijq
i)P

q2Q

�
P (qjqi)p(xijq)

� (4.14)

Der Schätzung der VertauschungswahrscheinlichkeitenP (qjqi) kommt dabei besondere Be-

deutung zu. Werden sie alsP (qjqi) = P (q) angenommen, so ergibt sich wieder das ein-

zelbeobachtungsweise MMI-Training aus Gl. (4.10). Es sei angemerkt, daß sich Gl. (4.14)

derart umformen l¨aßt, daß auf die Definition geeigneterP (qjq0) für q = q0 verzichtet werden

kann, und daß durch den Einsatz des Logarithmus das zu maximierende Produkt sich in eine

Summe umformen l¨aßt:

�̂dict = argmax
�

TY
i=1

p(xijq
i)P

q2Q;q 6=qi

�
P (qjqi)p(xijq))

� (4.15)
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�̂dict = argmax
�

TX
i=1

�
log(p(xijq

i))� log(
X

q2Q;q 6=qi

P (qjqi)p(xijq))
�

(4.16)

In [Wil97a] wurde für den Fall kontextunabh¨angiger Modellierung vorgeschlagen, die

Vertauschungswahrscheinlichkeiten durch eine Analyse des Erkennungswortschatzes und

der zugeh¨origen Phonemisierungen anzun¨ahern. Zust¨ande von Modellen, deren Verwechs-

lung mit anderen Modellen schnell zu anderen Worten des Vokabulars f¨uhrt, bekommen dort

eine entsprechend hohe Verwechslungswahrscheinlichkeit zugewiesen. Mit obigem Kriteri-

um (Gl. (4.14)) führt dies zu einer st¨arkeren Diskriminierung der Modellierungsfunktionen

der entsprechenden Modellzust¨ande. In Abb. 4.1 ist dies am Beispiel der englischen Worte

Kontext-abhängige

Differenz

Worte
Kontext-unabhängige

Modellierung

1 Modell 3 Modelle

Modellierung

”
bit“

”
boot“ b+u b-u+t u-t

b+i b-i+t i-t

b u t

b i t

Abbildung 4.1: Wortdistanz bei kontextunabh¨angiger und kontextabh¨angiger Modellierung

’bit’ und ’boot’ dargestellt. Sind diese beiden Worte mit der entsprechenden Phonemisie-

rung Bestandteil des Vokabulars, so f¨uhrt dies so zu einer erh¨ohten Verwechslungsgefahr

der Modellei undu. Die Abbildung zeigt zus¨atzlich die Modellierung der Worte bei kon-

textabhängiger Modellierung. Es wird deutlich, daß sich in diesem Fall die Modellfolgen, die

die Worte beschreiben, automatisch bez¨uglich mehrerer Modellen unterscheiden, weshalb

eine einfachëUbertragung des Ansatzes aus [Wil97a] auf kontextabh¨angige Modellierung

nicht möglich ist.

In [Wil99a] wurde das Verfahren der Sch¨atzung der Verwechslungswahrscheinlichkeiten

verfeinert, um auch Backoff-N-Gram-Sprachmodelle und kontextabh¨angige Modellierung

(Triphone) zu ber¨ucksichtigen. Die Grundidee ist dabei, s¨amtliche innerhalb der Erkennung

möglichen Sätze oder Wortkombinationen zu generieren, gegeneinander auf Zustandsebene

zu überlagern und zu z¨ahlen, wie h¨aufig jedes Zustandspaar ¨uberlagert wird. Um auch die

Sprachmodellwahrscheinlichkeiten zu ber¨ucksichtigen, muß dabei jedes Wortkettenpaar mit

den jeweiligen grammatischen Wahrscheinlichkeiten gewichtet werden. Abb. 4.2 stellt den

Algorithmus zur Berechnung der Verwechslungswahrscheinlichkeiten dar. Kern ist die Ge-

genüberstellung beliebiger WortkettenW undW 0, das Ausrichten der Modellketten auf eine

gleiche Länge und die Gewichtung, die die SprachmodellwahrscheinlichkeitenPlm sowie

den (Levenshtein- [Lev66]) Abstand der Modellketten ber¨ucksichtigt. Innerhalb des Algo-

rihtmus dienen die VariablenCq;q0 als Zähler der gewichteten Modell¨uberlagerungen, aus de-

nen sich schließlich die Sch¨atzungen der VerwechslungswahrscheinlichkeitenP (qjq0) durch
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forall q; q0 2 Q f Cq;q0 := 0; g

forall W 2 V � with Plm(W ) � Wthreshf

forall W 0 2 V � with Plm(W
0) � Wthreshf

d = Levenshteinabstand(W;W 0);

if ((d 6= 0) AND (d � Dthresh)) f

lW := durchschnittliche Dauer (in Einzelbeobachtungen) vonW ;

überlagereW undW 0 in ZustandsfolgenSW undSW 0 der LängelW mit Verweil-

dauern proportional zur jeweiligen Durchschnittsverweildauer (siehe Abb. 4.3);

forall i with (1 � i � lW ) f

CSi
W
;Si
W 0

:= CSi
W
;Si
W 0

+ Plm(W )Plm(W
0)

d
;

g

g

g

g

forall q 2 Q f �q := 0; g

forall q; q0 2 Q f

if (Cq;q0 � Cthresh) �q := �q + Cq;q0;

elseCq;q0 := 0;

g

forall q; q0 2 Q f P (qjq0) := Cq;q0=�q; g

Abbildung 4.2: Algorithmus zur Sch¨atzung der vokabular- und sprachmodellbasierten Zu-

standsverwechslungswahrscheinlichkeiten

eine einfache Normierung ergeben. Abb. 4.3 verdeutlicht die Gegen¨uberstellung zweier be-

liebiger WortkettenW undW 0 innerhalb des Algorithmus aus Abb. 4.2. Die Modellketten,

die die beiden WortkettenW undW 0 repräsentieren, haben einen Abstand von drei Vertau-

schungen. Die Sprachmodellwahrscheinlichkeiten der Wortketten sind alsP (W ) undP (W 0)

bezeichnet. In der̈Uberlagerung der beiden Modellsequenzen betr¨agt dieÜberlagerung zwi-

schenmunddh sechs Zeiteinheiten. Deshalb wird der Diskriminierungsz¨ahlerCm;dh sechs

Mal um P (W )P (W 0)

3
erhöht.

In ASE-Systemen f¨ur kontinuierliche Sprache ist die Anzahl potentieller Wortketten un-

endlich. Deshalb muß das Verfahren auf Ketten begrenzter L¨ange beschr¨ankt werden. Bei

einer Vokabulargr¨oße vonjV j und einer ber¨ucksichtigten Wortkettenl¨ange von maximalN

ergibt sich eine Gr¨oßenordnung vonjV jN Kombinationen. In den Experimenten wurde die

maximale Länge der ber¨ucksichtigten Wortketten aufN = 2 begrenzt und zus¨atzlich wurden

nur die Wortketten ber¨ucksichtigt, für die das Backoff-N-Gram-Sprachmodell eine explizite
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m ay b eh s t

trdh eh sax

wahrscheinlichkeit

! Cm;dh+ = 6
P (W )P (W 0)

d

Cay;dh+ = 2
P (W )P (W 0)

d

Wortketten

Modellketten

Abstand

Sprachmodell

W 0 = the rest

P (W 0) = Puni(the)Pbi(restjthe)
P (W ) = Puni(my)Pbi(bestjmy)

dh ax r eh s t

W = my best

Überlagerung

6 2 Zeitschritte (Frames)

! d = 3 (3 Vertauschungen)

m ay b eh s t

etc.

Abbildung 4.3: Ber¨ucksichtung zweier Wortketten auf diëUberlagerungsz¨ahlerC

Bigram-Wahrscheinlichkeit aufweist.

4.1.3 Optimierungsverfahren

In [Gop91] wurde gezeigt, wie zur Optimierung gebrochen rationaler Funktionen wie

Gl.(4.15) ein dem EM-Algorithmus ¨ahnliches Verfahren angewendet werden kann.

In [Sch97a] wurde das Konvergenzverhalten und die Komplexit¨at dieses Verfahrens

herkömmlichen Gradientenabstiegsverfahren gegen¨ubergestellt. Es stellte sich heraus, daß

die Vorzüge des EM-Algorithmus in Bezug auf Konvergenzgeschwindigkeit und Effizienz

für gebrochen rationale Funktionen nicht gelten. Die beiden Optimierungsverfahren zeigen

ein sehrähnliches Verhalten.

Wegen der Existenz diverser Beschleunigungsmethoden f¨ur Gradientenabstiegsverfah-

ren, wie z.B. des im Anhang B vorgestellten RPROP-Verfahrens [Rie93], wurde diese Op-

timierungsmethode f¨ur die Untersuchungen in dieser Arbeit gew¨ahlt. Gradientenabstiegs-

verfahren basieren auf der Idee, die zu optimierende Funktion nach den freien Parametern

abzuleiten und diese schrittweise in Richtung der Ableitung zu ver¨andern. Eingehender be-

handelt z.B. [Rum86] die Optimierung durch Gradientenverfahren.

Î bezeichne den zu maximierenden Term aus Gl. (4.16)

Î =
TX
i=1

�
log(p(xijq

i))� log(
X

q2Q;q 6=qi

(P (qjqi)p(xijq)))
�

(4.17)

Mittels der Kettenregel l¨aßt sich die partielle Ableitung nach den zu optimierenden Parame-
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tern der Modellierungsfunktionen aufspalten durch

@Î

@�
=

TX
i=1

X
q02Q

�
@Î

@p(xijq0)
�
@p(xijq

0)

@�

�
(4.18)

wobei sich die Ableitung des zu optimierenden TermsÎ nach der Produktionswahrschein-

lichkeit p�(xjq0) eines einzelnen Merkmalvektors und Modellzustandes als

@Î

@p(xijq0)
=

Æq0;qi

p(xijq0)
�

(1� Æq0;qi)P (q
0jqi)P

q2Q;q 6=qi
(P (qjqi)p(xijq))

(4.19)

berechnen l¨aßt. Bei Modellierung durch Gauß’sche Mischverteilungen mit diagonalen

Kovarianzmatrizen ergibt sich f¨ur die partielle Ableitung der Dichtefunktionen nach den

Elementen des Mittelwertvektors

@p(xjq)

@�qj[k]
= wqj

(�qj[k]� x[k])

�qj[k]

1q
(2�)Dj�qjj

e
� 1

2

DP
l=1

(x[l]��qj [l])
2

�qj [l] (4.20)

Als Gradientenverfahren wurde in den Experimenten das in [Rie93] f¨ur das Training von

Backpropagation-Netzen vorgestellte RPROP-Verfahren gew¨ahlt. Die Schrittweite der Para-

meteränderung wird dabei auf einen festen Wert initialisiert, der bei Vorzeichenwechsel der

Ableitungen halbiert und ansonsten leicht (etwa um den Faktor1; 2) erhöht wird. Vorteil die-

ses Verfahren ist, daß es ohne die Ermittlung der zweiten Ableitung auskommt und doch bei

sehr vielen Optimierungsproblemen schnelles Konvergenzverhalten aufweist. Das Verfahren

ist im Anhang B eingehender beschrieben.

4.1.4 Experimentelle Untersuchungen

Experimentelle Versuche zum diskriminativen Training wurden auf der RM-Datenbasis und

auf der WSJ-Datenbasis (siehe Anhang C) durchgef¨uhrt. Die Versuche auf der kleineren

RM-Datenbasis dienten der Evaluierung des in [Wil97a] vorgestellten Verfahrens und der

Gegen¨uberstellung mit lokalem diskriminativem Training nach Gl. (4.10). Es wurden kon-

textunabh¨angige lineare Modelle mit drei Zust¨anden und unverkn¨upfter kontinuierlicher Mo-

dellierung verwendet. Dabei wurden je Zustand Mischverteilungen aus 12 Gaußverteilun-

gen eingesetzt. Die erzielten Erkennungsraten sind in Tab. 4.1 zusammengefaßt. Die bei

Maximum-Likelihood-Training erzielte Wortfehlerrate von 12.0% wird durch das lokale

MMI-Trainingskriterium auf 11.8% reduziert. Durch das vorgestellte vokabularbasierte dis-

kriminative Training wird 11.3% erreicht. Es zeigt sich, daß das vokabularbasierte Trainings-

kriterium dieübrigen Trainingsverfahren bez¨uglich der erzielbaren Erkennungsgenauigkeit

übertrifft.

Auf der WSJ-Datenbasis wurde das verfeinerte Verfahren, das auch auf kontextabh¨angige

Systeme anwendbar ist und auch das Backoff-N-Gram-Sprachmodell ber¨ucksichtigt, evalu-

iert. Es wurden kontinuierliche Systeme mit kontextabh¨angiger Triphon-Modellierung auf-

gebaut und die Wortfehlerrate beim Einsatz eines Backoff-Bigram Sprachmodells ermittelt.
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einzelbeob.- Vokabular-

Test ML weises MMI basiertes MMI

February’89 9.8 10.1 9.3

October’89 12.1 11.7 11.4

February’91 9.7 9.3 9.3

September’92 16.6 10.0 15.2

Gesamt 12.0 11.8 11.3

Relative Verbes-

serung gegen¨uber ML 2.2% 6.4%

Tabelle 4.1: Wortfehlerraten (WFR in %) erzielt auf der RM-Datenbasis

Die Modelle wurden mittels des in Abschn. 3.1.1 vorgestellten Verfahrens ohne des Einsatzes

phonetischer Klassen verkn¨upft. Nach dem in Abschn. 3.2.1 vorgestellten Verfahren wurden

den Zuständen Mischverteilungen von bis zu 12 Gaußverteilungen zugewiesen. Die erzielten

Erkennungsleistungen zeigt Tab. 4.2. Das nach Maximum-Likelihood trainierte Ausgangs-

system erzielt eine Wortfehlerrate von 11.3%. Durch lokales diskriminatives Training ver-

ringert sich die Wortfehlerrate auf 11.0%. Werden die Zustandsvertauschungswahrschein-

lichkeiten durch das einfache in [Wil97a] vorgestellte Verfahren gesch¨atzt und das vokabu-

larbasierte MMI-Training eingesetzt, so ergibt sich eine weiter verbesserte Wortfehlerrate

von 10.8%. Die ¨ubrigen Zeilen zeigen die erzielten Wortfehlerraten beim Einsatz des Al-

gorithmus aus Abb. 4.2 zur Sch¨atzung der Zustandsvertauschungswahrscheinlichkeiten. Im

System 4 wurden die WahrscheinlichkeitenP (q; q0) lediglich unter Ber¨ucksichtigung einzel-

ner Worte und ohne Einsatz des Sprachmodells ermittelt. In System 5 wurden Worte und

Wortpaare zur Sch¨atzung der Zustandsvertauschungswahrscheinlichkeiten eingesetzt. Sy-

stem 6 unterscheidet sich davon durch die zus¨atzliche Ber¨ucksichtigung der Wort- und Wort-

paarwahrscheinlichkeiten des statistischen Sprachmodells. Es wird die beste im Rahmen

dieser Versuchsreihe erzielte Erkennungsleistung gemessen. Durch Anheben der Schwelle

Dthresh, die die Anzahl der bei der Sch¨atzung der Zustandsvertauschungswahrscheinlich-

keiten ber¨ucksichtigten Wortpaare steuert, kann das Training sp¨urbar beschleunigt werden.

Bei etwa vierfach beschleunigtem Training konnte so im dargestellten System 7 keine Ver-

schlechterung der Erkennungsleistung wahrgenommen werden.

4.2 Hybride HMM/NN-Systeme

Wie bereits im Abschn. 2.4.3.3 kurz erl¨autert wurde, werden solche Systeme zur akustischen

Modellierung als hybride Systeme bezeichnet, die den gebr¨auchlichen Modellierungsansatz

mit kontinuierlichen (Abschn. 2.4.3.2) oder diskreten (Abschn. 2.4.3.1) Hidden-Markov-
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WFR

Nr. Beschreibung [%]

1 Ausgangssystem

(ML-trainiert) 11.3

2 Einzelbeobachtungs-

weise Gl. (4.10) 11.0

3 Approximation derP (qjq0)

nach [Wil97a] 10.8

4 Approximation derP (qjq0) durch Algorithmus aus Abb. 4.2, wobei

nur Einzelworte und kein Sprachmodell ber¨ucksichtigt wurden 10.3

5 Wie 4, aber Ber¨ucksichtigung von Worten und Wortpaaren in der

äußeren Schleife des Algorithmus (Abb. 4.2) ohne Sprachmodell10.3

6 Wie oben, jedoch zus¨atzlich Gewichtung der Worte und Wortpaare

durch das Backoff-Bigram Sprachmodell 9.9

7 Wie 6, aber mit sehr hoher SchwelleDthresh
(Training etwa um Faktor4 beschleunigt) 9.9

Tabelle 4.2: Wortfehlerraten erzielt auf der WSJ-Datenbasis

Modellen durch zumeist diskriminativ trainierte, neuronale Verarbeitungskomponenten er-

weitern. Idee dabei ist im allgemeinen, die besonderen Eigenschaften der Markov-Modelle

zur Modellierung von Zeitreihen mit der Klassifikations- und Diskriminierungsf¨ahigkeit neu-

ronaler Netze zu kombinieren.

4.2.1 Bekannte hybride Modellierungsans̈atze

Die wichtigsten hybriden Ans¨atze zur akustischen Modellierung seien an dieser Stelle kurz

erläutert. Es sind die in [Bou93] und [Rob94] vorgeschlagenen HMM-MLP-Kombinationen

und die in [Rig94a] erstmals eingesetzten Kombinationen aus diskreten Hidden-Markov-

Modellen und transinformationsmaximierenden Vektorquantisierern, sowie die als Lineare-

Diskriminanz-Analyse (LDA) [Hae92] bekannt gewordene lineare Merkmalstransformation.

4.2.1.1 Neuronale Netze als Schätzer bedingter Wahrscheinlichkeiten

Dieser Typ hybrider Systeme basiert auf der Beobachtung, daß neuronale Netze sich

sehr gut als Sch¨atzer von Klassenwahrscheinlichkeiten eignen. Die Ausg¨ange eines

Backpropagation-Netzes, dessen Ausgabeknoten Klassen zugeordnet werden und w¨ahrend

des Trainings auf die Zielwerte 1 f¨ur die jeweilige Klasse und ansonsten 0 trainiert wurden,
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nehmen nach dem Training an den Ausgabeknoten bedingte Klassenwahrscheinlichkeiten an

[Bou93]. Zum Zwecke der akustischen Modellierung k¨onnen derartige Netze als Sch¨atzer

für PhonemwahrscheinlichkeitenP (Phonemjx) oder HMM-Zustandswahrscheinlichkeiten

P (qjx) dienen.

p(xjq) =
P (qjx)P (x)

P (q)
(4.21)

Gl. (4.21) zeigt, wie diese A-Posteriori-Wahrscheinlichkeiten in klassenabh¨angige

Verteilungsdichten umgerechnet werden k¨onnen. Die ben¨otigte A-Priori-

KlassenwahrscheinlichkeitP (q) (oder P (Phonem)) läßt sich auf einfache Art und

Weise aus den Trainingsdaten sch¨atzen. Die allgemeine BeobachtungsdichteP (x) kann

vernachlässigt werden, da sie von der jeweiligen Klasse unabh¨angig ist und so keinen

Einfluß auf die Klassifikation hat.

p(xjq) /
P (qjx)

P (q)
(4.22)

Als besonderer Vorteil dieses Ansatz werden gerne die vielfachen Einsatzm¨oglichkeiten der

lokalen Klassenwahrscheinlichkeiten genannt. Sie lassen sich zur Berechnung von Sicher-

heitsmaßen [Wil97c] und zur Beschleunigung des Dekoders durch Ausschluß von Zust¨anden

mit sehr kleinen A-Posteriori-Wahrscheinlichkeiten [Ren95] einsetzen. In [Wil98a] wur-

de allerdings gezeigt, wie auch bei kontinuierlicher und diskreter Modellierung lokale A-

Posteriori-Wahrscheinlichkeiten effizient berechnet werden k¨onnen (siehe dazu auch Ab-

schn. 5.1.6). Dieses Verfahren wurde in [Wil98a] zur Beschleunigung des Dekoders und in

[Wil98f, Wor98] zur Berechnung von Sicherheitsmaßen eingesetzt.

Besondere Schwierigkeiten bereitet bei diesem hybriden Ansatz die verl¨aßliche

Schätzung kontextabh¨angiger Modelle. Neuronale Netze, die A-Posteriori-

Wahrscheinlichkeiten kontextabh¨angiger HMM-Zustände als Ausgabe liefern, besitzen

sehr viele Parameter. Diese lassen sich nur schwer ¨ahnlich wie z.B. nach Methoden aus

Kapitel 3 verknüpfen und an die Trainingsdatenmenge anpassen. Die Arbeiten von Fritsch

[Fri98] stellen einen wichtigen Beitrag dar, dieses Problem durch Faktorisierung und

Schätzung der Faktoren in einzelnen Netzen anzugehen. Trotzdem konnte eine generelle

Überlegenheit dieser Art der Modellierung bisher nicht ¨uberzeugend dargelegt werden.

4.2.1.2 Diskrete HMMs und transinformationsmaximierende VQs

Ein anderer hybrider Modelltyp wurde bereits unter Abschn. 2.4.3.3 angesprochen. Es

handelt sich um die Verbindung Diskreter Hidden-Markov-Modell-Systeme und neurona-

ler MMI-Netze. Das sind (neuronale) Vektorquantisierer, die so optimiert werden, daß der

Informationsverlust der durch die Quantisierung entsteht, m¨oglichst gering gehalten wird

[Neu01, Neu98a]. Die Minimierung des Informationsverlustes wird dabei realisiert durch das

isomorphe Problem der Maximierung der Transinformation (Maximum Mutual Information,
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MMI) I(S;M) zwischen ZustandsfolgeS und zugeh¨origer VQ-IndexfolgeM . Im allgemei-

nen wird die TransinformationI(S;M) mit Hilfe von Rückschlußentropien bez¨uglich einer

HMM-Zustandszuordnung gewonnen, die wiederum mittels eines Viterbi-Alignment (vgl.

Abschn. 2.4.6.3) gewonnen wird.

4.2.1.3 Lineare Diskriminanzanalyse

Eine weitere Form hybrider Systeme setzt neuronale Netze zur Transformation der Merkmal-

vektoren ein. Dies kann dazu dienen, einerseits die Dimensionalit¨at der zu modellierenden

Daten zu reduzieren, und andererseits, die Daten in eine f¨ur die gewählten Modellierungs-

funktionen günstigere Form zu bringen.

Die im Bereich der Spracherkennung gebr¨auchlichste Form der Merkmalstransforma-

tion ist die Lineare Diskriminanzanalyse (LDA). Diese Technik wurde erstmals in [Fis36]

erwähnt und sp¨ater in [Wil62] ausführlicher beschrieben. Es handelt sich um eine linea-

re Abbildung, die den urspr¨unglichen Merkmalvektor, eventuell zusammen mit benachbar-

ten Merkmalvektoren, auf einen im allgemeinen niederdimensionalen Vektor abbildet. Da-

bei wird bei fest vorgegebener Klassenzuordnung der Merkmalvektoren und angenommener

Gauß’scher Mischverteilung versucht, durch die Transformation die Klassentrennsch¨arfe zu

maximieren. Um dieses Verfahren auf Merkmalvektoren in der Spracherkennung anwen-

den zu können, muß eine eindeutige Vektor-Klassen Zuordnung eingef¨uhrt werden. Dabei

wird im allgemeinen ein Viterbi-Alignment der Trainingsdaten eingesetzt, wobei die Klas-

sen dann die jeweiligen Phoneme repr¨asentieren. Sofern die Verteilung der Merkmale sich

tatsächlich durch die gew¨ahlten Gauß’schen Mischverteilungsdichten exakt beschreiben las-

sen, so maximiert die LDA-Transformation die Transinformation zwischen den phonetischen

Kennzeichnungen der Merkmalvektoren und den reduzierten Merkmalvektoren. In [Gal91]

wurde diese lineare Transformation zu einer nichtlinearen Diskriminanzanalyse (NLDA) er-

weitert.

4.2.2 NN/HMM-Hybrid mit diskriminativer Vorverarbeitung

Der im Rahmen dieser Arbeit verfolgte und in [Rig98b, Wil98d, Wil98c] publizierte hy-

bride Modellierungsansatz sieht vor, ¨ahnlich der LDA eine Merkmalstransformation durch-

zuführen, dabei jedoch nicht die Klassentrennungssch¨arfe zu optimieren, sondern die

Transformation nach diskriminativen Kriterien des vorangegangenen Abschnitts zu trai-

nieren. Die Architektur der resultierenden akustischen Modellierungskomponente ist in

Abb. 4.4 dargestellt. Dem neuronalen Vorverarbeitungsnetz wird am Eingang ein Ausschnitt

xt�P ; :::xt; :::xt+F der Merkmalssequenz pr¨asentiert. Es generiert daraus einen neuen Merk-

malvektorO(t), der dem HMM-System als Ersatz f¨ur den urspr¨unglichen Vektorxt als Ein-

gabe präsentiert wird. Der neue Merkmalvektor sollte am Ausgang des RBF-Netzes, das

die kontinuierliche Modellierungskomponente der HMMs darstellt (siehe Abschn. 2.4.8), zu
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Abbildung 4.4: Architektur des hybriden NN/HMM-Systems

erhöhter Diskriminierung f¨uhren. Werden die Ausg¨ange des neuronalen Netzes alsO(t) be-

zeichnet, so berechnen sich die Modellierungsfunktionen bei kontinuierlicher Modellierung

durch

p(O(t)jq) =
CX
i=1

wqiN (O(t)j�qi;�qi) (4.23)

Mit den gewichtet aufsummierten Gaußverteilungen der Verteilungsfunktionen der HMM-

Zustände wird nun die NetzausgabeO(t)(1 � t � T ) modelliert und nicht mehr der ur-

sprüngliche Merkmalvektorxt.

Besondere Attraktivit¨at gewinnt dieser hybride Ansatz im Wesentlichen aus zwei

Gründen. Zum einen ist dies die M¨oglichkeit der Integration zus¨atzlicher benachbarter Merk-

malvektoren ohne dramatische Erh¨ohung der Zahl zu sch¨atzender Systemparameter. Zum

anderen ist dies die M¨oglichkeit, die Merkmalstransformation zusammen mit Erkennungs-

systemen niedriger Komplexit¨at schätzen zu k¨onnen, um sie dann in komplexen Systemen,

in denen das diskriminative Training zu aufwendig w¨are, wiederverwenden zu k¨onnen. Das

bedeutet etwa, die Merkmalstransformation auf einem System mit kontextunabh¨angiger Mo-

dellierung zu berechnen, um sie dann innerhalb eines Systems mit kontextabh¨angiger Mo-
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dellierung einzusetzen.

4.2.2.1 Netzarchitekturen

. . .. . .

Bias

1

P PP

O(t)

... ...

e(t)

xt+Fxt�P xt

Abbildung 4.5: Einschichtiges Netz (lineare Transformation)

Der vorgestellte Ansatz erlaubt es, beliebige Netzstrukturen f¨ur die Transformation der

Merkmalvektoren einzusetzen. Im einfachsten Fall handelt es sich um ein einschichtiges

Netz, wie in Abb. 4.5 dargestellt, so daß sich die KomponentenO(t)[j] der Netzausgabe

O(t) als

O(t)[i] =
EX
j=1

(e(t)[j] �N [i][j]) (4.24)

berechnet. Die Netzpropagierung kommt dabei einer Matrixmultiplikation gleich. Dabei re-

präsentieren die ParameterN [i][j] die Netzgewichte unde(t) repräsentiert der Einfachheit

halber dieE-elementige Netzeingabe, die sich im allgemeinen aus dem Merkmalvektorxt,

benachbarten Vektoren und einem konstanten Wert, dem sogenannten Bias, zusammensetzt.

Durch das Hinzuf¨ugen des Bias wird erm¨oglicht, daß das resultierende Netzwerk neben Ska-

lierung und Drehung des Merkmalsraums auch eine Verschiebung realisieren kann. Ohne

diesen Bias und ohne die die Miteinbeziehung benachbarter Merkmalvektoren entspricht die

lineare Transformation dem Einsatz einer globalen vollbesetzten Kovarianzmatrix.

Aber auch nichtlineare Netzwerkstrukturen kommen f¨ur diese hybride HMM/NN-

Verbindung in Frage. Sehr gebr¨auchlich im Bereich der neuronalen Netze sind sigmoide

Aktivierungsformen, wie etwa die Tangenshyperbolikusfunktion. Abb. 4.6 zeigt ein Netz

mit zweischichtiger neuronaler Transformation, in deren verdeckter Schicht Tangenshyper-

bolikusfunktionen zum Einsatz kommen. Werden die Parameter der ersten Schicht mitN1,
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. . . . . .

Bias

1

P PP

... ...

O(t)

xt xt+Fxt�P

Abbildung 4.6: Multi Layer Perceptron (MLP)

die der zweiten mitN2 und die Knotenanzahl der verdeckten Schicht mitH bezeichnet, so

berechnet sich bei dieser Architektur die Netzwerkausgabe durch

O(t)[i] =
HX
h=1

(tanh(
EX
j=1

e(t)[j]N1[j][h]) �N2[h][i]) (4.25)

Eine derartige Architektur erlaubt die Darstellung beliebiger nichtlinearer Abbildungen, de-

ren Struktur lediglich durch die KnotenanzahlH der verdeckten Schicht begrenzt wird.

Eine weitere wichtige Informationsquelle, die mittels des vorgeschlagenen hybriden Mo-

dellsystems auf einfache Weise genutzt werden kann, ist der Kontext der Merkmalvektoren;

dieser trägt erhebliche Information, die bei diesem Ansatz zur Dichtemodellierung herange-

zogen werden kann. Wie in Abschn. 2.2 beschrieben, wird diesem Umstand im allgemeinen

durch die Erweiterung der Merkmalvektoren durch�- und��-Merkmale Rechnung getra-

gen.

Der vorgestellte hybride Ansatz erm¨oglicht durch direkte Erweiterung der Eingabe-

schicht des neuronalen Netzes um zus¨atzliche benachbarte Merkmalvektoren die direkte Mit-

einbeziehung wichtiger Kontextinformation ohne dramatische Erh¨ohung der Parameterzahl

des Systems wie es bei Erweiterung des Merkmalvektors in herk¨ommlichen kontinuierlichen

HMM-Systemen der Fall ist.

In den Abbildungen 4.5 und 4.6 wurden bereits erweiterte Merkmalvektoren als Netzein-

gabe genutzt. Eine weitere M¨oglichkeit, Kontextinformation zu nutzen, ist der Einsatz von

rekurrenten neuronalen Netzstrukturen. Rekurrente neuronale Netze besitzen im Gegensatz

zu den bisher vorgestellten Feed-Forward-Netzen R¨uckführungen gewisser Netzausg¨ange an

vorgeschaltete Schichten. Auf diese Weise besitzen derartige Netze die Kapazit¨at, relevante

Information aus vergangenen Propagierungen zu speichern. Die konkrete Realisierung rekur-

renter Netze l¨aßtüberaus viele Variationsm¨oglichkeiten zu. Im Rahmen der Untersuchungen
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. . . . . .
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Abbildung 4.7: Jordan-Netz als Merkmalstransformation

zu dieser Arbeit wurde eine Struktur gew¨ahlt, in der die Ausgabe der Ausgabeschicht als

zusätzlicher Vektor der Netzeingabe (mit Verz¨ogerung eines Zeitschrittes) zugef¨ugt wird.

Derartige Netze werden nach Jordan [Jor96] in der Literatur als Jordan-Netze bezeichnet.

Abb. 4.7 zeigt beispielhaft ein Jordan-Netz, das zus¨atzlich zu dem Netz aus Abb. 4.6 die

Ausgabe der letzten Propagierung als zus¨atzliche Eingabe einsetzt.

Zu beachten ist, daß herk¨ommliche rekurrente Netze lediglich den linken Kontext, d.h.

zeitlich frühere Merkmalvektoren miteinbeziehen k¨onnen. Um auch die kontextabh¨angigkeit

bezüglich zeitlich zukünftiger Vektoren zu ber¨ucksichtigen, wird deshalb im allgemeinen

zusätzlich zur Einführung von rekurrenten Netzverbindungen die Netzeingabe um benach-

barte Merkmalvektoren erweitert, wie dies weiter oben bereits beschrieben worden ist

[Rob94]. Bidirektionale rekurrente Netze [Sch99] erweitern das Konzept der rekurrenten

Netze um zeitlich r¨uckwärtig gewandte Verbindungen. So wird die Einbeziehung des zeit-

lich vergangenen und des zeitlich kommenden Kontextes erm¨oglicht. Derartige Netztypen

wurden jedoch im Rahmen der Untersuchungen zu dieser Arbeit nicht eingesetzt und sollen

deshalb an dieser Stelle keine weitere Erw¨ahnung finden.

Abb. 4.8 zeigt schließlich die gesamte Modellierungsstruktur des hybriden Modellie-

rungstypen beim Einsatz eines Jordan-Netzwerkes als Merkmalstransformation und bei der

Berücksichtigung vonP zusätzlichen zeitlich zur¨uckliegenden undF zukünftigen Merkmal-

vektoren in der Netzeingabe. Das RBF-Netz, das durch die Gauß’schen Mischverteilungen

der HMM-Zustände definiert wird, ist in der Abbildung nur unvollst¨andig dargestellt.



68 KAPITEL 4. DISKRIMINATIVE OPTIMIERUNG
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Abbildung 4.8: Komplettstruktur des Systems mit rekurrenter Vorverarbeitung

4.2.2.2 Trainingskriterium

Bereits in [Ben92] wurde festgestellt, daß das ¨ubliche ML-Trainingskriterium f¨ur die neuro-

nale Vorverarbeitung nur bedingt geeignet ist, da die Gefahr besteht, daß die Maximierung

der Auftrittswahrscheinlichkeit durch eine Minimierung an Diskriminanz der Netzausga-

bevektorenO(x) erreicht wird. Insofern kommen f¨ur das Training der neuronalen Vorver-

arbeitungskomponente ausschließlich diskriminative Kriterien, ¨ahnlich den im vorherigen

Abschnitt vorgestellten, in Betracht. In den Experimenten (Abschn. 4.2.3) mit kontextun-

abhängigen HMM-Systemen werden das lokale diskriminative Training und das vokabular-

und sprachmodellabh¨angige diskriminative Training evaluiert.

Werden die Parameter des neuronalen Netzes als� bezeichnet, so ergibt sich bei lokalem
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diskriminativen Trainingskriterium analog zu Gl. (4.10)

�FB = argmax
�

TY
i=1

p�(O(i)jq
i)P

q2Q

�
P�(q)p�(O(i)jq)

� (4.26)

Das verfeinerte vokabular- und sprachmodellbasierte Kriterium (Gl. (4.16)) ergibt sich ent-

sprechend zu

�dict = argmax
�

TX
i=1

�
log(p(O(i)jqi))� log(

X
q2Q;q 6=qi

P (qjqi)p(O(i)jq))
�

(4.27)

Dabei wird, wie beim diskriminativen Training unter Abschn. 4.1, von einer durch ein

Viterbi-Alignment gewonnenen HMM-Zustandszuordnung der Merkmalvektoren ausgegan-

gen.

4.2.2.3 Trainingsverfahren

Als Trainingsverfahren bietet sich wiederum einerseits eine Realisierung des EM-

Algorithmus für gebrochen rationale Funktionen an [Gop91] oder auch ein beliebiges Gradi-

entenabstiegsverfahren. Aus ¨ahnlichen Beweggr¨unden, wie unter Abschn. 4.1 erkl¨art, wurde

auch für das Training der Netzparameter der RPROP-Algorithmus (Anhang B) gew¨ahlt, der

auch in diesem Fall g¨unstige Konvergenzeigenschaften bewies.

Um ein Gradientenabstiegsverfahren anwenden zu k¨onnen, ist es erforderlich, die par-

tiellen Ableitungen der Optimierungsfunktion nach den zu bestimmenden Parametern auf-

zustellen. Die partielle Ableitung der Optimierungskriterien bez¨uglich der einzelnen Wahr-

scheinlichkeitsdichtefunktionenp(O(t)jq) ergibt sich analog zu Gl.(4.19).

Die Ableitung derp(O(t)jq) nach der NetzausgabeO(t) ergibt sich zu

@p(O(t)jq)

@O(t)
=

CX
i=1

wqi

@N (O(t)j�qi;�qi)

@O(t)
(4.28)

wobei sich die Ableitungen der einzelnen Normalverteilungen als

@N (O(t)j�qi;�qi)

@O(t)
=

(�qj � O(t))

�qj

1q
(2�)Dj�qjj

e
� 1

2

(O(t)��qj)
2

�qj (4.29)

berechnen lassen.

Die partielle Ableitung der Netzausg¨angeO(t) nach den freien Parametern der neu-

ronalen Vorverarbeitungskomponente ergibt sich im Fall der linearen Transformation als

Gl. (4.24) zu
@O(t)[i]

@N [i][j]
= e(t)[j] (4.30)

Im Falle des zweischichtigen Netzes ergibt sich die partielle Ableitung zu

@O(t)[i]

@N2[h][i]
= tanh

� EX
j=1

e(t)[j]N1[j][h]
�

(4.31)
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und
@O(t)[i]

@N1[j][h]
= N2[h][i]e(t)[j]

1

cosh(
EP
j=1

e(t)[j]N1[j][h])2
(4.32)

Im Fall des Einsatzes eines rekurrenten Netzes, wie in Abb. 4.7 dargestellt, verkom-

pliziert sich die Trainingsprozedur erheblich. Zwei verschiedene Trainingsverfahren sind

möglich, Online (Recurrent) Learning [Sol97] und Backpropagation Through Time (BPTT)

[Wer90]. Es würde zu weit führen, diese Verfahren hier zu erkl¨aren. Es sei auf die angege-

bene Literatur verwiesen. In den experimentellen Versuchen unter Abschn. 4.2.3 wurde eine

Realisierungsform des Online Recurrent Learning gew¨ahlt.

Wegen der Komplexit¨at diskriminativer Trainingskriterien, die den Einsatz vor allem bei

kontextabh¨angiger Modellierung kaum m¨oglich machen, hat sich eine spezielle Systemar-

chitektur als besonders g¨unstig herausgestellt. Die neuronale Vorverarbeitungskomponente

wird dabei basierend auf einem kontextunabh¨angigen System niedriger Komplexit¨at diskri-

minativ trainiert und dann unver¨andert in ein komplexeres kontextabh¨angiges HMM-System

übernommen, das selbst rein nach ML-Kriterium trainiert wird. Dabei macht man sich die

Beobachtung zu Nutze, daß Merkmalvektoren, die bei kontextunabh¨angiger Modellierung

gute Ergebnisse liefern, im allgemeinen diese gute Eignung auch bei kontextabh¨angiger Mo-

dellierung zeigen. Die neu generierten MerkmaleO(x), die zu großer Diskriminierung im

kontextunabh¨angigen System f¨uhren, erh¨ohen auch die Diskriminierungsm¨oglichkeiten des

kontextabh¨angigen Systems. Unter Abschn. 4.2.3 sind experimentelle Untersuchungen zu

diesen Zusammenh¨angen dargestellt.

4.2.3 Experimentelle Untersuchungen

Zum Zwecke der Evaluierung des vorgestellten hybriden Ansatzes wurden verschiedene

Testsysteme auf der RM-Sprachdatenbasis (Anhang C) aufgebaut. Tab. 4.3 zeigt die erzielten

Wortfehlerraten.

Die Erkennungssysteme machen Gebrauch von einer teilweise verkn¨upften kontinuierli-

chen Modellierung, wie sie in Kapitel 3 vorgestellt worden ist. Bei der Erkennung kommt

als Sprachmodellierungskomponente die im Anhang C beschriebene Wortpaar-Grammatik

zum Einsatz. Es werden jeweils lineare Hidden-Markov-Modelle mit je drei emittieren-

den Zuständen eingesetzt. Im ersten System werden lediglich 12 MFCC-Koeffizienten und

die Signalenergie als Merkmale in einem Merkmalsstrom genutzt. System 2 und 3 nutzen

zusätzlich�- und��-Merkmale in eigenen Merkmalsstr¨omen sowie einen vierten Merk-

malsstrom, der die Signalenergie und deren�- und��-Werte enth¨alt. Nur im dritten System

werden kontextabh¨angige Hidden-Markov-Modelle eingesetzt. Deren Zust¨ande wurden nach

dem in Abschn. 3.1.1 vorgestellten baumf¨ormigen Clusterungsverfahren zusammengefaßt.

Die Werte der ersten Spalte geben die Wortfehlerrate der Basissysteme an, die kei-

ne Merkmalstransformation einsetzen und mittels Baum-Welch-Algorithmus nach ML-
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lineares Netz MLP Jordan-Netz

Grundsystem nach Gl. (4.27) (H=36) (H=36)

Monophone, ein Stream

(MFCCs+Energie) 24.0 21.0 21.1 -

Monophone, 4 Streams

(MFCCs,�,��,Energie) 11.8 10.9 10.8 10,9

Triphone, 4 Streams

(MFCCs,�,��,Energie) 5.2 4.8 4.7 4.7

Tabelle 4.3: In verschiedenen Konfigurationen erzielte Erkennungsleistungen (WFR in %)

Kriterium trainiert worden sind. Es zeigt sich zun¨achst, daß die Hinzunahme der�- und

��-Merkmale die Wortfehlerrate etwa halbiert und daß durch die kontextabh¨angige Model-

lierung eine weitere Halbierung zu verzeichnen ist.

Die zweite Spalte zeigt die erzielten Wortfehlerraten beim Einsatz eines, im Fall

der Mehrstreamsysteme von vier linearen Transformationsnetzen, die neben jedem ur-

sprünglichen Merkmalvektorxt und dem konstanten Bias-Wert die direkt benachbarten

Merkmalvektorenxt�1 undxt+1 als Eingabe pr¨asentiert bekommen. Das Netz bzw. die Net-

ze wurden nach Gl. (4.27) diskriminativ trainiert, wobei die HMM-Zustandszuordnung der

Merkmalvektoren einem Viterbi-Alignment entnommen wurde. Im ersten System wird damit

eine Reduktion der WFR auf 21% erzielt, im zweiten System ist die relative Verbesserung

ähnlich groß. Im Fall des Triphon-Systems ist die Vorgehensweise eine spezielle. Da das

Training der Merkmalstransformation nach Gl. (4.27) im Fall kontextabh¨angiger Modellie-

rung zu rechenaufwendig ist, werden hier die auf dem zweiten System trainierten Merkmal-

stransformationsnetze unver¨andertübernommen. Die erzielte Verbesserung der Erkennungs-

leistung zeigt, daß diese Vorgehensweise auch in dem kontextabh¨angigen System zu besserer

Diskriminierung führt.

Der Einsatz einer nichtlinearen Merkmalstransformation resultiert im Fall der Vier-

Stream-Systeme in einer weiteren meßbaren, aber nicht signifikanten Reduktion der Wort-

fehlerrate. In den Versuchen wurde ein MLP mit 36 Neuronen in der inneren Schicht gew¨ahlt,

die als Aktivierungsfunktion die Tangenshyperbolikusfunktion einsetzen.

Der Einsatz eines Jordan-Netzes, das zus¨atzlich zu dem MLP noch rekurrente Verbindun-

gen der Netzausgabe zur¨uck zur Eingabe besitzt, ergab keine weitere meßbare Verbesserung

der Systemleistung.
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4.3 Kapitelzusammenfassung

Das Kapitel hat zun¨achst die Problematik der Sch¨atzung der HMM-Parameter eingehender

diskutiert und verschiedene Ans¨atze des diskriminativen Trainings vorgestellt. Ein neuarti-

ges diskriminatives Trainingsverfahren wurde vorgestellt, das die Anwendung von diskri-

minativem Training vereinfacht und diskriminatives Training auch bei ung¨unstig gewähltem

und sehr speziell ausgerichtetem Trainingskorpus erm¨oglicht. In experimentellen Untersu-

chungen konnte die Eignung des Ansatzes zur Bestimmung robuster Modellparameter belegt

werden.

Die hybride Systemstruktur, die im letzten Teil des Kapitels vorgestellt wurde, zeigt ei-

ne wichtige Methode auf, gute Erkennungssysteme auf einfache Art und Weise durch das

Einbinden benachbarter Merkmalvektoren in die Wahrscheinlichkeitssch¨atzung und durch

diskriminative Transformationen weiter zu verbessern. Das in den Experimenten aufgestellte

System auf der Resource-Management-Datenbasis erzielt eine der besten je mit vergleichba-

ren Systemen erzielten Fehlerraten.
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Kapitel 5

Dekodierung

Wie bereits in Kapitel 2 angedeutet wurde, ist die Dekodierung einer akustischen Beobach-

tung nach Gl. (2.54) mit der beschriebenen statistischen Modellbildung eine ¨außerst kom-

plexe Aufgabe. In vielen Anwendungsfeldern der automatischen Spracherkennung ist eine

schnelle Dekodierung (eventuell sogar in Echtzeit) jedoch von großer Bedeutung. Deshalb

beschäftigen sich unz¨ahlige Arbeiten mit der effizienten Realisierung des Suchalgorithmus

nach der besten Wortsequenz. Strukturell ist die Aufgabe der Dekodierung mit der Aufga-

be der Suche des k¨urzesten Weges durch einen Graphen vergleichbar. Die Wegl¨angen sind

dabei die Wahrscheinlichkeiten, die logarithmiert mit jedem Zeitschritt aufsummiert wer-

den. Der dabei entstehende Suchraum ist jedoch unermeßlich groß. Angenommen, es liegt

eine akustische Beobachtung von nur einer Sekunde vor, so ergibt dies nach der in Kapitel

2 beschriebenen Methode zur Merkmalsgewinnung eine Merkmalsfolge von 100 Vektoren.

Bereits bei reiner kontextunabh¨angiger Modellierung mit nur 50 Phonem-Modellen, die nur

aus einem Zustand bestehen, ergibt sich bereits der dramatisch große Wert von10050 = 10100

möglichen Wegen. Bei der ¨ublichen kontextabh¨angigen Modellierung mit beispielsweise et-

wa 2000 Modellen und drei Zust¨anden je Modell erreicht die Zahl m¨oglicher Wege dement-

sprechend die Gr¨oßenordnung1002000�3 = 1012000. Diese Werte ergeben sich, wenn beliebi-

ge Modellketten dekodiert werden k¨onnen, also kein Lexikon angewendet wird. Im Fall der

Beschränkung der m¨oglichen Modellfolgen durch ein (großes) Lexikon bleibt die Zahl der

möglichen Wege jedoch in der angegebenen Gr¨oßenordnung.

Aus diesem Grund besteht die besondere Aufgabe darin, den k¨urzesten oder approxima-

tiv zumindest einen kurzen Weg zu finden und dabei nur einen m¨oglichst kleinen Bereich

des Suchraums auszuwerten. Dieses Kapitel wird die beiden wichtigsten Dekodierprinzipi-

en, die zeitsynchrone Viterbi-Dekodierung und die zeitasynchrone Stackdekodierung, vor-

stellen und die wichtigsten Arbeiten des Autors auf diesem Gebiet beschreiben. Zus¨atzlich

werden einige M¨oglichkeiten der Beschleunigung durch Approximation der Auswertung der

Modellierungsfunktionen besprochen und evaluiert.
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5.1 Zeitsynchrone Viterbi-Dekodierung

Die zeitsynchrone Viterbi-Dekodierung ist das am weitesten verbreitete Dekodierverfahren.

Vor allem bei Einzelworterkennung und Ganzsatzerkennung ohne Sprachmodell oder mit

Sprachmodell geringer Kontexttiefe (maximal Bigram) bietet sich die zeitsynchrone Deko-

dierung an. Sie basiert auf den in Gl. (2.18) definierten Vorw¨artswahrscheinlichkeiten mit

der in Gl. (2.54) vorgestellten Viterbi-Approximation und dem in Abschn. 2.6 dargestell-

ten Viterbi-Algorithmus. Die in Erw¨agung gezogenen Dekodierungen werden dabei syn-

chron um jeweils einen Zeitschritt erweitert. Damit kommt die zeitsynchrone Dekodierung

einer Breitensuche [Wir83] gleich. Zur Beschleunigung der Dekodierung werden bei der

zeitsynchronen Viterbi-Dekodierung die untersuchten M¨oglichkeiten durch einen sogenann-

ten Suchstrahl (Beam) begrenzt. Deshalb wird die zeitsynchrone Viterbi-Dekodierung auch

häufig als Strahlsuche (Beam-Search) bezeichnet. Abb. 5.1 verdeutlicht die Vorgehenswei-

se der Strahlsuche. Die grau dargestellten Kombinationen von Zust¨anden und Zeitschritten

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 2021 22 23 24 25 26 27 28
t

Suchrichtung
Bester Pfad (bez¨uglich t = 28)

Pfad innerhalb des Suchstrahls

Suchposition

Bereich der Wege innerhalb des Suchstrahls

Verworfene Transitionen außerhalb des Strahlbereichs

Zustand

Abbildung 5.1: Prinzip der Strahlsuche

sind dabei Teil der bei der Suche ber¨ucksichtigten Wege. Transitionen, die mittels des Such-

strahls verworfen wurden, sind gepunktet dargestellt. Zu beachten ist, daß die Abbildung, der

Übersichtlichkeit wegen, lediglich die Dekodierung einer festen Zustandsfolge, etwa eines

einzelnen Wortes, zeigt. Tats¨achlich werden jedoch alle m¨oglichen Zustandsfolgen parallel

ausgewertet, wobei der Suchstrahl ¨uber verschiedene Zustandsfolgen hinweg Anwendung
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findet.

Es existieren verschiedene Realisierungsm¨oglichkeiten der zeitsynchronen Dekodierung

[Ode94, Ort98, You89]. Die im Folgenden dargestellte Dekodierung mittels eines modellba-

sierten Netzwerks und desToken-Passing[You89] ist dabei eine der gebr¨auchlichsten.

5.1.1 Prinzip des Token-Passings

Das Grundprinzip der Token-Passing-Realisierung der zeitsynchronen Viterbi-Dekodierung

ist die Darstellung des Suchraums in einem Erkennungsnetzwerk, das h¨aufig auchLattice

(Gitter) genannt wird.̈Ublicherweise werden mittels der Knoten dieses Netzwerks Hidden-

Markov-Modelle (oder auch HMM-Zust¨ande) und Wortenden repr¨asentiert. DieÜbergänge

von einem Knoten zum anderen werden mitÜbergangswahrscheinlichkeiten belegt. Abb. 5.2

zeigt ein Erkennungsnetzwerk f¨ur die Einzelworterkennung, wobei ein sogenanntes Silence-

Modell sil den stillen Bereich vor und nach der Wort¨außerung modelliert. Zu Beginn der
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Abbildung 5.2: Erkennungsnetzwerk f¨ur die Einzelworterkennung

Dekodierung ist lediglich dem Eintrittsknoten in das Netzwerk ein Token mit dem logarith-

mierten Wahrscheinlichkeitswert0 zugeordnet. Ein Token ist eine Datenstruktur, die den

Knoten des Erkennungsnetzwerks zugeordnet wird und die Speicherung der (logarithmier-

ten) Aktivierungswahrscheinlichkeiten der HMM-Zust¨ande realisiert. Mit jedem Merkmal-

vektor werden die Token zu den m¨oglichen Folgezust¨anden propagiert und die jeweiligen
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HMM-Zustandswahrscheinlichkeiten aufmultipliziert (bzw. logarithmiert aufaddiert). Dabei

wird bei möglichen Mehrfachverzweigungen zu einem Zustand die Viterbi-Approximation

angewendet und das Wahrscheinlichkeitsmaximum angenommen. Verzweigungen, die eine

Wahrscheinlichkeit weit unterhalb der gr¨oßten zum Zeitschritt beobachteten Wahrschein-

lichkeit annehmen, werden verworfen. Dieses realisiert die bereits erw¨ahnte Strahlsuche und

dient der approximativen Begrenzung des Suchaufwands. Die Kanten des Erkennungsnetz-

werks können optional mit zus¨atzlichen logarithmierten Wahrscheinlichkeiten markiert sein,

die darüberhinaus mit jeder Transition aufaddiert werden. Abb. 5.3 zeigt, wie auf diese Weise

die Integration eines Unigram-Sprachmodells realisiert werden kann.
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Abbildung 5.3: Erkennungsnetzwerk f¨ur die Ganzsatzerkennung mit Unigram-Sprachmodell

Das in Abb. 5.3 dargestellte Erkennungsnetzwerk zeigt zudem, wie sich mit einer ein-

fachen R¨uckverzweigung die Dekodierung ganzer S¨atze in einem Erkennungsnetzwerk be-

werkstelligen läßt. Die Integration eines Backoff-Bigram-Sprachmodells ist in Abb. 5.4 il-

lustriert. Zum Zwecke der̈Ubersichtlichkeit ist lediglich der sogenannte Bigram-Knoten

des Wortes
”
zweite“ dargestellt, der die speziellen Wortwahrscheinlichkeiten in Folge auf

dieses Wort realisiert. Die Wortwahrscheinlichkeiten, die sich im Sprachmodell durch

Zurückgreifen auf die Unigram-Wahrscheinlichkeiten ergeben, werden durch den sogenann-

ten Backoff-Knoten realisiert. Dieser Knoten kann nach jedem Wortende mittels einer Kante

erreicht werden, die wiederum mit dem Backoff-Gewicht des jeweiligen Wortes markiert ist.

Prinzipiell muß für die Realisierung eines Bigram-Sprachmodells zu jedem Wort,

das mindestens einen Bigram-Kontext definiert, ein Bigram-Knoten aufgenommen wer-

den. In Abb. 5.4 wird angenommen, daß das Bigram explizite Auftrittswahrscheinlich-

keiten für Pbi(zweitejzweite), Pbi(amjzweite) und Pbi(ENDEjzweite) enthält, und die

übrigen Wortwahrscheinlichkeiten ¨uber das Backoff-GewichtB(zweite) aus den Unigram-
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Abbildung 5.4: Erkennungsnetzwerk f¨ur die Ganzsatzerkennung mit Bigram-Sprachmodell

Wahrscheinlichkeiten gebildet werden (vgl. Gl. (2.45)).

5.1.2 Baumorganisation des Vokabulars

Eine beachtliche Reduktion der Gr¨oße des Erkennungsnetzwerks und eine damit verbundene

Beschleunigung der Erkennung kann durch die baumartige Gestaltung des Erkennungsnetz-

werks gewonnen werden. Die Idee dabei ist, Worte mit phonetisch identischen Anfangsteilen

im Netzwerk zusammenzufassen. Abb. 5.5 zeigt das Unigram-Ganzsatzerkennungsnetzwerk

aus Abb. 5.3 umgeformt in baumf¨ormige Organisation.

Bei Wortschätzen von einigen tausend Worten kann bei Einzelworterkennung auf die-

se Weise eine Netzwerkreduktion und eine damit verbundene Beschleunigung um mehrere

Größenordnungen erreicht werden. Auch bei der Ganzsatzerkennung ist die baumf¨ormige

Organisation des Erkennungsvokabulars von Vorteil, jedoch verkompliziert sich die Integra-

tion von Bigram-Sprachmodellen wesentlich. Bereits in Abb. 5.5, die die Integration eines

Unigrams zeigt, ist deutlich geworden, daß die Wortwahrscheinlichkeiten nicht mehr in je-

dem Fall den Kanten am Wortanfang zugeordnet werden k¨onnen, sondern erst dort zum

Zuge kommen k¨onnen, wo das Wort eindeutig ist. Dies ist darauf zur¨uckzuführen, daß die

ersten Knoten des Netzwerks nicht eindeutig zu bestimmten Worten geh¨oren und deshalb

nicht direkt am Wortanfang die jeweilige logarithmierte Wortwahrscheinlichkeit aufaddiert

werden kann, wie dies im Fall der linearen Lexikonorganisation (Abb. 5.4) m¨oglich ist. Im

Fall der Integration eines Bigram-Sprachmodells erfordert dieser Umstand die Einf¨uhrung

von Baumkopien, da die Wortwahrscheinlichkeiten vom Vorwort abh¨angen und Pfade, die

sich bezüglich des Vorwortes unterscheiden, nicht zusammenlaufen d¨urfen, solange die ak-

tuelle Wortwahrscheinlichkeit nicht feststeht. Es darf erst dann in den allgemeinen Baum

verzweigt werden, sobald das aktuelle Wort eindeutig feststeht und die Sprachmodellwahr-

scheinlichkeit zugewiesen werden kann. Beispielhaft ist dies wiederum f¨ur die Bigram-
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Abbildung 5.5: Baumf¨ormiges Netzwerk f¨ur Ganzsatzerkennung mit Unigram-

Sprachmodell

Wahrscheinlichkeiten zum Wort
”
zweite“ in Abb. 5.6 dargestellt.

In dem im Rahmen dieser Arbeit realisierten zeitsynchronen Dekoder wurde die Inte-

gration von Bigrams bei baumartiger Lexikonorganisation wie in Abb. 5.6 durch perma-

nent angelegte Baumkopien verwirklicht. Das ist zwar g¨unstig in Bezug auf die Dekodier-

geschwindigkeit, erfordert aber eine große Menge zus¨atzlicher Hauptspeicherkapazit¨at und

macht somit die durch die Baumorganisation gewonnene Speicherplatzersparnis wieder zu-

nichte. Evaluierungen dazu sind unter Abschn. 5.1.8 zu finden. Sp¨atestens bei der Integration

von Trigram-Grammatiken in die zeitsynchrone Suche ist die komplette Erzeugung des Er-

kennungsnetzwerks bei Initialisierung des Erkenners wegen der daf¨ur erforderlichen Haupt-

speicherkapazit¨at nicht mehr m¨oglich. Das Erkennungsnetzwerk kann zum großen Teil erst

während des Suchvorgangs aufgebaut werden. In [Ort98] beispielsweise werden die Baum-

kopien, die spezielle N-Grams zu gegebenem Kontext realisieren, erst bei Bedarf erzeugt,

sobald der entsprechende Wortendknoten durch Zuweisung eines Tokens aktiviert wurde.

5.1.3 Rückverfolgung des besten Pfades

Nach Propagierung des letzten Merkmalvektors enth¨alt das dem Endknoten des Netzwerks

zugeordnete Token die (logarithmierte) Wahrscheinlichkeit des besten Pfades durch das Er-

kennungsnetzwerk. Da jedoch nicht wirklich dieser Wahrscheinlichkeitssch¨atzwert, son-

dern der Pfad selbst gesucht wird, ist es erforderlich, daß w¨ahrend der Suche die zur

Rückverfolgung der Pfades notwendige Information gespeichert wird. Am einfachsten l¨aßt
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Abbildung 5.6: Netzwerk mit Baumkopien zum Einsatz eines Bigram-Sprachmodells

sich dies dadurch bewerkstelligen, daß w¨ahrend der Suche ein tempor¨ares rückwärts ver-

kettetes Netzwerk aufgebaut wird, dessen Knoten ausschließlich Wortenden repr¨asentieren

und beim Erreichen eines Wortendknotens im Erkennungsnetzwerk erzeugt werden. In den

Token des Erkennungsnetzwerks wird zus¨atzlich eine Verbindung (Link) zum letzten Wor-

tendknoten dieses Netzwerks gespeichert, so daß ausgehend vom Token des Endknotens

nach Propagierung des letzten Merkmalvektors der beste Pfad in dem tempor¨ar aufgebauten

Netzwerküber die R¨uckwärts-Verkettungen abgerufen werden kann.

5.1.4 Sprachmodellverschmierung

Ein Nachteil des Einsatzes eines baumf¨ormig organisierten Lexikonsuchraums (Abb. 5.5)

ist die versp¨atete Anwendbarkeit der Sprachmodellwahrscheinlichkeiten. Erst wenn der ak-

tuelle Knoten des Netzwerks eindeutig einem Wort zugeordnet werden kann, kann dessen

(Sprachmodell-) Wahrscheinlichkeit Anwendung finden, d.h. dessen logarithmierte Wahr-

scheinlichkeit aufaddiert werden. Die sp¨atere Anwendung dieser Wahrscheinlichkeit hat zur

Folge, daß unter Umst¨anden die Strahlbreite des Suchstrahls breiter gew¨ahlt werden muß,

damit ebenso wenige Suchfehler entstehen wie im Fall der linearen Lexikonorganisation.

Als günstig in Bezug auf den bei fester Strahlbreite in Kauf zu nehmenden Suchfehler hat es

sich in zahlreichen Arbeiten [Ney92, Ort96a, Ant95] erwiesen, den Versuch zu unternehmen,

die Sprachmodellwahrscheinlichkeiten m¨oglichst gleichm¨aßig mit den Wahrscheinlichkeiten

aus der akustischen Modellierung anzuwenden. Zu diesem Zweck muß versucht werden, die

Sprachmodellwahrscheinlichkeiten im Erkennungsnetzwerk zu verteilen, zu
”
verschmieren“
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Abbildung 5.7: Verschmierung des Maximums der Sprachmodellwahrscheinlichkeiten

(LM-smearing), wie dies h¨aufig genannt wird. Die einfachste Form der Sprachmodellver-

schmierung wird auch gerne als Language Model Lookahead [Ort96a], also etwa als Sprach-

modellvorhersage, bezeichnet. Es bedeutet die Faktorisierung der Sprachmodellwahrschein-

lichkeiten und das Vorziehen des Wahrscheinlichkeitsmaximums im Erkennungsnetzwerk.

Abb. 5.7 zeigt diese Form der Sprachmodellverschmierung. Andere Formen der Sprachmo-

dellverschmierung wurden beispielsweise in [Ant95] angewendet. Sie zielen darauf ab, eine

noch synchronere Anwendung des Sprachmodells und der akustischen Modelle zu erzielen

und verzichten darauf, die Sprachmodellwahrscheinlichkeiten (eventuell faktorisiert) so fr¨uh

wie möglich aufmultiplizieren zu k¨onnen.

5.1.5 Partiell-baumförmige Organisation

Ein Nachteil des baumartigen Lexikonaufbaus gegen¨uber der linearen Organisation ist, wie

schon erw¨ahnt, zum einen der zus¨atzliche Speicherplatzbedarf f¨ur die bei einem N-Gram-

Sprachmodell (mitN > 1) benötigten Baumkopien und auch die versp¨atete Anwendung

der Sprachmodellwahrscheinlichkeiten. In [Neu97] wurde untersucht, inwieweit es sinnvoll

sein kann, die baumartige Organisation nur partiell durchzuf¨uhren, z.B. bis zu einer gewis-

sen begrenzten Tiefe, um eine fr¨uhere Anwendung der Sprachmodellwahrscheinlichkeiten

zu ermöglichen und um Speicherplatz zu sparen. Die ben¨otigten Baumkopien m¨ussen dann

nur teilweise aufgebaut werden. Abb. 5.8 zeigt dazu den bereits bekannten Suchraum bei
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Abbildung 5.8: Baumartige Organisation nur bis zur Tiefe1

einer Begrenzung der Baumtiefe auf einen Knoten. Es sind verschiedene, die Gr¨oße der par-

tiellen Baumkopien begrenzende Verfahren denkbar, die in Abschn. 5.1.8 im Rahmen der

Zusammenfassung der experimentellen Untersuchungen dargestellt werden.

5.1.6 A-Posteriori-Pruning

Die Begrenzung der Strahlbreite stellt bei der zeitsynchronen Dekodierung die wichtigste

Approximations- und Beschleunigungsm¨oglichkeit dar. Eine weitere sinnvolle M¨oglichkeit,

den Suchraum mit nur geringem zus¨atzlichen Suchfehler zu begrenzen, wurde erstmals in

[Ren95] für hybride Spracherkennungssysteme des Typs aus Abschn. 4.2.1.1 vorgestellt. In

diesen Erkennungssystemen dienen neuronale Netze als Sch¨atzer der lokalen Klassenwahr-

scheinlichkeitenP (qjx) (oderP (Phonemjx)). O.B.d.A. wird im Folgenden allgemein von

ModellzustandswahrscheinlichkeitenP (qjx) die Rede sein.

Abb. 5.9 zeigt den Verlauf der logarithmierten A-Posteriori-Wahrscheinlichkeiten der

PhonemeT, @, t unds bei einerÄußerung der Worte
”
That’s“. In diesem besonders klaren

Beispiel ist offensichtlich, daß die (Sch¨atzwerte der) A-Posteriori-Wahrscheinlichkeiten des

jeweils vorliegenden Phonems hoehere Werte annehmen als die der anderen Modelle, und

auch daß diese Diskrepanz im Zentrum der Phoneme besonders deutlich ist.

Die Idee des A-Posteriori-Prunings ist es, solche Modellzust¨ande deren A-Posteriori-

WahrscheinlichkeitP (qjx) eine gewisse Schwellethresh unterschreitet, als emittierenden

Zustand für einen Beobachtungsvektorx automatisch auszuschließen. Durch diese loka-

le Entscheidung k¨onnen zahlreiche Modellzust¨ande (oder Modelle) unabh¨angig von der

übrigen Dekodierung ausgeschlossen werden. In Abb. 5.10 ist schematisch dargestellt, wie
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Abbildung 5.9: Normalisierte A-Posteriori-Wahrscheinlichkeitsch¨atzungen der Phoneme in

einerÄußerung der Worte
”
That’s“

der Suchraum aus Abb. 5.1 durch das A-Posteriori-Pruning weiter eingeschr¨ankt wird. Die

A-Posteriori-WahrscheinlichkeitP (qjx) der hellgrau markierten Zust¨ande liegt unterhalb des

gewählten Schwellwertes. Diese Zust¨ande werden deshalb bei der Suche f¨ur die jeweili-

gen Zeitschritte ausgeschlossen. Es ist erkennbar, wie die Menge der ber¨ucksichtigten Pfade

weiter eingeschr¨ankt wird. Selbstverst¨andlich kann, wie bei jeder Form des approximativen

Ausschlusses gewisser Suchpfade, im ung¨unstigsten Fall jedoch auch der beste Pfad und die

richtige Dekodierung dieser Approximationsform zum Opfer fallen. In [Ren95] wird jedoch

von einer Verdreifachung der Dekodiergeschwindigkeit mit einem zus¨atzlichen Suchfehler

von unter 1% berichtet.

Auch in herkömmlichen Erkennungssystemen mit kontinuierlicher oder diskreter Model-

lierung ist die Sch¨atzung lokaler A-Posteriori-Wahrscheinlichkeiten m¨oglich und auch mit

vertretbarem Aufwand durchf¨uhrbar. Dies wurde in [Wil98a] aufgezeigt. Allgemein lassen

sich die lokalen A-Posteriori-WahrscheinlichkeitenP (qjx) mit Hilfe des Satzes von Bayes

darstellen als

P (qjx) =
p(xjq)P (q)

p(x)
(5.1)

wobei diep(xjq) durch die Modellierungsfunktionen der Modellzust¨ande beschrieben wer-

den und die KlassenwahrscheinlichkeitenP (q) als Zustandsfrequenzen innerhalb der Trai-

ningsdaten sich einfach sch¨atzen lassen. Zum Zwecke der Sch¨atzung der unbedingten Auf-

trittswahrscheinlichkeitp(x) der Beobachtungx bietet sich die gewichtete Summierung ¨uber

die einzelnen Modellierungsfunktionen an:

p(x) �
X
q2Q

p(xjq)P (q) (5.2)

wobei wiederum die AuftrittswahrscheinlichkeitP (q) der Zuständeq 2 Q mittels der Auf-
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Abbildung 5.10: Einfluß des A-Posteriori-Prunings auf die Strahlsuche

trittsfrequenz innerhalb der Trainingsdaten gesch¨atzt werden kann. Die Auswertung aller

Modellierungsfunktionenp(xjq), die nach Gl. (5.2) f¨ur die Schätzung vonp(x) erforderlich

ist, läßt sich je nach Modellierungstyp mitunter drastisch vereinfachen:

Die unbedingte Auftrittswahrscheinlichkeit bei diskreter Modellierung

Beim Einsatz diskreter Hidden-Markov-Modelle und eines Vektorquantisierers VQ, der die

kontinuierlichwertigen Vektorenx auf diskrete Indizes abbildet, gilt

p(xjq) = P (vq(x)jq) (5.3)

und damit nach Gl. (5.2)

p(x) �
X
q2Q

P (vq(x)jq)P (q) (5.4)

Die rechte Seite in Gl. (5.4) nimmt f¨ur jeden VQ-Index einen diskreten Wert an.p(x) selbst

stellt somit mit dieser Approximation eine diskrete VerteilungP (vq(x)) dar und kann durch

reinen Tabellenzugriff ¨uber den VQ-Index realisiert werden.
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Die unbedingte Auftrittswahrscheinlichkeit in SCHMM-Systemen

Bei semi-kontinuierlichen Markov-Modellen wird jede Verteilungsfunktion als gewichtete

Summeüber einem Satz von Gaußverteilungen gebildet.

p(xjq) =
CX
i=1

wqiN (xj�i;�i) (5.5)

Die Approximation aus Gl. (5.2) kann umgeformt werden, so daß sich wieder eine semi-

kontinuierliche Dichtefunktion ergibt:

p(x) �
X
q2Q

P (q)
CX
i=1

wqiN (xj�i;�i) =
CX
i=1

�X
q2Q

wqiP (q)
�
N (xj�i;�i) (5.6)

Die Auswertung der Sch¨atzung vonp(x) ist demnach nicht aufwendiger als die Auswertung

einer einzelnen der semi-kontinuierlichen Verteilungen.

Die unbedingte Auftrittswahrscheinlichkeit bei unverknüpfter kontinuierlicher Model-

lierung

Liegt eine unverkn¨upfte kontinuierliche Modellierung vor, so l¨aßt sich die Approximation

vonp(x) nach Gl. (5.2) nicht durch Umformungen vereinfachen. In diesem Fall bietet es sich

an, eine eigene kontinuierliche Verteilungp(x) auf allen Merkmalvektoren der Trainingsda-

ten zu sch¨atzen. Die Auswertung dieser Funktion ist dann nicht teurer als die Auswertung

einer einzigen kontinuierlichen Mischverteilungsfunktion. Der Aufwand h¨angt dabei im we-

sentlichen von der gew¨ahlten Zahl der Mischverteilungskomponenten ab.

Die unbedingte Auftrittswahrscheinlichkeit bei teilverknüpfter kontinuierlicher Mo-

dellierung

Bei teilweise verkn¨upften kontinuierlichen Markov-Modellen, z.B. Genones [Dig96] oder

den in Abschn. 3.2.2 vorgestellten an den Daten ausgerichteten teilverkn¨upften Modellen,

hängt die Wahl der Approximationsmethode vom Grad der Verkn¨upfung ab. Möglich ist die

Schätzung nach Gl. (5.2) mit der Vereinfachung nach Gl. (5.6), aber auch die anhand einer

eigens gesch¨atzten Verteilungp(x), wie im vorangegangenen Abschnitt beschrieben.

5.1.7 A-Posteriori-Projektionspruning

In Abb. 5.9 ist erkennbar, daß die A-Posteriori-Wahrscheinlichkeiten ihr Maximum etwa in

der Phonemmitte erreichen. In diesem Bereich tragen die Merkmalvektoren besonders viel

Informationüber der richtigen Phonemzuordnung. Entsprechend sind sie in diesem Bereich

besonders gut zum Ausschluß gewisser Phoneme durch A-Posteriori-Pruning geeignet. In

[Wil98a] wurde ein Verfahren vorgestellt, wie die besonders klaren A-Posteriori-Werte der
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Phonemmitte w¨ahrend der Suche bereits beim Eintritt in ein Phonemmodell ausgenutzt wer-

den können, indem beim Eintritt bereits die A-Posteriori-Wahrscheinlichkeit der vermutli-

chen Phonemmitte ausgewertet wird. Dies wird als A-Posteriori-Projektionspruning (engl.:

A Posteriori Lookahead Pruning) bezeichnet. Abb. 5.11 verdeutlicht die Vorgehensweise.

t+ nt

P (hjxt+n) =?

Durchschnittliche Dauer des
ersten Zustands von HMMh

Halbe Durchschnittsdauer
des zweiten Zustands vonh

Mögliche Token-Propagierung in
das HMMh zum Zeitpunktt

Abbildung 5.11: Grundprinzip des A-Posteriori-Projektionsprunings

Wird beim Token-Passing ein Token an einen im Netzwerk folgenden Phonemknoten

weiter propagiert, so wird zun¨achst dessen A-Posteriori-Wahrscheinlichkeit in der voraus-

sichtlichen Phonemmitte ausgewertet. Diese ermittelt sich bei den ¨ublichen Modellen mit

drei emittierenden Zust¨anden als Summe der durchschnittlichen Verweildauer im ersten Zu-

stand und der halben durchschnittlichen Verweildauer im mittleren Zustand. Liegt die A-

Posteriori-Wahrscheinlichkeit unter einem Schwellwert, so wird die Token-Propagierung un-

terbunden.

5.1.8 Experimentelle Untersuchungen

Der Einfluß der Baumorganisation des Erkennungsnetzwerks und die damit verbundenen

Fragen der Sprachmodellintegration sowie die Auswirkungen des A-Posteriori-Prunings und

des A-Posteriori-Projektionsprunings wurden in getrennten Versuchsreihen ausgewertet.

5.1.8.1 Baumlexikon

Experimentelle Untersuchungen hinsichtlich des Einsatzes eines baumf¨ormig organisierten

Suchnetzwerks und der Integration des Sprachmodells wurden in [Neu97] ver¨offentlicht. Zur

Evaluierung wurde ein hybrides Erkennungssystem des Typs aus Abschn. 4.2.1.2 mit kon-

textabhängiger Modellierung f¨ur die WSJ0-Datenbasis eingesetzt. F¨ur die Erkennung kam
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das 5.000 Worte umfassende Vokabular sowie das WSJ0-5k-Bigram zum Einsatz (siehe An-

hang C). Tab. 5.1 zeigt die wichtigsten Ergebnisse. Die Erkennungslaufzeiten sind angege-

ben für die komplette Dekodierung des 330 S¨atze umfassenden Testsets. Der Aufwand f¨ur

die Vektorquantisierung ist nicht mitaufgef¨uhrt.

Netzwerk- # HMM- beam=70 beam=80 beam=100 beam=120

Organisation Knoten WFR LZ WFR LZ WFR LZ WFR LZ

linear 46750 16,8 63 11,5 160 10,6 283

volle Baum-

organisation 872518 16,2 18,0 12,7 39,2 10,7 91

nur große

Bäume 335512 16,2 18,1 12,7 32,4 10,7 86 10,5 204

partieller

Baumaufbau 89461 18,1 23,4 10,8 85 10,5 177

partieller

Baumaufbau 183661 16,4 14,3 12,9 28,9 10,8 81 10,5 174

Tabelle 5.1: Erzielte Wortfehlerraten (WFR[%]) und Laufzeiten (LZ[100s]) bei unterschied-

lichem Netzwerkaufbau

Bei linearer Netzwerkorganisation nach Abb. 5.4 besteht das Erkennungsnetzwerk aus

46.750 Knoten, die jeweils ein HMM repr¨asentieren. Eine weitgehend suchfehlerfreie De-

kodierung wird erst bei einer (logarithmierten) Suchstrahlbreite von 120 erreicht, wof¨ur sich

eine Laufzeit von etwa 28.300 Sekunden ergibt. Die 330 eingesetzten Tests¨atze haben selbst

eine Dauer von etwa 1.800 Sekunden. Somit ergibt sich ein Echtzeit-Faktor von etwa 16. Bei

voller baumförmiger Lexikonorganisation, in der s¨amtliche Bigram-Wahrscheinlichkeiten

durch Baumkopien entsprechend des in Abb. 5.6 dargestellten Verfahren realisiert wer-

den, ergeben sich etwa 870.000 Netzwerkknoten, die jeweils ein HMM repr¨asentieren. Der

Speicheraufwand ist erheblich gr¨oßer als bei der linearen Organisation. Zusammen mit der

Sprachmodellfaktorisierung des Wahrscheinlichkeitsmaximums nach Abschn. 5.1.4 ergibt

sich jedoch eine weitgehend suchfehlerfreie Dekodierung bereits bei einer Suchstrahlbreite

von 100 mit einer gegen¨uber der linearen Organisation etwa um den Faktor 3 verk¨urzten

Laufzeit. Echtzeit-Erkennungslaufzeit wird mittels Beschr¨ankung der Suchstrahlbreite auf

70 erreicht, wobei ein zus¨atzlicher absoluter Suchfehler von 5,5% in Kauf genommen wer-

den muß.

Durch Begrenzung des Aufbaus der Baumkopien aufgroße B̈aume, d.h auf Worte, zu

denen im Sprachmodell eine große Anzahl spezieller Bigram-Wahrscheinlichkeiten definiert

sind, ist es m¨oglich, die Knotenzahl gegen¨uber der vollen Baumorganisation stark zu redu-

zieren, ohne daß eine Verschlechterung der Erkennungsleistung und Laufzeit-Leistung fest-

gestellt werden kann. Bei der in der Tab. 5.1 angegebenen Konfiguration wurden lediglich
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zu den 550 Worten mit den meisten Bigram-Wahrscheinlichkeiten Baumkopien erstellt.

Bei den letzten beiden in der Tabelle aufgef¨uhrten Konfigurationen wird das Aufbauen

der großen B̈aumeweiter eingeschr¨ankt. Der Baumaufbau wird begrenzt durch eine fest

vorgegebene minimale Anzahl von Verzweigungen kopierter Baumknoten und durch eine

Begrenzung der Baumtiefe. Es ist erkennbar, daß nun gegen¨uber vollem Baumaufbau eine

gewisse Verschlechterung der Erkennungsleistung in Kauf genommen werden muß. Jedoch

leidet vor allem die Echtzeit-Erkennungsleistung nur wenig unter der weiteren Reduktion

der HMM-Knoten im Erkennungsnetzwerk.

5.1.8.2 A-Posteriori-Pruning

Experimentelle Untersuchungen bez¨uglich des Einsatzes des A-Posteriori-Prunings und des

A-Posteriori-Projektionsprunings wurden in [Wil98a] ver¨offentlicht. Zum Einsatz kam ein

auf der WSJ0-Datenbasis (Anhang C) trainiertes SCHMM-Erkennungssystem, das wortin-

terne Triphon-Modelle sowie das 5k-Bigram-Sprachmodell der WSJ einsetzt. Tab. 5.2 faßt

die wichtigsten Ergebnisse zum A-Posteriori-Pruning zusammen.

Schwellwert ER [%] WFR [%] LZ [100s]

0.0 90.7 10.8 220

e�10 90.6 10.8 162

e�5 88.7 15.0 128

e�3 85.0 18.4 82

2 �min 90.7 10.8 144

5 �min 89.0 13.2 113

Tabelle 5.2: A-Posteriori-Pruning mit festem und individuellem Schwellwert

Die erste Zeile zeigt Erkennungsrate, Wortfehlerrate sowie Laufzeit ohne A-Posteriori-

Pruning. Die folgenden drei Konfigurationen setzen das A-Posteriori-Pruning mit festem,

identischem Schwellwert f¨ur alle Modellzust¨ande ein. Bei einem geringen Schwellwert

von e�10 ist eine betr¨achtliche Beschleunigung zu verzeichnen mit kaum merklichem

zusätzlichen Suchfehler. Die erzielbare Beschleunigung bei gr¨oßerem Schwellwert wird er-

kauft mit einem recht großen zus¨atzlichen Erkennungsfehler. In den Konfigurationen der bei-

den unteren Zeilen von Tab. 5.2 wird jedem HMM ein individueller Schwellwert zugeordnet.

Dazu wird auf den Trainingsdaten das Minimum der A-Posteriori-Werte der HMM-Zust¨ande

berechnet und der Schwellwert abh¨angig von diesem Minimum gew¨ahlt. Diese Minima sind

jedoch nicht dierekt als Schwellwerte geeignet, weil sich extreme Ausreißer einstellen. Je-

doch ist beim Einsatz von Vielfachen dieser Minima eine beachtliche Beschleunigung der
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Suche festzustellen, die zudem vor allem im Fall des Einsatzes von2 �min als Schwellwert,

mit einem durchaus vertretbaren zus¨atzlichen Suchfehler verbunden ist.

Projektions-

schwellwert ER [%] WFR [%] LZ [100s]

0.0 90.7 10.8 171

5 �min 90.4 11.2 135

8 �min 89.9 11.9 111

10 �min 89.5 12.6 89

12 �min 88.2 14.6 76

15 �min 84.5 19.9 68

Tabelle 5.3: A-Posteriori-Projektionspruning

Tab. 5.3 zeigt eine Zusammenfassung der Ergebnisse zum A-Posteriori-

Projektionspruning. Die erste Konfiguration entspricht der aus der vorletzten Zeile

von Tab. 5.2. Es wird in diesen Versuchen immer von dieser ersten Konfiguration ausge-

gangen, also A-Posteriori-Pruning mit individuellen Schwellwerten je HMM eingesetzt.

Die übrigen fünf Zeilen zeigen Erkennungsleistung und Laufzeit beim Einsatz des A-

Posteriori-Projektionspruning mit HMM-spezifischen Schwellwerten, die ¨ahnlich dem

A-Posteriori-Pruning ¨uber die A-Posteriori-Minima berechnet werden. Bei einer Schwelle

von 10 � min ergibt sich eine um 1,8% vergr¨oßerte Fehlerrate gegen¨uber dem System, das

kein Projektionspruning einsetzt, die Laufzeit konnte jedoch auf etwa2
3

reduziert werden.

Bei der qualitativen Bewertung der Ergebnisse ist zu beachten, daß in dem eingesetzten

SCHMM-System etwa die H¨alfte der angegebenen Rechenzeit durch die Auswertung der

Gauß’schen Mischverteilungen verbraucht wird. Beim aggressiven Einsatz des A-Posteriori-

Prunings (und des Projektionsprunings) erh¨oht sich dieser Anteil weiter. In vielen F¨allen

erfolgt nämlich ausschließlich die Auswertung der Gauß’schen Mischverteilungen wonach

direkt das A-Posteriori-Pruning greift. Daraufhin folgen dann nahezu unverz¨uglich weite-

re Mischverteilungsauswertungen. Insofern sind die in den Abschnitten 5.1.8.1 und 5.1.8.2

erzielten Erkennungsleistungen und Laufzeiten nur bedingt vergleichbar.

5.2 Zeitasynchrone Stackdekodierung

Im Besonderen beim Einsatz von N-Gram-Sprachmodellen mitN > 2 hat sich die Rea-

lisierung der zeitsynchronen Suche als sehr schwierig und ineffizient erwiesen [Ort96b]. In

diesem Fall bietet sich die Dekodierung nach dem Prinzip des Stackdekoders [Pau92, Ren99,

Sch98] an, bei dem sich die Dekodierung st¨arker an den Wortgrenzen und weniger an den



5.2. ZEITASYNCHRONE STACKDEKODIERUNG 89

Zeitschritten orientiert. Im Rahmen dieser Arbeit wurde der Stackdekoder
”
DuCoder“ ent-

wickelt, der Sprachmodelle beliebiger Kontexttiefe und unbegrenzter Vokabulargr¨oßen ver-

arbeiten kann. Die detailierte Beschreibung des Dekoders ist in [Wil98b] zu finden. Eine

Evaluierung des Dekoders wurde in [Wil00] ver¨offentlicht.

5.2.1 Prinzip

Ein zentraler Begriff im Rahmen der Dekodierung mit Stacks ist der der Hypothese. Eine

HypotheseH beschreibt eine (in Erw¨agung gezogene) Teildekodierung derÄußerungX

bis zu einem ZeitpunkttH . Es sei im FolgendenXH = (x1; x2; :::; xtH ) der Beobachtungs-

bereich der HypotheseH. Die Teildekodierung einer Hypothese setzt sich dabei immer aus

vollständigen Worten zusammen. Die wichtigsten Elemente einer Hypothese sind neben dem

HypothesezeitpunkttH die zugeh¨orige WortfolgeWH und der (logarithmierte) Wahrschein-

lichkeitswertLH , derScore, der sich mittels

LH = log(P (WH)) + log(p(XHjWH)) (5.7)

als Summe aus logarithmierter Sprachmodellwahrscheinlichkeit

log(P (WH)) =
jWH jX
i=1

log(P (wH
i jw

H
i�(N�1); :::; w

H
i�1)) (5.8)

mit WH = (wH
1 ; :::; w

H
jWHj

) und logarithmierter akustischer Wahrscheinlichkeit

log(p(XH jWH)) � max
S2SW

H

log(p(x1jq
1))

tHX
t=2

�
log(P (qt  qt�1)) + log(p(xtjq

t))
�

(5.9)

der besten Zustandsfolge innerhalb vonWH für das Zeitintervall[1 tH ] berechnet. Das prinzi-

pielle Verfahren der schrittweisen Erweiterung von Hypothesen, das dem Dekoder zu Grunde

liegt, läßt sich wie folgt skizzieren:

Erkennbar ist, daß dieser grundlegende Stackalgorithmus stark einer Suche nach dem

kürzesten Weg in einem Graph nach dem A*-Verfahren [Nil71] ¨ahnelt. Das A*-Verfahren

dient der Bestimmung des k¨urzesten Weges von einem Start- zu einem Zielknoten in ei-

nem Graphen, dessen Kanten mit Wegl¨angen markiert sind. Das wird realisiert, indem

mittels einer geeigneten Heuristik die Restl¨ange von Pfaden untersch¨atzt wird und der je-

weils am besten scheinende Pfad - der mit minimaler Summe aus partieller L¨ange und

geschätzter Restl¨ange - weiterverfolgt wird. Die Heuristik, die die Restl¨ange partieller Pfade

untersch¨atzt, wird häufig auch als A*-Kriterium bezeichnet.

Innerhalb des Algorithmus (Abb. 5.12) lassen vor allem die Schritte b) und d) man-

nigfaltige Möglichkeiten der praktischen Umsetzung zu. Der Auswahl der Heuristik (A*-

Kriterium), die der Bewertung der Hypothesen unter b) dient, kommt entscheidende Be-

deutung zu. Ebenso hat die Realisierung der kontextbezogenen Einzelworterkennung unter
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a) Initialisierung des Stacks mit der leeren Hypothese (Wortfolge ohne Wor-

te)

b) Entnehmen derbesten Hypothese vom Stack

c) Falls das̈Außerungsende erreicht ist, ist die Hypothese aus b) die gesuchte

Wortfolge

d) Erweiterung der Hypothese aus b) um weitere Worte unter

Berücksichtigung der bedingten Wortwahrscheinlichkeiten und der

akustischen Modelle. Potentielle Wortenden definieren neue Hypothesen;

sie werden dem Stack zugef¨ugt

e) weiter bei b)

Abbildung 5.12: Grundlegender Stackalgorithmus

d) entscheidenden Einfluß. Der Dekoder der in dieser Arbeit vorgestellt wird, realisiert die

kontextbezogene Einzelwortsuche in jedem Fall f¨ur alle Hypothesen, die zu einem gewissen

Zeitpunkt enden, parallel in einem gemeinsamen Lauf, ¨ahnlich der in [Ren99, Sch98] vor-

gestellten Dekoder.̈Ublich ist es, in diesem Fall von zeitabh¨angigen Stacks zu sprechen und

den Algorithmus nach Abb. 5.13 umzuformulieren.

a) Initialisierung des nullten Stacks mit der leeren Hypothese und der Stacks

1 bis T als leere Stacks

b) Auswahl desbesten Stacks (des Stacks mit der besten Hypothese)

c) Falls dasÄußerungsende erreicht ist, ist die beste Hypothese des Stacks

aus b) die gesuchte Wortfolge

d) Erweiterung der Hypothesen des in b) gew¨ahlten Stacks um weitere Worte

unter Berücksichtigung der bedingten Wortwahrscheinlichkeiten und der

akustischen Modelle. Potentielle Wortenden definieren neue Hypothesen;

sie werden dem jeweiligen Stack zugef¨ugt.

e) Leerung des unter d) erweiterten Stacks

f) weiter bei b)

Abbildung 5.13: Stackalgorithmus mit zeitabh¨angigen Stacks und Expandierung kompletter

Stacks

Dekoder, die auf der Expandierung einzelner Hypothesen beruhen, werden beispiels-

weise in [Pau92, Gop95] vorgestellt. Der Ansatz, ganze Stacks zu expandieren, also alle

Hypothesen, die zu einem bestimmten Zeitpunkt enden, gemeinsam um ein weiteres Wort

zu erweitern, schien bei der Entwicklung des Dekoders naheliegend, da die Expandierun-

gen für verschiedene Hypothesen sich bis auf unterschiedliche Pruningm¨oglichkeiten durch

unterschiedliche Sprachmodellwahrscheinlichkeiten weitgehend gleichen. Deshalb werden
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die folgenden Betrachtungen auf dem Algorithmus aus Abb. 5.13 basieren. Eine interessante

Erweiterung des Stackdekodierverfahrens wurde in [Rob98] vorgestellt. Robinson schl¨agt

vor, mehrere Hypothesen identischen Kontextes und verschiedener Zeitpunkte gemeinsam

zu erweitern.

Die Auswahl desbesten Stacks in Abb. 5.13 (bzw. derbesten Hypothese in Abb. 5.12)

erfordert die Bewertung von Hypothesen. Zus¨atzlich zum Hypothesenscore ist dazu eine

Abschätzung der L¨ange des Restweges erforderlich. Um den Namen A*-Dekoder zu recht-

fertigen, muß es sich dabei um eine Unterabsch¨atzung handeln, so daß tats¨achlich unter c) in

Abb. 5.12 und Abb. 5.13 der beste Pfad gefunden ist, sobald der am besten bewertete bereits

dasÄußerungsende erreicht hat. In verschiedenen Publikationen [Pau92, Gop95] hat sich die

Restabsch¨atzung als sehr schwierig erwiesen. H¨aufig wird auf sie verzichtet, so daß sich die

prinzipielle Arbeitsweise weiter vereinfacht zum Algorithmus aus Abb. 5.14.

a) Initialisierung des nullten Stacks mit der leeren Hypothese und der Stacks

1 bis T als leere Stacks,t := 0

b) Auswahl des Stacks des Zeitpunktes t

c) Falls dasÄußerungsende erreicht ist (t = T ), ist die beste Hypothese des

Stacks aus b) die gesuchte Wortfolge

d) Erweiterung der Hypothesen des in b) gew¨ahlten Stacks um weitere Worte

unter Berücksichtigung der bedingten Wortwahrscheinlichkeiten und der

akustischen Modelle. Potentielle Wortenden definieren neue Hypothesen;

sie werden dem jeweiligen Stack zugef¨ugt.

e) t := t+ 1

f) weiter bei b)

Abbildung 5.14: Stackalgorithmus mit zeitabh¨angigen Stacks und zeitsynchroner Stackbear-

beitung

Für diese Art Stackdekoder ist die Bezeichnung A*-Dekoder jedoch nicht mehr berech-

tigt, da auf eine Restabsch¨atzung komplett verzichtet wird. Die zeitabh¨angigen Stacks wer-

den vielmehr sequentiell abgearbeitet. Der in dieser Arbeit beschriebene Dekoder erm¨oglicht

sowohl die Vorgehensweise nach Abb. 5.14 als auch die nach Abb. 5.13, wobei dabei ver-

schiedene Heuristiken zum Einsatz kommen k¨onnen, die sich weitgehend an Verfahren ori-

entieren, die in [Gop95] f¨ur Stackdekoder des Typs nach Abb. 5.12 vorgeschlagen worden

sind.

Für die Einzelworterweiterung einer (oder mehrerer) Hypothesen, Punkt d) der Algorith-

men, bieten sich ebenso viele verschiedene Verfahren an. Prinzipiell kann sie als eigenes

Einzelworterkennungsproblem interpretiert werden, f¨ur das sich prim¨ar die zeitsynchrone

Viterbi-Strahlsuche anbietet (siehe Kapitel 2). Allerdings ist zu beachten, daß viele Berech-

nungen, die im Laufe der Einzelworterweiterung eines Stacks durchgef¨uhrt werden, bei der
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Expandierung nachfolgender Stacks abermals anfallen. Deshalb ist eine Verkn¨upfung der

Einzelworterweiterungen durch ¨ubergreifende Suchstrahlen und das Zwischenspeichern wie-

derverwertbarer Berechnungen von entscheidender Bedeutung.

5.2.2 Einzelwortexpandierung

Die Einzelwortexpandierung wird innerhalb eines baumartig aufgebauten Netzwerks nach

dem Prinzip des Token-Passings durchgef¨uhrt, ähnlich der in Abschn. 5.1 vorgestellten zeit-

synchronen Einzelworterkennung. Konzeptionell handelt es sich um eine zeitsynchrone Ein-

zelwortsuche (nach [Low76, Ney93]), bei der jedoch durch Ausnutzung bereits erfolgter Ein-

zelwortexpandierungen zahlreiche zus¨atzliche Approximations- bzw. Pruningm¨oglichkeiten

bestehen.

5.2.2.1 Token-Passing

Der Einzelwortsuchraum wird mittels einer graphenf¨ormigen Datenstruktur repr¨asentiert, in-

nerhalb der die Worte des Vokabulars als verkettete Knotenfolgen dargestellt werden. Jedem

Knoten ist ein HMM zugeordnet. Die Aktivierung der Knoten w¨ahrend der Suche wird mit-

tels Token realisiert (siehe auch Abschn. 5.1.1). Knoten, denen ein Token zugeordnet ist, sind

aktiviert. Verläßt ein m¨oglicher Pfad das HMM, so wird im folgenden HMM ein Token akti-

viert. Zu Beginn der Suche ist lediglich ein dedizierter Startknoten aktiviert; nur ihm ist ein

Token zugeordnet. Innerhalb der Token wird die Aktivierung der einzelnen HMM-Zust¨ande

gespeichert. Sinkt die Aktivierung aller Zust¨ande unter einen Schwellwert, so wird der Token

deaktiviert.

5.2.2.2 Baumstruktur

Bei großen Wortsch¨atzen von einigen tausend Worten ist es von großer Bedeutung, den

Einzelwortsuchraum durch Zusammenfassung identischer Wortanf¨ange zu reduzieren. Der

resultierende Suchraum besitzt dann eine baumartige Struktur ¨ahnlich der in Abschn. 5.1

vorgestellten Organisation des Suchraums im Fall der zeitsynchronen Dekodierung. Neben

der großen Speicherplatzersparnis ergibt sich ein enormer Gewinn an Rechenzeit, da sich ein

großer Teil der Suche im vorderen Teil des Baumes abspielt, in dem die Komprimierungs-

dichte besonders hoch ist. Wegen dieser Vorteile wird der Einzelwortsuchraum in jedem Fall

in dieser Baumstruktur aufgebaut.

5.2.2.3 Sprachmodellverschmierung

Da nach dem Prinzip in Abb. 5.13 und Abb. 5.14 die Einzelwortexpandierung immer f¨ur

alle Hypothesen eines Stacks durchgef¨uhrt wird, kann die exakte Sprachmodellwahrschein-

lichkeit der Worte erst am Wortende bez¨uglich der zu erweiternden Hypothesen eingebracht
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werden. Im Sinne des Prunings ist es jedoch g¨unstig, mögliche Wahrscheinlichkeitsantei-

le so früh wie möglich anzuwenden. Der Dekoder bietet deshalb die M¨oglichkeit, gewisse

Wortwahrscheinlichkeiten innerhalb des baumartig gespeicherten Suchraum zu
”
verschmie-

ren“. Verschmieren bedeutet dabei, daß die (logarithmierten) Wortwahrscheinlichkeiten von

den Wortenden her im Baum soweit nach vorne propagiert werden, daß bei jedem Kno-

ten des Suchraums die bis dahin aufsummierten Wortwahrscheinlichkeitswerte der maxi-

malen Wortwahrscheinlichkeit der dem Knoten zugeh¨origen Worte entspricht. H¨aufig wird

das Verschmieren von Sprachmodellwahrscheinlichkeiten im Suchbaum auch als Language-

Model-Lookahead bezeichnet [Ney93]. Der Dekoder bietet die M¨oglichkeit, entweder die

Wortunigrams oder die maximalen Wortwahrscheinlichkeiten in beliebigem Kontext in den

Baum zu verschmieren. Des weiteren bietet der Dekoder die M¨oglichkeit der Verschmierung

des exakten Maximums der Wortwahrscheinlichkeiten zu den im zu expandierenden Stack

befindlichen Hypothesen. Zu beachten ist, daß in diesem Fall die Verschmierung w¨ahrend

des Dekodierens vor jeder Einzelworterweiterung erfolgen muß. Das erfordert (abgesehen

von dem möglicherweise zu erzielenden Vorteil durch g¨unstigeres Pruning) zus¨atzlichen Re-

chenbedarf w¨ahrend des Dekodierens.

5.2.3 Möglichkeiten des Prunings

Die bei der Einzelwortexpandierung ausgewerteten Pfade k¨onnen durch verschiedene Para-

meter eingegrenzt werden. Dies hat entscheidenden Einfluß auf die Dekodiergeschwindig-

keit. Zunächst ist die Anzahl der Beobachtungsvektoren, die bei der Einzelwortexpandierung

maximal ausgewertet werden durch eine feste Schranke begrenzbar. Dies schr¨ankt aber die

Suche auf Worte dieser Maximall¨ange ein. Innerhalb dieses Expandierungsbereiches kann

die Strahlbreite der Strahlsuche linear zwischen einem Start- und Endwert geregelt werden.

Zwei weitere Schwellwerte erm¨oglichen ein zus¨atzliches Pruning durch Einbeziehung der

bereits erfolgten Einzelwortexpandierungen. Der sogenannteStackbeamdient dazu, solche

Pfade zu verwerfen, deren Wahrscheinlichkeitswert (zusammen mit dem maximalen Score

des zu expandierenden Stacks) den besten Hypothesenscore des Stacks des jeweiligen Zeit-

punktes zu stark unterschreitet. Der sogenannteCrosstreebeamdient dazu, solche Pfade zu

verwerfen, deren Wahrscheinlichkeitswert den bis dahin besten Pfad innerhalb aller bereits

erfolgten Einzelwortexpandierungen unterschreitet.

Neben den genannten Approximationsm¨oglichkeiten, die die Einzelwortexpandierung

einschränken, liegt eine wichtige Beschleunigungsm¨oglichkeit des Dekoders in der Eingren-

zung der Stackgr¨oße. Jeder der zeitabh¨angigen Stacks kann lediglich eine w¨ahlbare Anzahl

von Hypothesen aufnehmen. Kommt es zumÜberlauf, so wird die HypotheseH mit klein-

stem ScoreLH (die unwahrscheinlichste Hypothese des Stacks) verworfen.



94 KAPITEL 5. DEKODIERUNG

5.2.4 Integration von Sprachmodellen

Immer wenn während der Einzelwortexpandierung ein potentielles Wortende erreicht wird,

wird die Sprachmodellwahrscheinlichkeit des jeweiligen Wortes hinsichtlich des durch die

expandierten Hypothesen definierten Kontextes ben¨otigt. Ein schneller Zugriff auf das

Sprachmodell ist dabei essentiell. Eine Laufzeit, die linear mit Wortschatz und Sprachmo-

dellgröße wächst, verbietet sich. Aus diesem Grund wird eine spezielle Organisation des

Sprachmodells gew¨ahlt, in der mittels einer Hashtabelle [Wir83] ein besonders effizienter

Zugriff auf die kontextabh¨angigen Wortwahrscheinlichkeiten erm¨oglicht wird. Mittels des

Wortkontextes wird dabei ein Hashindex ermittelt, der ¨uber eine Hashtabelle den Zugriff

auf eine Liste von Kontexten erm¨oglicht. Diese (kleine) Liste wird linear nach dem Eintrag

zum gewünschten Kontext durchsucht. Dieser Eintrag wiederum enth¨alt eine geordnete Liste

der Wahrscheinlichkeiten und Worte, zu denen ein spezieller Wahrscheinlichkeitswert zum

Kontext definiert ist. Das Durchsuchen dieser Liste wiederum wird durch bin¨are Suche be-

schleunigt. Das Prinzip dieser Speicherung und des Zugriffs ist in Abb. 5.15 am Beispiel des

Zugriffs auf die Wortwahrscheinlichkeit des Wortes
”
der“ im Kontext der Worte

”
ich bin“

verdeutlicht. Weitere Details sind [Sla99] zu entnehmen.
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Abbildung 5.15: Zugriff auf die Trigram-Wahrscheinlichkeit des Wortes
”
der“ im Kontext

”
ich bin“

Die gebräuchlichen Backoff-Trigram-Sprachmodelle k¨onnen bei Wortsch¨atzen von ei-

nigen zehntausend Worten schnell auf eine Gr¨oße von einigen hundert Millionen Werten

anwachsen. Die Dateien, die diese Werte speichern, haben somit eine Gr¨oße von hunder-

ten von Megabytes. Deshalb wurde innerhalb des DuCoders eine Methode realisiert, die das

Sprachmodell nicht komplett in den Hauptspeicher des Rechners einliest. Bei dieser Methode

werden lediglich die ben¨otigten Einträge bei Bedarf effizient von der Festplatte des Rechners

gelesen und ¨uber einen Cache-Speicher wegen eventuell sp¨ater folgender weiterer Zugriffe
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im Hauptspeicher verwaltet. Die Idee dabei ist im Wesentlichen, die in Abb. 5.15 skizzierte

Struktur als ¨uber Dateizeiger verbundene Dateien zu realisieren, und im Hauptspeicher des

Rechners lediglich eine partielle Kopie dieser Struktur zu halten, die den Cache-Speicher

der Einträge realisiert. In experimentellen Versuchen [Sla99] wurde bei Auslagerung des

Sprachmodells aus dem Hauptspeicher lediglich ein geringer Einfluß auf die Laufzeit des

Dekoders beobachtet.

5.2.5 Beschleunigung durch Stack-Auswahl und Stack-Ausschluß

Der Dekoder bietet, bezogen auf die Reihenfolge, in der die Stacks abgearbeitet werden, zwei

Betriebsmodi. Im A*-Verfahren wird derbeste Stack, also der Stack, der diebeste Hypothe-

se enth¨alt, mittels einer Heuristik ausgew¨ahlt. Dieses Verfahren wird unter Abschn. 5.2.5.3

S0 S2 S4 S6 S8 S10 S12 S14S1 S3 S5 S7 S9 S11 S13

BedingtesÜberspringen

(siehe 5.2.5.1)

(siehe 5.2.5.2)

(siehe 5.2.5.3)

Standard-Modus

Auslassen mit fester Schrittweite

Asynchroner Envelope-Modus

Abbildung 5.16: Die verschiedenen Modi zur Stackauswahl

beschrieben. Die Abschnitte 5.2.5.1 und 5.2.5.2 stellen die (ebenso heuristischen) Verfahren

vor, die bei zeitsynchroner Stackauswahl (nach Abb. 5.14) zur Verf¨ugung stehen, die durch

das Auslassen ganzer Stackexpandierungen die Dekodierung beschleunigen.

5.2.5.1 Auslassen mit fester Schrittweite

Da der End- bzw. Anfangszeitpunkt von W¨ortern nur selten auf die ¨ublichen 10ms exakt

determiniert ist, wird das Ende von W¨ortern zumeist in mehreren aufeinanderfolgenden

Zeitpunkten (Stacks) hypothetisiert. Die in aufeinanderfolgenden Stacks enthaltenen Hy-

pothesen sind deshalb zum großen Teil (bis auf einen zus¨atzlichen log-Likelihood Anteil)

identisch. Eine große Beschleunigung des Dekodierprozesses ohne zu großen zus¨atzlichen

Fehler kann deshalb durch das gezielte Auslassen ganzer Einzelwortexpandierungen erreicht

werden. Dabei besteht zum einen die M¨oglichkeit, nur gewisse (jeden i-ten) Stacks aufzu-
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Abbildung 5.17: Leere Stacks durch Scoreinterpolation

bauen und m¨ogliche Wortenden an nicht durch i teilbaren Zeitpunkten zu vernachl¨assigen

oder (interpoliert) dem Stack des n¨achsten durchi teilbaren Zeitpunktes zuzuordnen. Zum

anderen besteht die M¨oglichkeit, die Stacks zwar aufzubauen, jedoch bei Expandierung des

i-ten in den folgenden nicht durchi teilbaren Stacks wortfolgenidentische Hypothesen zu

entfernen, um so nach M¨oglichkeit leere Stacks zu erzeugen, die dann ¨ubersprungen wer-

den können. Die Verfahren zur Erzwingung leerer Stacks sind sowohl bei zeitsynchroner

Stackevaluierung wie auch im A*-Modus anwendbar.

5.2.5.2 Bedingtes̈Uberspringen durch Scoreprojektion

t

Score

0 1 3 4 5 6 72 8 9 11 12 13 1410

Projektionsweite

Offset Projektion

+ Offset
Bester Score

Scorebereich im Stack

Abbildung 5.18: Stackausschluß durch Scoreprojektion

Das Verfahren zum Ausschluß von Stacks durch Scorebewertung ist ein Verfah-

ren, das ¨ahnlich dem Envelope-Verfahren des A*-Modus im zeitsynchronen Modus zum

Überspringen von Stacks und Auslassen von Einzelwortexpandierungen f¨uhren kann. Es ist

ausschließlich im zeitsynchronen Modus, jedoch auch in Kombination mit den im vorheri-

gen Abschnitt besprochenen Ausschlußverfahren anwendbar. Vor der Einzelwortevaluierung
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wird der Score der besten Hypothese des Stacks auf zuk¨unftige Zeitpunkte mit einstellba-

rem Gefälle extrapoliert. Wird innerhalb eines einstellbaren Zeitbereichs ein Stack ermittelt,

der eine Hypothese enth¨alt, deren Score den interpolierten Score um einen ebenfalls anzuge-

benden Schwellwert ¨uberschreitet, so wird die Einzelworterweiterung des aktuellen Stacks

komplettübersprungen.

5.2.5.3 Asynchrone Stackauswahl im Envelope-Modus

Ein Grundgedanke der K¨urzeste-Wege-Suchverfahren nach dem A*-Prinzip ist es, die un-

tersuchten Pfade nicht synchron weiterzuf¨uhren, sondern die Suche auf den (die) jeweils am

besten scheinenden Pfad(e) zu konzentrieren. Dazu ist ein (i.allg. heuristisches) Bewertungs-

kriterium der Pfade erforderlich. Dieses Bewertungskriterium, das auch als Absch¨atzung

der restlichen Wegl¨ange interpretiert werden kann, hat entscheidenden Einfluß auf den Er-

folg von A*-Verfahren bezogen auf die erforderliche Rechenzeit. Wird das Kriterium derart

gewählt, daß es die tats¨achliche Wegl¨ange in jedem Fall untersch¨atzt, so ist, sobald ein Pfad

dasÄußerungsende erreicht hat, mit diesem Pfad auch der k¨urzeste Weg gefunden.

Die Anwendung des A*-Suchverfahrens f¨ur das Dekodierungsproblem der Spracherken-

nung hat sich als sehr schwierig erwiesen. Das liegt im Wesentlichen an der Schwierigkeit,

geeignete Verfahren zur Sch¨atzung der Restwegl¨angen zu finden. Echte A*-Realisierungen

der Dekodierung findet man heute kaum, jedoch lassen sich Ideen aus dem Bereich der A*-

Suche auf die Stackdekodierung ¨ubertragen. Innerhalb des Stackdekoders, der im Rahmen

dieser Arbeit realisiert wurde, wurde das A*-Prinzip durch die heuristische Stackauswahl

nach dem in [Gop95] vorgestellten Envelope-Prinzip integriert.

Envelope

t

Score

0 1 3 4 5 6 7 8 9 11 12 13 1410

Scorebereich im Stack

Breite des
Envelopes

Basisposition Reichweite des Envelopes

Abbildung 5.19: Stackauswahl im Envelope-Modus

Das A*-Verfahren orientiert sich an dem in [Gop95] beschriebenen Ansatz. Zum Zwecke

der Stackauswahl wird vor jedem Stackexpandierungsschritt ein sogenannterEnvelopeauf-
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gebaut. Dabei handelt es sich um einen Likelihood-Schwellwertverlauf. Der erste Stack, des-

sen beste Hypothese den jeweiligen Schwellwert ¨uberschreitet, wird f¨ur die Expandierung

ausgew¨ahlt. Die Größe des Bereichs innerhalb dessen derEnvelopeaufgebaut und angewen-

det wird, ist einstellbar. Er darf die maximale Wortl¨ange nicht unterschreiten. Der Envelope-

Bereich wird zeitlich weiter geschoben, sobald ein Stack ausgew¨ahlt wird, dessen Zeitpunkt

zuzüglich der maximalen Wortl¨ange den Envelope-Bereich ¨uberschreitet. Die Einzelwortex-

pandierung findet demnach immer innerhalb des Envelope-Bereichs statt. Zum Zwecke der

Generierung des Envelopes wird der Score der besten Hypothese der zur Generierung heran-

gezogenen Stacks auf zuk¨unftige Zeitpunkte (innerhalb des Envelope-Bereichs) interpoliert.

Abzüglich eines einstellbar breiten, zus¨atzlichen Schwellwertes bildet dieser interpolierte

Wahrscheinlichkeitswert den Schwellwert, der zur Auswahl des zu expandierenden Stacks

dient.

5.2.6 Experimentelle Untersuchungen

Die experimentellen Untersuchungen zu den diversen Komponenten des Stackdekoders wur-

den mittels des auf den Sprecherdw adaptierten Erkennungssystems aus Kapitel 6 durch-

geführt. Zum Einsatz kam jeweils das 95.000 Worte starke Vokabular zusammen mit dem

ebenfalls dort beschriebenen Trigram-Sprachmodell.

Die erste Versuchsreihe untersucht den Effekt der unterschiedlichen M¨oglichkeiten der

Sprachmodellverschmierung im Einzelworterkennungsnetzwerk. Bei der in Abschn. 5.1.4

vorgeschlagenen Verschmierung der Wahrscheinlichkeitsmaxima ergibt sich auf den 50

Testsätzen des Sprechers eine Wortfehlerrate von 17,0% bei einer Laufzeit von 166 Mi-

nuten. Die Verschmierung der Wortunigrams ergibt bei ansonsten identischer Konfiguration

eine etwas schlechtere Fehlerrate und etwas l¨angere Laufzeit. Durch die Verschmierung in-

dividueller Maxima zu den jeweils im zu expandierenden Stack befindlichen Hypothesen

ergibt sich dieselbe WFR wie beim Verschmieren der globalen Maxima. Die Erkennung

ist jedoch sp¨urbar langsamer, da in diesem Modus die Wahrscheinlichkeitsverschmierung im

Erkennungsnetzwerk nicht mehr nur einmal bei Initialisierung des Dekoders erfolgt, sondern

vor jeder Einzelwortexpandierung durchgef¨uhrt werden muß.

Die zweite Versuchsreihe evaluiert den unter Abschn. 5.2.5.1 dargestellten Modus zur

Stackauswahl, in dem eine feste Anzahl von Stacks jeweils ¨ubersprungen oder gar nicht erst

aufgebaut wird. Wortenden, die zu Zeitpunkten ohne aufgebautem Stack enden, werden in

diesem Modus verworfen. Ansonsten entspricht die Konfiguration dem ersten Versuch der

ersten Versuchsreihe. Dabei wird das globale Maximum der Wortwahrscheinlichkeiten in

das Erkennungsnetzwerk faktorisiert. Es zeigt sich, daß durch das einfacheÜberspringen

von Stacks ein erheblicher Beschleunigungseffekt erzielt werden kann, der einen vertretbar

kleinen Erkennungsfehler verursacht.

In Versuchsreihe 3 werden im Gegensatz zu Versuchsreihe 2 alle Stacks aufgebaut und
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1 LM-Verschmierung Maxima Unigrams Individuell

WFR [%] 17,0 18,0 17,0

LZ [min] 166 169 181

2 Stacks auslassen 1 Stack 3 Stacks 5 Stacks

WFR [%] 18.8 19.2 19.6

LZ [min] 80 49 38

3 Auslassen, wenn ¨ahnlich 1 Stack 3 Stacks 5 Stacks

WFR [%] 17.0 17.2 19.4

LZ [min] 130 75 56

4 Scoreinterpolation 1 Stack 3 Stacks 5 Stacks

WFR [%] 19.6 22.2 25.1

LZ [min] 90 52 42

5 Scoreprojektion breit mittel eng

WFR [%] 18.0 19.6 20.5

LZ [min] 139 82 54

6 Envelope-Modus breit mittel eng

WFR [%] 17.0 17.8 21.3

LZ [min] 172 120 90

Tabelle 5.4: Evaluierung des Effekts verschiedener Dekoderkomponenten

nur dann ¨ubersprungen, wenn sich die enthaltenen Hypothesen in der Wortvergangenheit

nicht von denen des zuvor expandierten Stacks unterscheiden. Der Beschleunigungseffekt ist

nicht ganz so groß wie zuvor, jedoch ist auch der in Kauf zu nehmende Suchfehler wesentlich

geringer, vor allem im Fall des bedingten Auslassens von nur einem und von drei Stacks.

Die Versuchsreihe 4 zeigt die Ergebnisse des Verfahrens aus Abschn. 5.2.5.1, das

zusätzlich zur Konfiguration aus Versuchsreihe 2 die Hypothesen nicht aufgebauter Stacks

durch die beschriebene Hypothesen-Interpolation auf benachbarte Stacks zieht. Die erzielten

Erkennungsleistungen lassen das Verfahren als nur bedingt geeignet erscheinen. Die durch

Scoreprojektion erzielten Fehlerraten und Laufzeiten in Versuchsreihe 5 sind demgegen¨uber

wesentlich besser. Die Reduktion der Laufzeit ist von einem vertretbar kleinen zus¨atzlichen

Suchfehler begleitet.

In Versuchsreihe 6 wird der zeitasynchrone Envelope-Modus untersucht. Bei mittlerer

Envelope-Breite kann ein akzeptables Verh¨altnis zwischen Erkennungsleistung und Laufzeit

erzielt werden. Insgesamt scheint der Modus jedoch nicht sehr vielversprechend zu sein. Zu

beachten ist, daß die asynchrone Abarbeitung der Stacks zu einem erheblichen Mehraufwand

innerhalb der Stackverwaltung f¨uhrt, der sich negativ auf die Gesamtlaufzeit auswirkt.
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5.3 Schnelle Wahrscheinlichkeitsberechnung

Neben der effizienten Organisation der Suche selbst, ist auch die schnelle Auswertung und

die Approximation der Wahrscheinlichkeitsdichtefunktionen der HMM-Zust¨ande von großer

Bedeutung. Bei sehr komplexer Modellierung kann die Auswertung der Wahrscheinlich-

keitsdichtefunktionen sogar ¨uber 50% der f¨ur die Dekodierung ben¨otigten Rechenzeit in

Anspruch nehmen [Gal99]. Die detailierten Untersuchungen zur schnellen, teilweise appro-

ximativen Wahrscheinlichkeitsermittlung sind in [Wor97] enthalten. Sie werden an dieser

Stelle nur verk¨urzt wiedergegeben.

5.3.1 Diskrete HMMs

Besonders wenig aufwendig ist die Ermittlung der Zustands-Wahrscheinlichkeiten in Sy-

stemen mit diskreter Modellierung. Je Merkmalsstrom f¨allt lediglich eine Vektorquantisie-

rung und ein Tabellenzugriff mittels des Quantisierungsindexes an. Im allgemeinen wird der

Quantisierer durch einen Satz von Referenzvektoren gebildet, von denen der mit dem gering-

sten euklidischen Abstand zum Merkmalvektorx den Quantisierungsindex bildet. Die Re-

ferenzvektoren werden dabei zumeist mittels des K-Means-Algorithmus [Jua90] oder durch

neuronale Verfahren wie selbstorganisierende Karten (Kohonen-Maps) [Rig90] oder MMI-

Netzwerke [Rot00] aufgestellt.

Zur Ermittlung des euklidisch n¨achsten Nachbarn, der sogenannten N¨achte-Nachbar-

Suche (engl.: Nearest Neighbour Search), wurden viele approximative und auch exakte Al-

gorithmen vorgeschlagen (siehe etwa [Wil94a, Wil94b]). Auch f¨ur den Fall des Einsatzes

von Perceptron-Strukturen f¨ur die Quantisierung wurden effiziente Algorithmen entwickelt

[Wil96].

5.3.2 Semi-kontinuierliche HMMs

Die Auswertung semi-kontinuierlicher Verteilungen besteht zum einen aus der Auswertung

der Mischverteilungsfunktionen, zum anderen aus der Summation der mit den Gewichten

multiplizierten Mischverteilungswahrscheinlichkeiten (siehe Gl. (2.41)).

Wesentlich ist es, die Auswertungen der Mischverteilungskomponenten je Beobach-

tungsvektor nur ein einziges Mal durchzuf¨uhren, und deren Wert f¨ur die Auswertung der

Dichtefunktionen einzelner Zust¨ande wiederzuverwerten. Wird ein geringer Fehler in Kauf

genommen, so kann auf die Auswertung gewisser Verteilungskomponenten verzichtet wer-

den, z.B. indem der euklidische Abstand der Normalverteilungsmittelwerte zum Merkmal-

vektor ausgewertet wird und ab einer gewissen Schwelle die Verteilungsfunktion als Null

angenommen wird.

Auch bei der Summation der gewichteten Verteilungen k¨onnen mit nur geringem Fehler

verschwindend kleine Werte vernachl¨assigt werden. Die Summation kann auf Komponen-
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ten mit großem Gewicht, mit großem Funktionswert oder Kombinationen beider beschr¨ankt

werden.

5.3.3 Unverknüpfte kontinuierliche HMMs

Sehr gebr¨auchlich beim Einsatz unverkn¨upfter kontinuierlicher HMMs ist die Ann¨aherung

der Summation in Gl. (2.13) durch die Maximumbestimmung

p(xjq) =
NqX
i=1

wqiN (xj�qi;�qi) � max
1�i�Nq

wqiN (xj�qi;�qi) (5.10)

Gerne wird diese N¨aherung als konsequente Fortsetzung der Viterbi-Approximation aus Ab-

schn. 2.4.6.3 gesehen, die die Bestimmung der besten Modellfolge durch die Bestimmung

des Pfades maximaler Wahrscheinlichkeit ann¨ahert. Mittels schneller N¨achster-Nachbar-

Suche kann die (eventuell approximative) Bestimmung der Verteilung maximaler Aktivit¨at

besonders effizient realisiert werden. Sind die Varianzmatrizen diagonal und voll verkn¨upft,

so ist die zur Eingabe n¨achste Gaußverteilung tats¨achlich die mit maximaler Aktivierung.

Andernfalls muß ein gewisser Fehler in Kauf genommen werden, dessen Einfluß jedoch

dadurch abgemildert werden kann, daß nicht nur das Maximum, sondern zwei oder meh-

rere nächste Nachbarn zur Ann¨aherung des Funktionswertes herangezogen werden (siehe

[Wor97]).

5.3.4 Partiell-verknüpfte kontinuierliche HMMs

Ähnlich wie bei der Approximation der allgemeinen Verteilungp(x) in Abschn. 5.1.6 h¨angt

auch die geeignete Wahl der schnellen Funktionsauswertung bei teilweise verkn¨upften konti-

nuierlichen HMMs stark vom Grad der Verkn¨upfung ab. Bei den in Abschn. 3.2.2 vorgestell-

ten Systemen mit teilweise verkn¨upften Verteilungen hat es sich als g¨unstig erwiesen, wie bei

semi-kontinuierlicher Modellierung die Gaußkomponenten komplett vor der Bestimmung

einzelner Dichtefunktionswerte auszuwerten, und bei der Auswertung der Dichtefunktionen

sich dann auf die Komponenten maximaler Aktivierung zu beschr¨anken.

5.3.5 Experimentelle Untersuchungen

Detailierte experimentelle Untersuchungen zu den diversen M¨oglichkeiten der beschleunig-

ten Mischverteilungsauswertung sind in [Wor97] zu finden. An dieser Stelle soll lediglich

eine weitere Versuchsreihe zu dem System angegeben werden, das bereits in Abschnitt 5.2.6

zur Evaluierung des Dekoders diente.

Die Konfiguration der ersten Spalte entspricht der des ersten Versuchs aus Versuchsreihe

1 in Tab. 5.4, bei der keine Beschleunigung der Mischverteilungsauswertung eingesetzt wird.

Die beiden weiteren Spalten zeigen Fehlerrate und Laufzeit beim Einsatz einer N¨aherung
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Art der Komplette Nur zwei Nur eine

Auswertung Berechnung Komponenten Komponente

WFR [%] 17,0 20,8 23,6

LZ [min] 166 138 120

Tabelle 5.5: Evaluierung des Effekts der Mischverteilungsapproximation

nach Gl. (5.10), in der lediglich die Komponenten maximaler Aktivierung in der Mischver-

teilungsberechnung eingesetzt werden. In der gew¨ahlten Dekoder Konfiguration kommt der

erzielte Beschleunigungseffekt mit einer erheblichen Verschlechterung der Erkennungslei-

stung einher.

5.4 Kapitelzusammenfassung

Das Kapitel hat die beiden innerhalb der automatischen Spracherkennung verbreitetesten

Dekodierstrategien vorgestellt. Die komplette zeitsynchrone Viterbi-Strahlsuche eignet sich

dabei vor allem f¨ur Einzelworterkennung und f¨ur Ganzsatzerkennung beim Einsatz von

Sprachmodellen geringer Kontexttiefe. Durch die vorgestellten Verfahren der vollst¨andigen

oder auch partiellen baumf¨ormigen Lexikonorganisation konnte eine erhebliche Beschleu-

nigung der Dekodierung bei vertretbar gr¨oßerem Spreicherbedarf erzielt werden. Mittels A-

Posteriori-Pruning und -Projektionspruning konnte in den Exaluierungen eine weitere erheb-

liche Beschleunigung mit vertretbarem zus¨atzlichen Suchfehler gemessen werden.

Für die Spracherkennung mit Trigram-Sprachmodellen und Sprachmodellen mit eventu-

ell noch größerer Kontexttiefe eignet sich das Stackdekoder-Verfahren, das dem entwickel-

ten DuCoder zugrunde liegt. Das Prinzip dabei ist, die bei der Erkennung untersuchten Pfa-

de nicht mehr komplett zeitsynchron abzuarbeiten, sondern sich st¨arker an den Wortgren-

zen auszurichten. Verschiedene Strategien der zeitsynchronen und zeitasynchronen Stack-

auswahl wurden vorgestellt und gegeneinander evaluiert. Dabei zeigten vor allem die zeit-

synchronen Auswahlmodi, die eine fest vorgegebene Zahl von Stacks auslassen, ein gutes

Verhältnis zwischen Laufzeit und erzielter Erkennungsrate.

Ferner wurde die Problematik der beschleunigten Auswertung der Wahrscheinlichkeits-

dichten kurz angesprochen, die f¨ur eine effiziente Dekodierung von nicht zu untersch¨atzender

Bedeutung ist.
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Kapitel 6

Das deutschsprachige Erkennungssystem

DuDeutsch

Im Rahmen dieser Arbeit wurde ein deutschsprachiges sprecherunabh¨angiges und sprecher-

adaptiertes Spracherkennungssystem mit verschiedenen Ausbaustufen, bezogen auf die Vo-

kabulargröße und den Grad der Sprecherunabh¨angigkeit, aufgebaut. F¨ur dieses Spracherken-

nungssystem wurde der Name
”
DuDeutsch“ gew¨ahlt. Die wichtigsten Kenngr¨oßen, Kompo-

nenten und eingesetzten Datenbasen dieses Systems werden im Folgenden vorgestellt.

6.1 Trainingskorpora

Wie bereits in Kapitel 2 erl¨autert, wird zum Training der akustischen (Hidden-Markov-) Mo-

delle sprecherunabh¨angiger Spracherkennungssysteme eine große Menge wortweise tran-

skribierter Sprachdaten ben¨otigt. Ferner ist zur verl¨aßlichen Sch¨atzung von (Backoff-N-

Gram-) Sprachmodellen eine m¨oglichst große und m¨oglichst repräsentative Textmenge er-

forderlich.

6.1.1 Sprachdaten

Deutsche transkribierte Sprachdaten werden unter anderem vom Bayerischen Archiv

für Sprachsignale (BAS) zur Verf¨ugung gestellt und vertrieben. Zum Training der im

DuDeutsch-System verwendeten Modelle wurden Daten aus den Datenbasen Verbmobil

(VM) und PhonDat (PD) eingesetzt. Diese Datenbasen sind im Anhang C eingehender be-

schrieben. Bei den Verbmobil-Daten handelt es sich um Spontansprache, bei PhonDat um

vorgelesene einzelne S¨atze. Mit dieser Mischung wird erhofft, f¨ur viele Anwendungszwecke

anwendbare akustische Modelle zu gewinnen. Wie in Tab. C.2 dargestellt, liefern die beiden

Datenbasen zusammen gut 60 Stunden nutzbaren Sprachdatenmaterials.
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6.1.2 Textdaten

Da geeignete, ausreichend große deutschsprachige Textdatenbasen schwer verf¨ugbar sind,

wurde für die Berechnung der innerhalb des deutschsprachigen Erkennungssystems einge-

setzten Sprachmodelle und zum Aufbau des Erkennervokabulars eine eigene Textdatenbasis

aufgestellt.

Zu diesem Zweck wurde ein sogenannter Web-Robot programmiert, der den deutsch-

sprachigen Teil des World-Wide-Web (WWW) automatisch durchquert und dabei den auf

den besuchten HTML-Seiten enthaltenen deutschen Text extrahiert und speichert. Die detai-

lierte Vorgehensweise ist in [Sla99] eingehender geschildert. Die resultierende Textdatenba-

sis besteht aus insgesamt etwa 219.000.000 Worten, wobei etwa 2.500.000 unterschiedliche

Wortformen auftreten.

Zu beachten ist, daß die automatisch dem Internet entnommenen Texte in vielen F¨allen

thematisch recht stark an dem Bereich des Internets ausgerichtet sind. Die damit erstellten

Sprachmodelle und das darauf basierende Vokabular sind f¨ur allgemeine Diktiersysteme des-

halb nur bedingt geeignet (siehe auch Abschn. 6.7). Sie eignen sich dadurch jedoch um so

besser f¨ur sprachgesteuerte WWW-Anwendungen, sprachgesteuerte Navigation im Internet

oder auch zum Diktieren von Emails.

6.2 Vokabular

Zur Erstellung von Vokabularien verschiedener Gr¨oße wurde ebenfalls die im vorangegange-

nen Abschnitt beschriebene Textdatenbasis von Texten aus HTML-Seiten des deutschspra-

chigen World-Wide-Web (WWW) verwendet. Es wurden Wortmengen von 7.000, 30.000

und 100.000 Worten auf der Basis der am h¨aufigsten innerhalb der Texte vorkommenden

Worte aufgestellt. Damit ist auch das Vokabular auf den Einsatz im Bereich Computer und

Internet ausgerichtet. Bereits die Menge der 7.000 am h¨aufigsten auftretenden Worte enth¨alt

Worte wie
”
Email“,

”
Server“,

”
Browser“,

”
Netscape“, die nur als Beispiele genannt werden

sollen. Nach der manuellen Bearbeitung der Wortsch¨atze, der vor allem Abk¨urzungen und

Unworte zum Opfer fielen, enthalten die Vokabularien noch 6.500, 28.000 und 95.000 Worte.

Ein großer Teil der Worte der Vokabularien sind zusammengesetzte Worte (engl.: com-

pound words), wie etwa
”
Kindergarten“,

”
Währungsunion“ oder

”
Werkstoffwissenschaft“.

Ansätze, dieser speziellen Eigenschaft der deutschen Sprache innerhalb der Spracherken-

nung Rechung zu tragen, sind beispielsweise in [Ber96] zu finden. Es wird dort die Auftren-

nung zusammengesetzter Worte in Teilworteinheiten vorgeschlagen und die Auswirkung auf

die Spracherkennung deutscher Sprache untersucht. Ziel dabei ist es, mit begrenzter Voka-

bulargröße die Möglichkeit der Generierung und Erkennung beliebiger zusammengesetzter

Worte zu erm¨oglichen. Die wesentlichen Schwierigkeiten dabei sind die gr¨oßere Kontexttiefe

des Sprachmodells, die dann erforderlich ist, um die Auftrittswahrscheinlichkeit zusammen-



6.3. PHONEMISIERUNG 105

gesetzter Worte ausreichend gut zu modellieren, sowie die m¨ogliche Generierung von Un-

worten, die eine zus¨atzliche Fehlerquelle darstellt. Im DuDeutsch-Erkennungssystem wurde

deshalb auf die gesonderte Behandlung zusammengesetzter Worte verzichtet.

6.3 Phonemisierung

Der zur Phonemisierung des Vokabulars gew¨ahlte Phonemvorrat orientiert sich weitgehend

am PhoneminventarErweitertes deutsches SAMPA. SAMPA (Speech Assessment Methods

Phonetic Alphabet) ist ein maschinenlesbares (ASCII-) Format des bekannten IPA (Interna-

tional Phonetic Alphabet) Phonemalphabets. Der Phonemvorrat des DuDeutsch-Systems ist

in den Tabellen G.2 und G.3 im Anhang dargestellt.

Zur Phonemisierung wurden zwei verschiedene auf dem SAMPA-Phonemset basierende

Phonemisierungslexika eingesetzt. Und zwar das PHONOLEX des BAS [Pho98] und das

CELEX-Vokabular des niederl¨andischen Max-Planck-Instituts f¨ur Psycholinguistik [Cel95].

Zusätzlich wurden zahlreiche Phonemisierungen manuell hinzugef¨ugt und auch viele Feh-

lerkorrekturen manuell vorgenommen.

Arbeiten zur Generierung und Auswahl multipler Phonemisierungen f¨ur die deut-

sche Sprache sind beispielsweise in [Wes96, Kip96] beschrieben. Wegen des enormen

zusätzlichen Aufwands, der bei der Dekodierung mit multiplen Phonemisierungen anf¨allt,

wird innerhalb des in dieser Arbeit vorgestellten DuDeutsch-Systems auf den Einsatz mul-

tipler Phonemisierungen verzichtet. Tab. G.4 im Anhang zeigt einen Ausschnitt des phone-

misierten 6.500-Worte-Vokabulars.

6.4 Akustische Modelle

Für die akustische Modellierung werden neben Hidden-Markov-Modellen f¨ur die im An-

hang G aufgef¨uhrten Phoneme, Modelle f¨ur Wortpausen (sp) und Modelle zur Abdeckung

stiller Bereiche (sil) eingesetzt. Dar¨uberhinaus dienen spezielle Ger¨ausch-Modelle dazu,

Störgeräusche innerhalb der Trainingsdaten zu filtern, um zu verhindern, daß Phonemmo-

delle durch diese St¨ordaten beeintr¨achtigt werden. Die Ger¨auschmodelle kommen bei der

Erkennung nicht mehr zum Einsatz. Der Anhang enth¨alt in Tab. G.1 eine komplette Aufli-

stung der eingesetzten nichtphonetischen Markov-Modelle.

6.4.1 Erkennungsmodi

Das Spracherkennungssystem DuDeutsch besitzt zwei verschiedene Betriebsmodi, n¨amlich

sprecherunabh¨angige und sprecherabh¨angige Erkennung. Sie unterscheiden sich lediglich

durch die Wahl des Satzes von Hidden-Markov-Modellen. Die sprecherunabh¨angigen Mo-

delle wurden ausschließlich auf den Sprachdatenbasen Verbmobil und PhonDat trainiert. Die
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sprecherabh¨angigen Modelle wurden mittels zus¨atzlicher Modelladaption auf eigens aufge-

nommenen Sprachdaten von drei Testsprechern jeweils auf diese Sprecher angepaßt.

Für die zwei Erkennungsarten, sprecherunabh¨angige und sprecherabh¨angige (sprecher-

adaptierte) Erkennung, werden zwei verschiedene Modellierungstypen eingesetzt. Bei der

sprecherunabh¨angigen Modellierung wurde der in Abschn. 3.2.2 vorgestellte teilweise ver-

knüpfte Modellierungsansatz gew¨ahlt. Dabei liegt die gute Erkennungsleistung bei gleich-

zeitig wenig aufwendiger Dichtefunktionsauswertung im Vordergrund. F¨ur die sprecher-

abhängige Modellierung wurden unverkn¨upft kontinuierliche Modelle gew¨ahlt, da für der-

artige Modelle mit der Methode der Maximum-Likelihood-Linear-Regression (MLLR)

[Leg95, Wal99] mit anpaßbarer Anzahl von Regressionsklassen eine sehr erfolgreiche Ad-

aptionsmethode entwickelt wurde, mittels derer die Zahl der zur Adaption eingesetzten Pa-

rameter an die Menge der zur Adaption zur Verf¨ugung stehenden Daten angepaßt werden

kann. Der folgende Abschnitt erl¨autert diesen Adaptionsansatz knapp und zeigt die im Rah-

men der vorliegenden Arbeit ebenfalls entwickelte Erweiterung zur lokal diskriminativen

Adaption auf.

In den beiden Erkennungssystemen, sprecherabh¨angig sowie sprecherunabh¨angig, kom-

men wortinterne Triphon-Modelle (siehe Abschn. 2.4.7) zum Einsatz, die mit den in Ab-

schn. 3.1.1 beschriebenen Methoden verkn¨upft wurden. Dabei kam das in [Wil99b] vorge-

schlagene Verfahren zum Einsatz. So konnte auf die aufwendige und schwierige Definition

phonetischer Kategorien, ¨ahnlich denen im Anhang F f¨ur den LIMSI-Phonemvorrat definier-

ten, verzichtet werden.

6.4.2 Sprecheradaption

Aufgabe der Sprecheradaption ist es, sprecherunabh¨angige Erkennungssysteme, die auf

großen Mengen von̈Außerungen verschiedener Sprecher aufgestellt wurden und dement-

sprechend viele Modellierungsparameter besitzen, durch wenigeÄußerungen eines einzel-

nen Sprechers zu einem sprecherabh¨angigen Erkennungssystem f¨ur eben diesen Sprecher

umzuformen. Im Gegensatz zu Erkennungssystemen, die ausschließlich mit den verf¨ugbaren

Daten des Sprechers aufgestellt werden, k¨onnen in sprecheradaptierten Systemen durch den

Einsatz der Daten der verschiedenen Sprecher auch Modelle verl¨aßlich gesch¨atzt werden,

die in denÄußerungen des einzelnen Sprechers nur selten oder eventuell ¨uberhaupt nicht

auftreten.

Für Erkennungssysteme mit kontinuierlicher Verteilungsmodellierung ist der Adaptions-

ansatz der Maximum Likelihood Linear Regression (MLLR) [Leg95] besonders beliebt. Die

wesentliche Idee dabei ist es, die Mittelwertvektoren der Normalverteilungen des Modellie-

rungssystems nicht komplett neu zu sch¨atzen - für eine robuste Neusch¨atzung reichen die

Adaptionsdaten kaum aus -, sondern lediglich eine RegressionsmatrixM aufzustellen, mit

deren Hilfe die Mittelwertvektoren der Normalverteilungen transformiert werden.
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�0q = �q �M 8q 2 Q (6.1)

Die übrigen Parameter des sprechunabh¨angigen Systems, Varianzmatrizen, Mischvertei-

lungsgewichte und Transitionsmatrizen, bleiben dabei unver¨andert. Die Dimension der Mit-

telwertvektoren wird dabei ¨ublicherweise um eine konstante Komponete zuD+1 erweitert,

sodaß dann mit einerD+1�D Matrix neben Translation und Drehung auch eine Verschie-

bung der Verteilungsfunktionen bewirkt werden kann. Die erweiterten Mittelwertvektoren

werden als�q geschrieben;M bezeichne nun eineD + 1�D Matrix.

�0q = �q �M 8q 2 Q (6.2)

Das bei der MLLR-Adaption verfolgte Optimierungskriterium ist dabei ¨ahnlich wie beim

Training nach dem Forward-Backward-Algorithmus die Maximierung der modellbasierten

Auftrittswahrscheinlichkeit (Maximum Likelihood) der akustischen Beobachtungen.

Mmllr = argmax
M

P (XjW;M) (6.3)

Wird die MLLR Adaption bez¨uglich des Viterbi-Pfades durchgef¨urt und die Adapti-

onssmatrix alsM definiert, so läßt sich das Trainingskriterium als

Mmllr = argmax
M

TX
t=1

p(xtjq
t;M) (6.4)

formulieren. Bei unverkn¨upfter kontinuierlicher Modellierung ergibt dies

Mmllr = argmax
M

TX
t=1

wqti

CX
i=1

1q
(2�)Dj�qtij

e
� 1

2

(xt��qti
M)2

�
qti (6.5)

Im Fall sehr wenig verf¨ugbarer Adaptionsdaten werden die Mittelwertvektoren der Nor-

malverteilungskomponenten aller Mischverteilungen aller Modellzust¨ande mit nur einer ein-

zigen gemeinsam gesch¨atzen Matrix transformiert. Sind entsprechend mehr Daten verf¨ugbar,

so bietet es sich an, mehrere Modellzustandsgruppen zu bilden, deren Verteilungsmittelwerte

mit jeweils einer eigenen Matrix transformiert werden. Auf diese Art und Weise l¨aßt sich die

Zahl der zu sch¨atzenden Parameter, die zur Zahl der eingesetzten Matrizen proportional ist,

an die Menge der zur Verf¨ugung stehenden Daten anpassen. Im Fall mehrerer Transforma-

tionsmatrizen und einer Funktionc(q), die den Index der Adaptionsmatrix zum Zustandq

angibt, ergibt sich das Traniningskriterium im Fall des Einsatzes vonZ Matrizen zu

M1

mllr ; :::M
Z

mllr = argmax
M1;:::MZ

TX
t=1

p(xtjq
t;Mc(qt)) (6.6)

Üblicherweise wird ¨anhlich wie beim Zustandsclustern aus Abschn. 3.1.1 ein Likelihood-

basiertes̈Ahnlichkeitsmaß angewendet, um die Zustandscluster zu bestimmen, die mit einer

gemeinsamen Matrix transformiert werden [Che98].
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In [Wal00] konnte mittels Methoden der MLLR-Adaption bei standardisierten Adap-

tionsaufgaben des WSJ-Korpus beachtliche Erfolge erzielt werden. Dabei wurde sowohl

überwachte Adaption, bei der derÄußerungsinhalt der Adationss¨atze bekannt ist, als auch

unüberwachte Adaption, bei der der Inhalt unbekannt ist, erfolgreich durchgef¨uhrt. Es wurde

darüberhinaus ein ver¨andertes Trainingskriterium f¨ur die Adaption durch lineare Regression

vorgeschlagen, daß sich weitgehend am Trainingskriterium des lokal diskriminativen Trai-

nings aus Kapitel 4 orientiert. F¨ur dieses Adaptionsverfahren wurde der Name Scaled Li-

kelihood Linear Regression (SLLR) gew¨ahlt, da die Maximierung der lokalen A-Posteriori-

Wahrscheinlichkeiten der Modellzust¨ande optimiert wird, die auch gerne als skalierte Like-

lihood bezeichnet wird. Im Gegensatz zu 6.4 wird das Trainingskriterium der SLLR Adapti-

on durch

M1

sllr; :::M
Z

sllr = argmax
M1;:::MZ

TX
t=1

p(xtjq
t;Mc(qt))P

q2Q P (q)p(xtjq;Mc(q))
(6.7)

definiert, wobei wiederum ein Training bez¨uglich des Viterbi-Pfades angenommen wird.

In [Wal00] zeigte sich bei SLLR-Adaption eine im Durchschnitt um etwa 20% gr¨oßere Feh-

lerreduktion im Vergleich zur MLLR-Adaption. Dies belegt die besondere Eigenung diskri-

minativer Trainingskriterien vor allem bei stark begrenzter Trainingsdatenmenge, wie es bei

Adaptionsaufgaben immer der Fall ist. Dementsprechend sollte gerade im Bereich der Spre-

cheradaption von den aufwendigen diskriminativen Trainingskriterien Gebrauch gemacht

werden.

Zum Zwecke der Anpassung des DuDeutsch-Systems an die verf¨ugbaren Einzelsprecher

wurde sowohl das MLLR-Verfahren mit mehreren Regressionsklassen (mehreren Transfor-

mationsmatrizen), als auch das diskriminative SLLR-Verfahren erprobt. Die erzielten Ver-

besserungen der Erkennungsleistung sind unter Abschn. 6.7 aufgef¨uhrt.

6.5 Sprachmodelle

Die Entwicklung der Sprachmodelle auf der Basis des unter Abschn. 6.1.2 dargestellten

Textkorpus ist in [Sla99] eingehend beschrieben. Es wurden Trigram-Sprachmodelle f¨ur den

6.500, 28.000 und 95.000 Worte umfassenden Wortschatz aufgestellt. Die Perplexit¨at die-

ser Sprachmodelle auf unabh¨angigen Textdaten ist in Tab. 6.1 dargestellt. Es wurden ver-

schiedene Discountingstrategien verfolgt, wobei das CMU-Sprachmodell-Toolkit [Cla97]

verwendet wurde. Die Good-Turing-Discountingstrategie Gl. (2.51) und die Witten-Bell-

Discountingstrategie Gl. (2.50) liefern nur geringf¨ugig unterschiedliche Perplexit¨atswerte.

Wegen des geringf¨ugig kleineren Wertes des nach Witten-Bell gegl¨atteten Sprachmodells,

wurde für das 28.000- und 95.000-Worte-System ausschließlich diese Discountingstrategie

gewählt.

Die Textmenge, die dabei zur Perplexit¨atsmessung verwendet wurde, ist eine unabh¨angig
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Vokabulargröße Discountingstrategie PP

6.500 Good-Turing 168,6

6.500 Witten-Bell 166,9

28.000 Witten-Bell 266,1

95.000 Witten-Bell 369,8

Tabelle 6.1: Perplexit¨atswerte der aufgestellten Trigram-Sprachmodelle

von den Trainingstexten gewonnene Textsammlung aus WWW Seiten des deutschsprachigen

Internets von knapp einhundert Millionen Worten.

Der Einsatz von Modellen gr¨oßerer Kontexttiefe hat sich als nicht vorteilhaft erwiesen

[Sla99]. Für das Training von Modellen gr¨oßerer Kontexttiefe sind wesentlich gr¨oßere Text-

mengen erforderlich.

6.6 Dekoder

Wegen seiner F¨ahigkeit zum effizienten Umgang mit Trigram-Sprachmodellen wird zur De-

kodierung innerhalb des DuDeutsch-Systems der in Kapitel 5 vorgestellte zeitasynchrone

Stackdekoder DuCoder eingesetzt. Mit der unter Abschn. 5.2.4 dargestellten M¨oglichkeit,

Sprachmodelle nicht komplett in den Hauptspeicher aufzunehmen, sondern die ben¨otigten

Elemente effizient bei Bedarf einzulesen, kommt der Dekoder selbst beim Einsatz des

95.000-Worte-Vokabulars mit Triphon-Modellen und dem Trigram-Sprachmodell mit we-

niger als 100 Megabytes Hauptspeicherkapazit¨at aus und ist somit auf herk¨ommlich ausge-

statteten Arbeitsplatzrechnern einsetzbar.

6.7 Evaluierung

Für die Evaluierung des sprecherunabh¨angigen Systems wurden von 11 Sprechern jeweils 20

Sätze, insgesamt also 220 S¨atze, aufgenommen. Tab. 6.2 zeigt die erzielten Erkennungsraten

bei unterschiedlicher Vokabulargr¨oße für die einzelnen Sprecher. Die durchschnittliche Er-

kennungsrate von etwa 75% bis 82% ist f¨ur Diktiersysteme sicherlich nicht akzeptabel. F¨ur

gewisse Anwendungsgebiete der Spracherkennung, wie etwa dem automatischen Transkri-

bieren von Radio- und Fernsehsendungen, ist ein derartiges System jedoch durchaus sinnvoll

einsetzbar. Zu beachten ist, daß die von den Testsprechern gesprochenen S¨atze nicht dem the-

matischen Bereich des Internets entnommen worden sind und insofern vom Sprachmodell

nur unzureichend modelliert werden. Auch sind viele Worte enthalten, die in den kleineren

Vokabularien nicht vorkommen. Erst beim Einsatz des 95.000 Worte umfassenden Vokabu-

lars sind die Test¨außerungen weitgehend frei von nicht im Vokabular verzeichneten Worten
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Anzahl Vokabulargröße

Sprecher Sätze 6.500 28.000 95.000

ab 20 75,4 75,6 78,1

ak 20 76,5 76,0 80,6

cn 20 82,0 83,0 85,3

cs 20 70,8 72,0 78,5

dw 20 75.0 74,0 85,7

fh 20 70,6 70,5 74,9

fw 20 82,6 82,4 87,3

jr 20 74,9 75,1 82,0

se 20 67,2 67,7 71,6

sm 20 79,9 80,0 83,1

vm 20 91,9 90,1 93,3P
220 77,0 76,9 81,9

Tabelle 6.2: Erkennungsraten (ER in %) f¨ur die einzelnen Sprecher

(Out of vocabulary words, OOVs). Dies dr¨uckt sich in der verbesserten Erkennungsleistung

aus, die bei dieser Vokabulargr¨oße gemessen werden kann.

Die Ergebnisse f¨ur die adaptierten sprecherabh¨angigen Systeme sind in Tab. 6.3 darge-

stellt. Von den 200 S¨atzen, die dabei f¨ur jeden der drei Sprecher verf¨ugbar waren, wurden

jeweils 150 zum adaptiven Training und 50 zum Testen verwendet. Es ist erkennbar, daß sich

durch die Anpassung der Modelle nach Abschn. 6.4.2 eine beachtliche Fehlerreduktion er-

zielen läßt. Die Verbesserung ist beim Sprecherfw auffallend groß. Die Sprachdaten dieses

Sprechers wurden gegen¨uber den Trainingsdaten des sprecherunabh¨angigen Systems ¨uber

einen stark unterschiedlichen Kanal (Mikrophon, Soundkarte) aufgenommen. Die Adaption

sorgt hier neben der Adaption an den Sprecher auch f¨ur eine Adaption der akustsichen Mo-

delle an diese sehr unterschiedlichen Kanaleigenschaften. Dier Verbesserung, die mittels des

vorgeschlagenen SLLR-Adaptionsverfahren erzielt wird, ¨ubertrifft die der MLLR-Adaption

um etwa 15%.

Tab. 6.4 faßt die Ergebnisse einer in [Wil00] ver¨offentlichten Untersuchung zusammen.

Dabei wurde versucht,guteKonfigurationen des DuCoders zu finden, die ein vertretbares

Verhältnis von Laufzeit und Erkennungsleistung erzielen. Die KonfigurationKein Fehler,

die keinen wesentlichen zus¨atzlichen Suchfehler verursacht, ben¨otigt auf einem mit 400Mhz

getakteten PentiumII-Rechner 130 Minuten zur Dekodierung der 50 S¨atze des Sprechers

dw aus Tab. 6.3. Dies entspricht einem Echtzeitfaktor von etwa 37. Mit dieser Konfigurati-

on des Dekoders wurden auch die in den Tabellen 6.2 und 6.3 aufgef¨urten Erkennungslei-

stungen gemessen. Bei sorgf¨altiger Konfiguration des Dekoders gelingt es mit etwa 0,5%
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Anzahl Sprecherunabh¨angig Adaptiert nach MLLR Adaptiert nach SLLR

Sprecher Sätze ER[%] WFR[%] ER[%] WFR[%] ER[%] WFR[%]

dw 50 82,0 24,3 84.9 18,0 85,9 17,0

fw 50 73,1 30,9 83,3 19,1 84,3 18,0

sp 50 82,2 24,1 84,7 18,3 85,8 17,4P
150 79,1 26,4 84,3 18,4 85,3 17,4

Tabelle 6.3: Erkennungsleistung der sprecheradaptierten Systeme mit dem 95.000-Worte-

Vokabular

zusätzlichem Suchfehler fast eine Verdoppelung der Dekodiergeschwindigkeit zu bewirken

(Langsam). Mit weniger als 3% zus¨atzlichem Suchfehler wird eine Drittelung der Lauf-

zeit erzielt (Mittel). Bei Dekodierung in f¨unffacher Echtzeit ist ein zus¨atzlicher Suchfehler

von etwas ¨uber 5% zu verzeichnen (Schnell). Eine Dekodierung, die auf dem beschriebenen

Rechner ann¨ahernd in Echtzeit durchgef¨uhrt werden kann, verursacht etwa 12% zus¨atzlichen

Suchfehler.

Konfiguration WFR [%] Laufzeit [min] EZF

Kein Fehler 17:0 130 37

Langsam 17:4 77 22

Mittel 19:7 45 13

Schnell 22:3 18 5

Echtzeit 29:1 6 1:7

Tabelle 6.4: Maßgebliche Dekoderkonfigurationen

6.8 Kapitelzusammenfassung

In diesem Kapitel wurden die wichtigsten Merkmale des entwickelten deutschsprachigen

Erkennungssystems DuDeutsch aufgef¨uhrt. Mit einem Wortschatz von bis zu 95.000 Worten

erzielt es im sprecherunabh¨angigen Modus eine Worterkennungsrate von etwa 82%. Dies ist

zwar für Diktiersysteme ein inakzeptabel hoher Wert, jedoch f¨ur Anwendungsgebiete, wie

automatisches Indexieren von Sprach- und Videodaten oder das sprachgesteuerte Surfen im

World-Wide-Web ist das Erkennungssystem durchaus geeignet.

Durch Anpassung an einen einzelnen Sprecher kann die Erkennungsleistung des Systems

erheblich gesteigert werden. Die Wortfehlerrate konnte durch Sprecheradaption etwa um ein

Drittel reduziert werden. Dabei zeigte die vorgeschlagene diskriminative Adaption SLLR ei-
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ne um etwa 15% gr¨oßere Fehlerreduktion als die ¨ubliche MLLR-Adaption nach Maximum-

Likelihood-Kriterium. Für spezielle Diktier- oder Indizierungsanwendungen sind es damit

vor allem die Sprachmodelle und auch der Wortschatz, die einer Anpassung an den jeweili-

gen thematischen Kontext bed¨urfen.

Die von zusätzlichen Suchfehlern freie Dekodierung erfordert mit dem in Kapitel 5 vor-

gestellten Stackdekoder etwa 37fache Echtzeit. Bei einer Konfiguration des Dekoders, die

etwa 5% zus¨atzlichen Suchfehler verursacht, kann die Laufzeit jedoch auf etwa f¨unffache

Echtzeit reduziert werden.

Leider sind für deutschsprachige Erkennungssysteme keine Standardtestkonditionen und

-testdaten verf¨ugbar, die die vergleichende Bewertung des Systems zuließen. Nicht zuletzt

aus diesem Grund wurden in den Kapiteln 3 und 4 englischsprachige Standarddatenbasen

eingesetzt, um eine aussagekr¨aftige Evaluierung der diversen Modellierungsans¨atze zuzu-

lassen.
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Kapitel 7

Zusammenfassung und Ausblick

7.1 Zusammenfassung

Zunächst hat die vorliegende Arbeit die Ziele und Aufgaben vorgestellt, mit denen sich das

Forschungsgebiet der automatischen Spracherkennung besch¨aftigt. Der statistische Ansatz

mit dem Einsatz von Hidden-Markov-Modellen und Backoff-N-Gram-Sprachgrammatiken,

der sich im vergangenen Jahrzehnt durchgesetzt hat, wurde erl¨autert, und die wichtigsten

Modellierungsmethoden und Algorithmen wurden angesprochen.

Im Anschluß daran wurden in den Kapiteln drei und vier verschiedene Aspekte der aku-

stischen Modellierung diskutiert, eigene Ans¨atze aufgezeigt und auf international bedeuten-

den Datenbasen evaluiert. Das dritte Kapitel hat sich dabei zuerst mit baumf¨ormigem Zu-

standsclustern besch¨aftigt, einem Verfahren, das dazu dient, in kontextabh¨angigen Modell-

systemen Modellzust¨ande zu Clustern zusammenzusfassen. Eine neuartige Methode wurde

vorgestellt, die zum einen dazu dienen kann, die Menge der erlaubten Schnitte (Fragen) an

die Menge der Trainingsdaten anzupassen und die zum anderen auch dazu eingesetzt werden

kann, sämtliche Schnitte automatisch zu bestimmen, um so ohne das Aufstellen phonetischer

Klassen auszukommen. In den Evaluierungen hat sich die automatische Erweiterung des Fra-

genvorrats als g¨unstig erwiesen, um eine Verbesserung der Zustandsclusterung zu erreichen.

Darüberhinaus konnte mit komplett automatisch generiertem Fragenvorrat eine ebenso gute

Erkennungsleistung erzielt werden. Durch das vorgeschlagene ver¨anderte Clusterungskriteri-

um, das balancierte Clusterungsb¨aume bevorzugt, wurde eine weitere meßbare, jedoch nicht

signifikant bessere Erkennungsleistung erzielt. Das aufgebaute WSJ-Erkennungssystem, das

mittels des vorgeschlagenen Verfahrens zur Zustandsclusterung ohne die Vorgabe phone-

tischer Kategorien auskommt, liegt mit seiner Erkennungsleistung im Bereich der besten

Systeme der offiziellen Evaluierung zur 5k-Erkennungsaufgabe.

Im weiteren hat Kapitel drei zwei neue Ans¨atze vorgestellt, die Komponentenan-

zahl und die Verkn¨upfungsstruktur kontinuierlicher Hidden-Markov-Modell-Systeme an die

zum Training zur Verf¨ugung stehende Datenmenge anzupassen. In experimentellen Un-
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tersuchungen hat sich im Besonderen das datengetriebene Mischverteilungsverkn¨upfungs-

Verfahren als gut geeignet erwiesen, eine Modellierungsstruktur hervorzubringen, die Ver-

knüpfungen dort einsetzt, wo sie zur Robustheit beitragen k¨onnen, jedoch auch dort vermei-

det, wo sie zu schwerwiegendem Genauigkeitsverlust f¨uhren.

Das vierte Kapitel hat sich mit diskriminativem Training und diskriminativ ausgerichte-

ten (neuronalen) Modellstrukturen besch¨aftigt. Der Ansatz des vokabularbasierten diskrimi-

nativen Trainings wurde vorgeschlagen und die Weiterf¨uhrung zu vokabular- und sprachmo-

dellbasiertem Training wurde detailliert dargestellt. Die experimentellen Ergebnisse belegen

die Eignung des Ansatzes zur Gewinnung im Sinne der Erkennungsrate besserer Parame-

terschätzungen im Gegensatz zum Maximum-Likelihood-Training und dem herk¨ommlichen

lokalen diskriminativen Trainingsansatz.

Darüberhinaus wurden im vierten Kapitel neuartige hybride HMM/NN-Systeme mit dis-

kriminativ trainierter Vorverarbeitung vorgestellt. In den experimentellen Untersuchungen

gelang es, durch den Einsatz eines auf einem System niederer Komplexit¨at traininerten

neuronalen Netzes die Erkennungsleistung eines komplexen kontextabh¨angigen Systems

zu verbessern, ohne im kontextabh¨angigen System selbst diskriminative Trainingskriterien

anwenden zu m¨ussen. Dies ist wegen der großen Komplexit¨at diskriminativer Trainings-

kriterien eine Beobachtung von großer praktischer Relevanz. Das in den Experimenten

mit der Resource-Management-Datenbasis aufgestellte hybride Erkennungssystem mit kon-

textabhängiger Modellierung erreicht eine der besten je mit vergleichbaren Systemen erziel-

ten Fehlerraten.

Kaptiel fünf hat sich mit den beiden am meisten verbreiteten Organisationsformen

der Dekodierung besch¨aftigt und die wichtigsten Beitr¨age des Autors in diesem Bereich

dargestellt und evaluiert. In einigen Versuchsreihen hat sich die zeitsynchrone Viterbi-

Dekodierung mit baumf¨ormig organisiertem Erkennungsnetzwerk, partiellen Baumkopien

und Sprachmodellverschmierung als ¨außerst gut geeignet erwiesen, im Fall eines Bigram-

Sprachmodells eine effiziente Dekodierung zu bewerkstelligen. Durch das eingef¨uhrte A-

Posteriori-Pruning und -Projektionspruning konnte eine weitere Beschleunigung der Deko-

dierung erreicht werden, die mit verh¨altnismäßig kleinem zus¨atzlichen Suchfehler verbunden

ist.

Des weiteren hat das f¨unfte Kapitel das Prinzip der Dekodierung mit Stacks dargelegt,

das vor allem beim Einsatz h¨oherer N-Grams (ab etwaN = 3) von großem Vorteil ist. Der

Stackdekoder
”
DuCoder“ wurde vorgestellt zusammen mit den diversen realisierten heuri-

stischen Optimierungsmethoden und einem festplattenbasierten Sprachmodell. In Evaluie-

rungen konnte eine Dekodierung mit 95.000-Worte-Vokabular und Trigram-Sprachmodell

in nahezu Echtzeit erreicht werden. Diese ist allerdings noch mit erheblichem zus¨atzlichen

Suchfehler verbunden.

Abschließend hat das sechste Kapitel das vom Autor entwickelte deutschsprachige Er-

kennungssystem
”
DuDeutsch“ beschrieben. Es erlaubt die sprecherunabh¨angige aber auch
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die sprecherabh¨angige Erkennung bei einem Wortschatz von bis zu 95.000 Worten. Bei

der akustischen Modellierung werden die im dritten Kapitel dargestellten Verfahren einge-

setzt. So ergibt sich eine stark an die Daten angepaßte Modellierungsstruktur und auf die

Definition phonetischer Kategorien zum Zwecke der Zustandsverkn¨upfung kann verzichtet

werden. Die sprecherabh¨angigen Modelle wurden durch Adaptionsmethoden aus den spre-

cherunabh¨angigen gewonnen. Die vorgeschlagene SLLR-Adaptionsmethode, die sich stark

an dem im vierten Kapitel beschriebenen diskriminativen Trainingsansatz orientiert, erziel-

te dabei eine um etwa 15% bessere Fehlerreduktion als der ¨ubliche Maximum-Likelihood-

Adaptionsansatz MLLR. Zur Dekodierung innerhalb des DuDeutsch-Systems wird der im

fünften Kapitel vorgestellte Stackdekoder eingesetzt. Die Trigram-Sprachmodelle sowie das

Erkennervokabular selbst wurden auf einer großem Textdatenbasis, die dem deutschsprachi-

gen Teil des Internets entnommenen worden ist, berechnet. Die erzielte Erkennungsleistung

ist zwar für Diktiersysteme zu gering, f¨ur Anwendungsgebiete, wie das automatische Index-

ieren von Sprach- und Videodaten oder das sprachgesteuerte Surfen im World-Wide-Web ist

das Erkennungssystem jedoch durchaus geeignet.

7.2 Ausblick

Die automatische Spracherkennung mit den in dieser Arbeit dargestellten statistischen Me-

thoden hat bereits einige sehr leistungsf¨ahige Erkennungssysteme hervorgebracht. So auch

das in der vorliegenden Arbeit beschriebene deutsche Spracherkennungssystem DuDeutsch.

Nachdem noch vor etwa 20 Jahren die Unterscheidung weniger isoliert gesprochener Wor-

te eine große Herausforderung darstellte und man erst vor etwa 10 Jahren damit begann,

kontinuierliche Sprache mit sehr kleinem Vokabular zu dekodieren, muß der statistisch

motivierte Ansatz mit dem Einsatz von Hidden-Markov-Modellen und Backoff-N-Gram-

Sprachmodellen demnach als sehr erfolgreich bewertet werden.

So haben inzwischen die in der Spracherkennung gewonnenen Erkenntnisse der stati-

stischen Modellierung auch in zahlreichen anderen Disziplinen der Mustererkennung Ein-

zug gefunden. Vor allem die Erkennung von gedruckter Schrift [Bra99], von Handschrift

[Rig98a, Kos99] und von anderen gezeichneten Objekten [M¨ul98] sind dabei Disziplinen, in

denen sich der Einsatz von HMMs und Backoff-N-Gram-Modellen als ebenfalls sehr erfolg-

reich herausgestellt hat.

Mannigfaltige Arbeiten, wie auch die vorliegende, besch¨aftigten sich seitdem mit dem

besonders effizienten Ausnutzen der begrenzt verf¨ugbaren Menge an Trainingsmaterial zum

Aufstellen der eingesetzten statistischen Modelle. Mitunter wird angef¨uhrt und kritisiert, daß

seit der Einführung der HMMs und der N-Gram-Sprachmodelle die Spracherkennungsfor-

schung wenig grundlegend Neues hervorgebracht hat. Dies ist jedoch eine recht kurzsichtige

Darstellung. Sie kommt der Kritik an der Automobilindustrie gleich, daß diese immer noch

Gerätschaften baue, die auf vier Gummir¨adern stehen. Tats¨achlich hat man inzwischen sehr
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detaillierte und hochkomplexe Verfahren entwickelt, aus begrenztem Trainingsmaterial sehr

gute Modelle zu gewinnen, die dazu gef¨uhrt haben, daß die auf Standarddatenbasen erzielten

Fehlerraten weit gesenkt werden konnten. So setzt man sich heute Ziele, wie die Erkennung

kontinuierlicher Sprache bei einem Wortschatz von 100.000 Worten, an die vor einigen Jah-

ren nicht nur wegen fehlender Rechnerleistung nicht zu denken war.

Aber sicher hat auch die sprunghaft gestiegene Leistung herk¨ommlicher Rechner mit zur

Leistungsexplosion von Spracherkennungssystemen beigetragen. Dennoch ist gerade die ef-

fiziente Dekodierung nach wie vor ein wichtiges Forschungsthema. Die in dieser Arbeit vor-

gestellten Ans¨atze zeigen nur einige der M¨oglichkeiten auf, effiziente Echtzeit-Dekodierung

zu erreichen. Zuk¨unftige Arbeiten werden vor allem im Bereich der effizienten Dekodierung

von Markov-Modellen h¨oherer Ordnung anzustellen sein. Der Einsatz von HMMs h¨oherer

Ordnung scheitert heute zumeist an der Forderung der schnellen Dekodierung.

Die sprachlichen Aspekte, die mit der g¨angigen Modellierung nur unzureichend

berücksichtigt werden, wurden bereits unter Abschn. 2.7.1 angesprochen. Dialekte und Um-

gangssprache bereiten heutigen Spracherkennungssystemen enorme Probleme. Die Wort-

modellierung mit fest vorgegebener Phonemisierung scheint hierbei an ihre Grenzen zu sto-

ßen. Methoden, die versuchen, die Phonemisierungen der Worte selbst zu lernen, scheinen

von großer Wichtigkeit zu sein. Auch die k¨unstliche Unterscheidung zwischen sprecher-

abhängigen und sprecherunabh¨angigen Systemen gilt es, zuk¨unftig zu überwinden, um der

Spracherkennungstechnologie einen gr¨oßeren Anwendungsbereich zu erschließen. Schl¨ussel

dazu ist das un¨uberwachte Training der statistischen Modelle. W¨unschenswert sind Erken-

nungssysteme, deren Leistungsf¨ahigkeit für einen Sprecher sich verbessert, je l¨anger die-

ser das System nutzt. Erste Versuche zu un¨uberwachtem Training wurden beispielsweise in

[Wal00] unternommen.

Die Erkennungsleistung des DuDeutsch-Systems ist f¨ur den Einsatz in Diktiersystemen

und ähnlichem noch nicht geeignet; vor allem das Vokabular und das eingesetzte Sprach-

modell bed¨urfen für diesen Anwendungszweck einer st¨arkeren Fokussierung auf gewisse

thematische Bereiche. Mit der starken Ausrichtung auf die Sprache des Internets scheint das

DuDeutsch-System f¨ur den Einsatz zum sprachgesteuerten Surfen im WWW des Internets

und zum Diktieren von Emails gut geignet. Der Einsatz des Systems als Basis f¨ur Arbeiten

im Bereich der Transkription von Multimedia-Daten, wie Radio- und Fernseh-Berichten und

ähnlichem, ist ebenfalls durchaus denkbar.
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Anhang A

Mel-Cepstrum-Koeffizienten

In Kapitel 2 wurde der Ablauf der Merkmalsgewinnung nur angerissen. Deshalb sollen an

dieser Stelle die im Bereich der Spracherkennung am weitesten verbreiteten und auch in-

nerhalb der Erkennungssysteme dieser Arbeit eingesetzten Merkmale, die Mel-Cepstrum-

Koeffizienten (MFCC), n¨aher erläutert werden. Die in Abb. A.1 dargestellten Verarbeitungs-

schritte, werden zur MFCC-Merkmalsextraktion gez¨ahlt.

DFT IDFTlog( |  | )

Preemphase

Sprachsignal
diskretisiertes

Mel-Filterbänke
MFC

X
Ableitungen

der
Hinzufügen

Energie (Merkmalvektor)

Fensterung

sdis(n)

st(n)

S(k) Y (n)

et

spre(n)

Abbildung A.1: Ablauf einer typischen Gewinnung eines MFCC-Merkmalvektors

Bei der Gewinnung des MFCC-Merkmalvektors wird versucht, die Anregung des Vo-

kaltraktes aus dem Sprachsignal zu extrahieren. Es soll das sogenannte Cepstrum berechnet

werden. Der Ausdruck Cepstrum soll dabei ausdr¨ucken, daß aus dem Spektrum des Sprach-

signals auf den Einfluß des Vokaltraktes zur¨uckgeschlossen werden soll (SPEC r¨uckwärts

gelesen ergibt CEPS).
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A.1 Preemphase

Die erste Stufe der Merkmalsextraktion ist die Preemphase. Hier wird das Sprachsignal fre-

quenzabh¨angig verst¨arkt. Bereiche mit h¨oheren Frequenzanteilen werden st¨arker angehoben

als Bereiche niederfrequenter Schwingungen.

Da an dieser Stelle ein diskretisiertes Signal vorliegt, kommt f¨ur diese Aufgabe eben-

falls nur ein diskreter Filter in Betracht. Ein FIR-Filter erster Ordnung kann diese Aufgabe

bewerkstelligen.

Die Übertragungsfunktion eines FIR-FiltersH(z) hat folgende Charakteristik im diskre-

ten Frequenzbereich (Z-Bereich):

H(z) = 1� a � z�1 (A.1)

Im Zeitbereich entspricht das der einfachen Beziehungspre(n) = sdis(n)�a �sdis(n�1),

in der vom aktuellen Wert mit der Gewichtunga der vorhergehende subtrahiert wird. Mit

spre(n) liegt nun weiterhin ein diskretes Signal vor.

A.2 Fensterung

Bei der Fensterung (siehe auch Abschn. 2.2 wird angenommen, daß das Sprachsignal in kur-

zen Zeitbereichen als unver¨andert (station¨ar) angenommen werden kann. Die Dauer dieser

Zeitbereiche wird im allgemeinen im Bereich von etwa 25 ms gew¨ahlt. Durch die Fensterung

entsteht eine Serie von Einzelbeobachtungen (engl.: Frames)st(n); t = 1; 2; : : : ; T , die je-

weils ein kurzes Intervall des Ursprungssignals repr¨asentieren. F¨ur diese Kurzzeit-Intervalle

wird im weiteren eine diskrete Fourier-Transformation (DFT) vorgenommen, die das diskre-

te Signal in den Frequenzbereich wandelt.

Zur Berechnung der Einzelbeobachtungen, d.h. zur Durchf¨uhrung der Fensterung, wird

das Analysefenster jeweils um eine bestimmte Anzahl von Zeitschritten verschoben und an-

schließend mit der Fensterfunktion multipliziert.

A.3 Diskrete-Fourier-Transformation

Um die Spektralanteile berechnen zu k¨onnen, werden alle Einzelbeobachtungen einer

Fourier-Transformation unterzogen. F¨ur ein zeitlich begrenztes Signalst(n) der DauerN

gilt hinsichtlich der Fourier-Transformation

Ffst(n)g = St(e
j!) =

N�1X
n=0

st(n)e
�j!n (A.2)

wobei! die kontinuierliche Frequenzachse repr¨asentiert.
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Wird das verschobene und gefensterte Signal mits
0

t(n) bezeichnet, so ergibt sich mit der

Transformationsvorschrift Gl. (A.2) die folgende Gleichung.

St(e
j!) =

N�1X
n=0

s
0

t(n) � w(n)e
�j!n (A.3)

Diese Gleichung ist auch als Kurzzeit-DFT (engl.: Short Time Discrete Fourier Transfor-

mation, STDFT) bekannt, da sie sich nur ¨uber einen kurzen Zeitbereich erstreckt.

Durch die Fensterung, also das Zerlegen in Kurzzeit-Signale, wird jedoch das Fre-

quenzspektrum des Originalsignals verzerrt. Vor allem beim Einsatz einfacher Rechteck-

Fensterfunktionen ist dies zu beobachten. Durch die geeignetere Wahl der Fensterform kann

den Verzerrungen jedoch entgegengewirkt werden. Das innerhalb der Spracherkennung am

häufigsten zur Wandlung verwendete Fenster ist das sogenannte Hamming-Fenster. Durch

die Form dieser Fensterfunktion werden Werte in der Fenstermitte st¨arker gewichtet und das

Frequenzspektrum dadurch nicht allzusehr verzerrt. Die Form dieses Fenster l¨aßt sich wie

folgt angeben:

w(n) =

8<
: 0; 08 + 0; 46 sin

�
�n
N�1

�
n = 0; : : : ; N � 1

0 sonst
(A.4)

Auch die Fensterl¨angeN hat einen direkten Einfluß auf die Frequenzaufl¨osung des trans-

formierten SignalsSt(ej!). Der Einfluß der Frequenzaufl¨osung kann durch den folgenden

Zusammenhang zwischen der AbtastfrequenzfA, der AbtastdauerTA und der Fensterl¨ange

N angegeben werden.

�f =
�!

2�TA
=

2�

2�TAN
=
fA

N
(A.5)

Wie bereits ausgef¨uhrt wurde, beruht die Spektralanalyse des Signalsspre(n) auf der

Fourier-Transformation dieses Signals. Um die Kosten und die Anzahl der Rechenschritte

für die weiteren Berechnungen gering zu halten, wird nur eine diskrete Anzahl von! Werten

für die kontinuierliche Frequenzachse berechnet. Das heißt! wird diskretisiert. Und zwar

werden nur Frequenzen der Form

! = 2�k=N (A.6)

berechnet. Dies entspricht einer linearen Aufteilung des Frequenzspektrums. Dadurch

kann Gl. (A.3) geschrieben werden als:

St(k) = St(e
j2�k=N); k = 0; : : : ; N � 1 (A.7)

Unter der Voraussetzung, daßN eine Potenz der Basis 2 ist, alsoN = 2p mit einem be-

liebigenp, kann der Rechenaufwand der Transformation noch einmal stark reduziert werden.

Mit der weiteren Bedingung, daß das zu transformierende Signal rein reell ist, kann anstelle
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der DFT eine Fast-Fourier-Transformation (FFT) durchgef¨uhrt werden (siehe hierzu etwa

[Bec99] oder [Var98]).

Die Resultate der bisher behandelten Schritte sind die Spektren f¨ur die Einzelbeobach-

tungen, die aus Amplituden f¨ur bestimmte Frequenzen zu bestimmten Zeitbereichen beste-

hen. Abb. 2.3 zeigt im oberen Bereich den Zeitverlaufs(t) des Sprachsignals, das durch die

Äußerung
”
Guten Tag, mein Name ist Maier“ entstanden ist. Der untere Teil der Abbildung

beinhaltet das daraus abgeleitete Spektrogramm.

A.4 Berechnung der Mel-Frequenz-Koeffizienten

Vor der Berechnung der Cepstren wird zun¨achst eine Gewichtung einzelner Frequenzberei-

che durchgef¨uhrt. Eine derartige Verarbeitung ist in Anlehnung an die menschliche Sprach-

wahrnehmung als wahrnehmungsbezogene Gewichtung (perceptual weighting) anzusehen,

in der charakteristische Bereiche verst¨arkt und irrelevante Bereiche aus dem Frequenzspek-

trum ausgeblendet werden. Hierf¨ur werden im allgemeinen 24 Bandp¨asse verwendet. Die

Bandmittenfrequenzenbm der Mel-Filterbänke sind dabei nicht linear ¨uber das Frequenz-

spektrum verteilt. Auch die Breite�m der Filter ist abh¨angig von der Frequenz. Der Fre-

quenzbereich unterhalb von 1 kHz wird von einem gr¨oßeren Teil der Filterb¨anke abgedeckt,

da dort die markanteren Merkmale der Vokaltraktverformung enthalten sind. F¨ur den unte-

ren Bereich werden 10 Bandp¨asse angesetzt. Die Verteilung der Bandmittenfrequenzenbm

ist konstant ¨uber den Frequenzbereich von 0kHz bis 1kHz. Oberhalb von 1kHz wird eine

logarithmische Aufteilung verwendet. Mit einer N¨aherung gilt für die Bandbreiten:

�m = 1:2��m�1 (A.8)

Die Bandmittenfrequenzen lassen sich jeweils durch

bm = bm�1 +�m (A.9)

bestimmen. Die Form der Bandp¨asse sind Dreieck-Fenster, die durch den folgenden Zusam-

menhang beschrieben werden k¨onnen:

U�m
(k) =

8<
: 1� jkj=�m jkj < �m

0 jkj � �m

(A.10)

Die wahrnehmungsgewichteten Werte an den Ausg¨angen dieser nach mel-skalierten Fil-

ter lassen sich durch Gl. (A.11) angeben (siehe [Bec99, ST95]).

Yt(m) =
bm+�mX

k=bm��m

Xt(k)U�m
(k + bm); 1 �; : : : ;�M (A.11)

Aus dem durch die vorherigen Verarbeitungsmaßnahmen erhaltenen, gewichteten Spek-

trum, muß nun auf den Einfluß des Vokaltraktes bei der Erzeugung der Beobachtungsse-

quenzS zurückgeschlossen werden. Dieses Verfahren ist auch alsCepstrum(Anagramm
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Abbildung A.2: Filterbank mit einer Einteilung nach der Mel-Skalierung

zu Spektrum) bekannt. Die Spracherzeugung soll dabei als Faltung der Anregung durch die

Stimmbänderv(k) mit dem Vokaltrakth(k) angesehen werden:

x(k) = v(k) � h(k) (A.12)

Da die Artikulation von Phonemen haupts¨achlich durch die Vokaltraktverformung be-

stimmt wird, ist diese von besonderem Interesse. Um die Formung des Vokaltraktesh(k)

zu erhalten, ist eine homomorphe (strukturerhaltende) Analyse durchzuf¨uhren. Mit einer

solchen Analyse wird die Faltung nach Gl. (A.12) durch das Superpositionsprinzip der

Fourier-Transformation und mit Hilfe der logarithmischen Rechengesetze in eine additive

Überlagerung ¨uberführt (homomorphe Entfaltung, engl.: deconvolution).

x̂(k) = F�1 flog (F fv(k) � h(k)g)g

= F�1 flog (V (ejw)) + log (H (ejw))g

= v̂(k) + ĥ(k)

(A.13)

Dabei sindv̂(k) und ĥ(k) die komplexen Cepstren zu den Spektren vonv(k) und

h(k). Die Summe nach Gl. (A.13) ist durch Bandpaßfilter separierbar, sofern sich die Fre-

quenzbereiche nicht ¨uberlappen. Dies w¨are hier möglich, da dieÄnderung der Formung

des Vokaltraktes wesentlich langsamer verl¨auft als die harmonische Anregungsfrequenz der

Stimmbänder. Die Anteile des Stimmbandes werden hier zun¨achst nicht separiert, sondern

erst später. Durch das Weglassen der nicht interessierenden Phaseninformationen kann das

reelle Cepstrum bestimmt werden [ST95, Bec99]. Mathematisch wird dies durch eine Be-

tragsbildung realisiert.
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Durch die Logarithmierung in Gl. (A.13) entsteht eine dynamische Kompression, wel-

che die Merkmalsextraktion weniger abh¨angig von Dynamikschwankungen macht. Auch

dieser Schritt wird in ¨ahnlicher Form vom menschlichen Geh¨or vollzogen. Durch die obige

Betragsbildung sind nur noch reellwertige Koeffizienten vorhanden, wodurch die IDFT in

die schnellere inverse diskrete Cosinus-Transformation (IDCT) ¨uberführt werden kann. Ein

weiterer Vorteil der IDCT ist die Tatsache, daß sie stark unkorrelierte Koeffizienten erzeugt.

Der letzte Schritt zur Bestimmung der Cepstralkoeffizienten (MFCC) ist somit die Berech-

nung der IDCT des Logarithmus’ vonjYt(m)j. Unter Einbindung dieser Zwischenschritte

kann abschließend mit den Ausgangswerten aus Gl. (A.11) die Gl. (A.13) neu geschrieben

werden:

y
(m)
t (k) =

MX
m=1

log fjYt(m)jg � cos
�
k

�
m�

1

2

�
�

M

�
(A.14)

In den meisten Spracherkennungssystemen, die MFCC-Merkmale einsetzen, werden nur

die Koeffizienteny(m)
t für 1 � k � 15 verwendet. Das Weglassen von Koeffizienten h¨oherer

Ordnung hat die Separierung der Anteile des Stimmbandes (v(k)) zur Folge. Der Koeffizient

für den Wertk = 0 entspricht in etwa der Energie, die im folgenden Schritt gesondert be-

rechnet wird. F¨ur die MFCC-Merkmalsgewinnung innerhalb der Erkennungssysteme dieser

Arbeit wurde1 � k � 12 gewählt.

A.5 Berechnung der Energie

Die Berechnung der Energieet innerhalb einer Einzelbeobachtung kann durch den Zusam-

menhang

et =
N�1X
n=0

s2t (n) (A.15)

ermittelt werden. Dieser Wert wird im allgemeinen zusammen mit den zuvor berech-

neten MFCC-Koeffizienten zu einem Merkmalvektor zusammengefaßt. Es hat sich gezeigt,

daß die Verwendung der Energie neben den Mel-Koeffizienten eine Verbesserung der Er-

kennungsleistung mit sich bringt. Vor allem stille Aufnahmebereiche lassen sich mittels des

Energie-Merkmals gut von solchen trennen, die tats¨achlich sprachlichëAußerungen enthal-

ten.
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Anhang B

Das gradientenbasierte

Optimierungsverfahren RPROP

Gradientenbasierte Optimierungsverfahren dienen der Extremwertbestimmung von Funktio-

nen, für deren Extremwerte kein geschlossener Ausdruck gefunden werden kann. Der lei-

tende Gedanke ist dabei, ausgehend von einer Startinitialisierung�0 des Parametersatzes�,

den Parametersatz mit Hilfe des Gradienten, der partiellen Ableitung nach den zu optimie-

renden Parametern, iterativ zu optimieren. So wird der Parametersatz�i+1 in Iterationi+ 1

mit

�i+1 = �i +��i (B.1)

mittels des Parametersatzes�i deri-ten Iteration und eines Ver¨anderungsterms��i gewon-

nen.

Bezüglich der exakten Realisierung der��i mit Hilfe des Gradienten wurden verschie-

dene Verfahren vorgeschlagen [Rum86]. F¨ur das diskriminative Training in Kapitel 4 wurde

das RPROP-Verfahren gew¨ahlt, das in [Rie93] erstmals zum Training von neuronalen Multi-

Layer-Perceptron Netzen vorgeschlagen wurde.

Mit der zu maximierenden FunktionH(�) wird danach��0 definiert durch

��0 =

8<
:

�0 wenn @H(�)

@�

���
�0

< 0

��0 sonst
(B.2)

wobei �0 die Anfangsschrittweite angibt, die frei w¨ahlbar ist. Die folgenden��i mit

i > 0 werden mittels der partiellen Ableitung, der Schrittweite und der Richtung des vorhe-

rigen Schrittes berechnet als

��i =

8<
:

�+ ���i�1 wenn ��i�1 �
@H(�)

@�

���
�i
> 0

��� ���i�1 sonst
(B.3)

Dabei gibt�+ den Vergrößerungsfaktor der Schrittweite an, f¨ur den Fall, daß das Vorzei-

chen der Ableitung sich gegen¨uber dem vorangegangenen Schritt nicht ge¨andert hat.̈Ublich
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ist ein Wert von etwa1; 2. �� ist der Reduktionsfaktor f¨ur die Fälle, in denen das Vorzeichen

der Ableitung gegen¨uber dem vorangegangenen Schritt gewechselt hat. Naheliegend f¨ur die-

sen Wert ist0; 5, so daß im Fall eines Vorzeichenwechsels die H¨alfte der vorangegangenen

Parameter¨anderung wieder zur¨uckgenommen wird.

Abb. B.1 verdeutlicht das RPROP-Optimierungsverfahren an einem Beispiel. Zum Opti-

mierungsschritt0 wird, da die partielle Ableitung der zu optimierenden Funktion negativ ist,

nach Gl. (B.2) Schritt�p0 als�0 initialisiert. Die partielle Ableitung in Schritt1 ist nach wie

vor negativ, deshalb wird die Schrittweite nun nach Gl. (B.3) um�+ skaliert. Beip2 ist die

partielle Ableitung dann positiv, ein Vorzeichenwechsel ist aufgetreten. Deshalb wird nach

Gl. (B.3) das Vorzeichen der Bewegungsrichtung umgekehrt und die halbe Schrittweite des

vorangegangenen Schritts zur¨uckgesprungen.

I

pp1 p0p3

�p2
�p1

p2

�p0

@I(p)

@p

���
p1
< 0

@I(p)

@p

���
p0
< 0

@I(p)

@p

���
p3
< 0

@I(p)

@p

���
p2
> 0

Abbildung B.1: Maximierung vonI(p) mittels RPROP-Algorithmus

Abgebrochen wird das Verfahren entweder nach fest vorgegebener Schrittzahl oder so-

bald die Änderungen der zu optimierenden Funktion einen gewissen Schwellwert unter-

schreiten.
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Anhang C

Eingesetzte Sprachdatenbasen

C.1 Englischsprachige Sprachdatenbasen

C.1.1 Resource-Management-Sprachdatenbasis

Die Resource-Management-Sprachdatenbasis (RM-Sprachdatenbasis) wurde von 1989 bis

1992 von der amerikanischen Forschungsbeh¨orde ARPA (ehemals DARPA) aufgestellt, um

die Möglichkeit zu schaffen, verschiedene Ans¨atze zur Spracherkennung verl¨aßlich verglei-

chen zu k¨onnen. Die Erfolge HMM-basierter Systeme auf der RM-Datenbasis haben dieser

Technologie schließlich zum Durchbruch verholfen.

Der sprecherunabh¨angige Teil der RM-Datenbasis enth¨alt 3990 Trainingss¨atze die von

109 verschiedenen Sprechern (78 m¨annliche, 31 weibliche) gesprochen wurden. Insgesamt

ergeben sich rund 200 Minuten an Trainingsmaterial. Zu vier Terminen, Februar 1989, Ok-

tober 1989, Februar 1991 und September 1992 wurden zum Zwecke der Evaluierung jeweils

300 Tests¨atze, gesprochen von jeweils 10 Sprechern, ver¨offentlicht. Mit diesen vier Testsets

liegen so insgesamt etwa 70 Minuten Sprachmaterial zum Testen vor. In den Tests wurde

ein Vokabular von 997 Worten zugrunde gelegt. In den Tests¨atzen kommen nur Worte dieses

Vokabulars vor. Als Sprachmodell wird innerhalb der Tests mit dieser Datenbank im allge-

meinen eine einfache Wortpaar-Grammatik eingesetzt, die nur gewisse Wortkombinationen

erlaubt. Die Perplexit¨at dieser Sprachgrammatik wird im allgemeinen mit 60 angegeben (sie-

he Anhang E). Untersuchungen auf der RM-Datenbasis mit Backoff-Bigram Grammatiken

sind z.B. in [Lee89] zu finden, wobei wesentlich bessere Erkennungsleistungen als mit der

Wortpaar-Grammatik erzielt wurden.

In den Experimenten, die mit der RM-Datenbasis im Rahmen dieser Arbeit durchgef¨uhrt

wurden, wurde ausschließlich die Wortpaar-Grammatik als Sprachmodell eingesetzt. Zur

Phonemisierung der 997 Worte des Vokabulars wurde das CMU-Aussprachelexikon des in

[Lee90] beschriebenen Erkennungssystems eingesetzt. Dabei findet pro Wort nur jeweils

eine Aussprachevariante Verwendung. Es werden keine Funktionsworte [Lee89], also keine

speziellen Modelle f¨ur besonders h¨aufig auftretende Worte, verwendet. Die vier Testreihen
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System WFR

Bezeichnung Anz. Param. Feb.’89 Okt.’89 Feb.’91 Sep.’92 Mittel

SPHINX I 2,5 Mio 9,2 % - - - (9,2 %)

HTK 0,9 Mio 4,5 % 5,1 % 4,0 % 7,4 % 5,3 %

RECNET 0,1 Mio 5,0 % 5,8 % 5,6 % 10,0 % 6,6 %

LIMSI - 2,5 % 3,3 % 2,6 % 4,4 % 3,2 %

Tabelle C.1: Anzahl zu sch¨atzender Parameter und Wortfehlerraten von verschiedenen

HMM-basierten Spracherkennungssystemen (aus [Neu99a]).

sind mit Feb.’89, Okt.’89, Feb.’92 und Sep.’92 bezeichnet.

Als Referenzsysteme zur RM Datenbasis seien die recht bekannten Systeme SPHINX I,

HTK, RECNET und das von LIMSI angegeben. Tab. C.1 faßt die mit diesen Systemen er-

zielten Wortfehlerraten beim Einsatz der Wortpaar-Grammatik zusammen.

Das SPHINX I System [Lee90] setzt diskrete kontextabh¨angige HMMs mit drei Merk-

malsströmen ein. Die Merkmalsstr¨ome setzen sich aus den 12 Cepstrumkoeffizienten, den

�-Werten dieser Koeffizienten sowie der Signalenergie und der differentiellen Signalenergie

zusammen. Das System besitzt etwa 1000 unterschiedliche wortinterne Triphon-Modelle,

die sich aus jeweils drei linear angeordneten Zust¨anden zusammensetzen. Ver¨offentlicht

[Hwa89] ist lediglich die Wortfehlerrate f¨ur die Feb.’89 Tests¨atze. Sie betr¨agt 9,2%.

Das HTK System setzt unverkn¨upfte kontinuierliche HMMs ein, deren Parameter mittels

Baum-Welch Algorithmus zur Optimierung des ML-Kriteriums gesch¨atzt wurden. Die ein-

gesetzte Merkmalsextraktion entspricht der in dieser Arbeit vorgestellten (Abschn. 2.2 und

Anhang A), die zu einem 39-elementigen Merkmalvektor f¨uhrt. Dieser setzt sich aus 12 Cep-

strumkoeffizienten, Signalenergie,Æ- und��-Differenzen zusammen. Auch dieses System

setzt lineare wortinterne Triphon-Modelle von jeweils drei Zust¨anden ein. Die Zust¨ande sind

dabei durch datengetriebene Zustandsclusterung verkn¨upft worden. Je HMM-Zustand wer-

den Mischverteilungsfunktionen aus sechs Gaußverteilungen eingesetzt. Das System erzielt

eine durchschnittliche Wortfehlerrate (WFR) von 5,3% [Woo93].

Als ein exemplarischer Vertreter der hybriden NN/HMM-Kombinationen dient das

RECNET-System, bei dem ein einschichtiges Perceptron mit rekurrenten Elementen zur

zeitlichen Kontextintegration f¨ur die Approximation von skalierten Emissionswahrschein-

lichkeiten nach Abschn. 4.2.1.1 verwendet wird [Rob94]. Das Netz mit 61 Ausgangsknoten

und 256 Knoten im rekurrenten Teil wird mit dem BPTT-Verfahren trainiert. Als akusti-

sche Merkmale benutzt das System u.a. 20 spektrale Energiekoeffizienten sowie die relative

Signalenergie. Aufgrund der in Abschn. 4.2.1.1 erl¨auterten Probleme bei vielen Netzaus-

gangsknoten werden in RECNET nur kontextunabh¨angige Phonemmodelle mit jeweils ei-

nem HMM-Zustand modelliert. Die mittlere WFR dieses Systems ist 6,6%.

Bei dem angegebenen LIMSI-System handelt es sich um ein System, das Gauß’sche
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Mischverteilungsdichten zur Modellierung von Triphonen einsetzt. Als Merkmale werden

15 Cepstrumkoeffizienten, Signalenergie, sowie�s und��s eingesetzt (48 Elemente). Das

RM-Standard-Aussprachelexikon ist hierbei durch phonologische Regeln erweitert worden.

Die HMMs sind durch ein MAP-Lernverfahren geschlechtsspezifisch adaptiert und die Ge-

samtparameterzahl durch Zustandsverkn¨upfung reduziert worden. Mit wort¨ubergreifenden

Kontextmodellen erreicht dieses System die niedrigste dokumentierte mittlere WFR von

3,2% [Gau93].

C.1.2 Wall-Street-Journal-Sprachdatenbasis

Die Wall-Street-Journal-Sprachdatenbasis (WSJ-Sprachdatenbasis) wurde ebenso wie

die RM-Datenbasis von der ARPA-Beh¨orde in Auftrag gegeben. Mit steigender Lei-

stungsfähigkeit von Spracherkennungssystemen waren die Anforderungen an eine Standard-

Datenbasis gestiegen. Auch die WSJ-Sprachdatenbasis besteht aus vorgelesenen S¨atzen. Die

gelesenen S¨atze und Artikel sind dem amerikanisches Wirtschaftsblatt Wall Street Journal

(WSJ) entnommen.

Der Grundgedanke beim Aufstellen dieser Datenbasis war es ¨ahnlich wie im Fall

der Resource-Management-Datenbasis, die Erkennungsleistung verschiedener Spracherken-

nungssysteme aus unterschiedlichen Forschungslabors vergleichen zu k¨onnen. Der Korpus

wurde speziell zur kontinuierlichen Erkennung sehr großer Wortsch¨atze entwickelt. Hierzu

wurden verschiedene Tests definiert, deren Trainings- und Testmaterial fest definiert wurden.

Die WSJ-Datenbasis wurde in zwei Abschnitten als WSJ-0 und WSJ-1 ver¨offentlicht.

WSJ-0 erschien in 1992, WSJ1 in 1993. In dieser Arbeit wurde ausschließlich von WSJ-0

Gebrauch gemacht, deren Aufbau in [Pal94] eingehend beschrieben ist.

Grundsätzlich wurde zwischen einem sprecherabh¨angigen und einem sprecherun-

abhängigen Teil unterschieden. Der sprecherabh¨angige Teil wurde im Rahmen dieser Arbeit

nicht eingesetzt und soll deshalb an dieser Stelle nicht weiter beschrieben werden. Der spre-

cherunabh¨angige Teil besteht aus 84 Sprechern, deren Sprachdaten zum Training verwendet

werden können. Diese Sprecher haben jeweils 50 oder 100 S¨atze gesprochen, was insge-

samt etwa 7200 S¨atze ergibt. Dies ergibt 15 Stunden Sprachdaten. Systeme, die mit diesen

Daten trainiert wurden, werden als si-84 bezeichnet. Alternativ konnte man das sprecherun-

abhängige System auch mit den 12 Sprechern des sprecherabh¨angigen Teils trainieren. Diese

umfassen ebenfalls ca. 7200 S¨atze mit einer Dauer von 14 Stunden. Diese Systeme werden

mit si-12 bezeichnet. Die im Rahmen dieser Arbeit aufgebauten Systeme wurden mit den

Daten si-84 trainiert.

Der Test besteht jeweils aus zwei Datens¨atzen. Es gibt den Entwicklungstest, auf dem

die Erkennungsraten optimiert werden k¨onnen, und es gibt den eigentlichen offiziellen Test,

der etwa 25 S¨atze pro Sprecher enth¨alt. Für die Tests kann ein fest vorgegebenes Vokabular

von 5.000 oder eines von 20.000 Worten eingesetzt werden. Auch die ben¨otigten Sprachmo-
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delle, Bigrams und Trigrams f¨ur 5.000 und 20.000 Worte, sind vorgegeben f¨ur diese Tests.

Für die Evaluierungen innerhalb dieser Arbeit, bei der Erkennungssysteme eingesetzt wer-

den, die auf der WSJ-Datenbasis basieren, wird ausschließlich der 330 S¨atze umfassende

Evaluierungsset bei einer Vokabulargr¨oße von 5.000 Worten und das Bigram-Sprachmodell

eingesetzt.

Offiziell veröffentlichte Erkennungsleistungen sind f¨ur die WSJ Datenbasis z.B. in

[Pal93, Pal94] zu finden. Dort wird mit dem 5.000-Worte-Vokabular und bei Einsatz der

offiziellen Bigram-Grammatik von Fehlerraten im Bereich von 6,9% bis 15% berichtet. Teil-

weise kommen dabei die unter Abschn. 2.4.7.2 erw¨ahnten wort¨ubergreifenden Cross-Word-

Modelle zum Einsatz, auf deren Verwendung innerhalb der Erkennungssysteme dieser Arbeit

im wesentlichen aus Gr¨unden der wesentlich aufwendigeren Dekodierung verzichtet worden

ist.

C.2 Deutschsprachige Sprachdatenbasen

C.2.1 Verbmobil-Sprachdatenbasis

Das Verbmobil ist ein vom Bundesministeriums f¨ur Bildung und Forschung (BMBF)

gefördertes Forschungsprojekt. Ziel des Verbmobil-Projekts ist die Entwicklung einer trag-

barenÜbersetzungshilfe von Deutsch in Englisch und Japanisch in Englisch. Im Rahmen

des Projektes wurden u.a. mit dem Ziel der Entwicklung von Spracherkennungssystemen

zahlreiche spontansprachliche Dialoge aufgezeichnet und transkribiert. Diese sind ¨uber das

Bayerisches Archiv f¨ur Sprachsignale (BAS) inzwischen frei verf¨ugbar. Es handelt sich

um Dialoge, gef¨uhrt von einigen hundert verschiedenen Personen unterschiedlichen Ge-

schlechts, die sich thematisch am Bereich der Terminabsprache orientieren. Enthalten sind

auch zahlreiche dialektbehaftete Sprecher und auch sehr viele typische spontansprachliche

Effekte, wie Hesitationen, Wortabbr¨uche, umgangssprachliche Wendungen, umgangssprach-

liche Wortzusammenf¨ugungen und̈Ahnliches.

Die innerhalb des Verbmobil-Projektes gesammelten Sprachdaten werden leider nur

verzögert an nicht am Projekt direkt Beteiligte freigegeben. Im Rahmen dieser Arbeit wur-

den deshalb lediglich die Verbmobil-CDs 1, 2, 3, 4, 5, 7 und 12 eingesetzt. Die in Tab. C.2

angegebenen Werte beziehen sich auf die zum Training einsetzbaren Daten dieser Teilmenge

der Verbmobil-Sprachdatenbasis (VM-Sprachdatenbasis).

Die zum Zwecke des Vergleichs von Spracherkennungssystemen innerhalb des Verbmo-

bil definierten und durchgef¨uhrten Evaluierungen sind nur unzureichend dokumentiert. Sie

sind auch nicht klar definiert bez¨uglich des Vokabulars, der Phonemisierung und des er-

laubten Sprachmaterials zum Training der akustischen Modelle sowie der Sprachmodelle.

Deshalb wurden die im Rahmen dieser Arbeit entwickelten Modellierungsmethoden aus-

schließlich auf den Datenbasen RM und WSJ evaluiert und der Verbmobil-Sprachkorpus
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Dauer der zum Training Anzahl der

Datenbasis einsetzbaren SprachdatenMerkmalvektoren

PhonDat I 73.700 s 20,5 h 7.370.000

PhonDat II 16.500 s 4,6 h 1.652.000

Verbmobil 136.300 s 37,8 h 13.630.000P
226.500 s 62,9 h 22.650.000

Tabelle C.2: Die deutschen Sprachdatenbasen imÜberblick

lediglich zum Training des deutschsprachigen Erkennungssystem eingesetzt, das in Kapitel

6 vorgestellt wurde.

C.2.2 PhonDat-Sprachdatenbasis

Die PhonDat-Sprachdatenbasis (PD-Sprachdatenbasis) ist eine Sprachdatenbank, die aus-

schließlich gelesene Sprache enth¨alt. Sie teilt sich auf in die Teile PhonDat 1 und PhonDat 2.

Beide Teile gemeinsam bestehen aus etwa25:000 Äußerungen von ¨uber 200 verschiedenen

Sprechern. Innerhalb von PD 1 lesen die Sprecher jeweils einen Teil von 450 S¨atzen, die Pro-

satexten entstammen. In PD 2 lesen die Sprecher einen festen Korpus von 200 verschiedenen

Sätzen, die einer Fahrplanauskunftsaufgabe entnommen wurden.

Der PhonDat-Korpus dient den verschiedensten phonetischen und linguistischen Unter-

suchungszwecken. Er wurde urspr¨unglich nicht als Trainingskorpus f¨ur Spracherkennungs-

systeme konzipiert, stellte sich beim Aufbau des DuDeutsch-Systems (siehe Kapitel 6) je-

doch als geeignete Erweiterung zum Verbmobil-Korpus dar, um neben der Spontansprache

auch vorgelesenëAußerungen in die Trainingsdaten aufzunehmen.
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Anhang D

Bewertung von Systemen zur

automatischen Spracherkennung

Entscheidend f¨ur die Evaluierung und den Vergleich verschiedener Spracherkennungssyste-

me ist die Definition geeigneter Testbedingungen und Fehlermaße.

In den eingesetzten englischsprachigen Sprachdatenbasen (Anhang C) sind zum Test von

Spracherkennungssystemen fest definierte Test¨außerungen enthalten. Diese definieren zu-

sammen mit den fest vorgegebenen Trainings¨außerungen und bereitgestellten statistischen

Sprachmodellen die Testbedingungen.

Die Bewertung von Einzelworterkennungssystemen ist einfach. Als Maß bietet sich

WortfehlerrateWFReinzelwort, definiert als

WFReinzelwort =
#FW
#W

(D.1)

an, wobei#W die Gesamtzahl der Test¨außerungen (Worte) und#FW die Zahl der wortba-

sierten Erkennungsfehler angibt. Als G¨utemaß für die Bewertung von Spracherkennungssy-

stemen für kontinuierliche Sprache bietet sich dementsprechend die SatzfehlerrateSFR an,

die durch

SFR =
#FS
#S

(D.2)

definiert ist, wobei#S wiederum die Gesamtzahl der Test¨außerungen (in diesem Fall S¨atze)

und#FS die Anzahl fehlerhaft erkannter̈Außerungen (S¨atze) angibt. Der Anteil der (kom-

plett) korrekt erkannten S¨atze betr¨agt damit(1 � SFR). Da die Testsets im allgemeinen

lediglich aus wenigen hundert S¨atzen bestehen, zeigt das Satzfehlermaß h¨aufig nur geringe

Veränderung trotz verbesserter Modellbildung. Aus diesem Grund werden im allgemeinen

wortbasierte Fehlermaße bevorzugt, und zwar die (Wort-)ErkennungsrateER

ER =
#W �#V �#A

#W
(D.3)

und die WortfehlerrateWFR

WFR =
#FW
#W

=
#V +#A+#E

#W
(D.4)
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Dabei gibt#W die Gesamtanzahl der Worte innerhalb des Testsets an,#V ist die Zahl der

fehlerhaft erkannten Worte (Vertauschungen).#A ist die Zahl der nicht erkannten Worte

(Auslassungen).#E steht für die Anzahl der ¨uberzähligen Worte (Einf¨ugungen) innerhalb

der Erkennerausgabe.

Die Anzahl der Vertauschungen, Auslassungen und Einf¨ugungen wird mittels eines dy-

namischen Anpassungsverfahrens ermittelt, das die erkannten S¨atze möglichst genau auf die

korrekten Referenzs¨atze abzubilden versucht. Dabei kommt ein standardisiertes Verfahren

der NIST [Pic86] zum Einsatz.

Zu beachten ist, daß die Zahl der ¨uberzähligen Worte#E lediglich die Wortfehlerra-

te beeinflußt, nicht aber die Erkennungsrate. Aus diesem Grund gilt die Wortfehlerrate im

allgemeinen als das aussagekr¨aftigste Maß bez¨uglich der Qualität eines Spracherkennungs-

systems.



133

Anhang E

Perplexität von Sprachmodellen

Die naheliegendste Art die Qualit¨at von Sprachmodellen zu beurteilen ist es, die resultie-

rende Erkennungsleistung in Spracherkennungsexperimenten zu messen. Wenn dies mit ver-

tretbarem Aufwand m¨oglich ist, so sollte diese Bewertungsmethode gew¨ahlt werden. Da dies

jedoch sehr aufwendig sein kann und auch in vielen F¨allen wegen unzureichend verf¨ugbarer

Daten nicht m¨oglich ist, bedient man sich zur Beurteilung von Sprachmodellen gerne des

Perplexitätsmaßes.

Sei eine Textmenge gegeben als Wortfolge(w1; w2; :::; wN). Dann berechnet sich die

Perplexität eines Sprachmodells� bezüglich dieser Textmenge als

PP =
� NY
i=1

P�(wijw1; w2; :::wi�1)
�� 1

N

(E.1)

Im Fall eines Bigrams vereinfacht sich dies zu z.B. zu

PPbi =
�
P�(w1) �

NY
i=2

P�(wijwi�1)
�� 1

N

(E.2)

Für Trigrams ergibt sich dementsprechend

PPtri =
�
P�(w1) � P�(w2jw1) �

NY
i=3

P�(wijwi�2; wi�1)
�� 1

N

(E.3)

Ist� ein Wortpaar-Sprachmodell, wie es z.B. in den experimentellen Systemen eingesetzt

wird, die mit Hilfe der Resource Management Datenbasis aufgebaut wurden, dann l¨aßt sich

deren Perplexit¨at analog zum Fall des Bigrams mittels

PPwp =
�
P�(w1) �

NY
i=2

P�(wijwi�1)
�� 1

N

(E.4)

berechnen. Zu beachten ist, daß die WahrscheinlichkeitenP�(wijwi�1) im Fall von

Wortpaar-Grammatiken entweder gleich Null sind (f¨ur verbotene Wortfolgen), oder aber
1

Awi�1

beträgt, wobeiAwi�1
die Anzahl erlaubter Folgeworte zum Wortwi�1 angibt.
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PPwp =
� NY
i=1

1

Awi

�� 1
N

(E.5)

Bezüglich von Texten, die im Sprachmodell unm¨ogliche Wortkombinationen enthalten,

ist die Perplexit¨at des Sprachmodells somit gleich Null. AuferlaubtenTexten ergibt sich als

durchschnittlicher Perplexit¨atswert

PPwp �
� NY
i=1

1

AV

�� 1
N

=
�
(
1

AV

)N
�� 1

N

= AV (E.6)

wobeiAV die durchschnittliche Zahl der m¨oglichen Nachfolgeworte im VokabularV angibt

AV :=

P
w2V

Aw

jV j
(E.7)

Im Fall von Wortpaar-Grammatiken gibt die durchschnittliche Perplexit¨at demnach die

durchschnittliche Zahl von Folgeworten zu einem Wort an. F¨ur Wortpaar-Grammatiken wird

im allgemeinen dieser Wert als vom Testtext unabh¨angiges Perplexit¨atsmaß angegeben. F¨ur

die Wortpaar-Grammatik der Resource Management Datenbasis betr¨agt dieser Wert 60.

Je höher der Perplexit¨atswert eines Sprachmodells auf einer Textmenge ist, desto gr¨oßer

ist die Unsicherheit an den Wort¨ubergängen und desto gr¨oßer ist auch die Komplexit¨at der

Spracherkennungsaufgabe, wenn diese durch die Textmenge gut repr¨asentiert wird. Aus die-

sem Grund ist man versucht, Sprachmodelle geringer Perplexit¨at aufzustellen. Dabei ist zu

beachten, daß die Perplexit¨at einerseits auf den Trainingsdaten des Sprachmodells, anderer-

seits auf m¨oglichst unabh¨angigen Testdaten gemessen werden kann. Wird festgestellt, daß

sich eine gute (niedrige) Perplexit¨at auf den Trainingsdaten nicht auf den Testdaten fortsetzt,

so spricht dies f¨ur eine schlechte Generalisierungsf¨ahigkeit des Sprachmodells; es ist zu stark

an die Trainingsdaten angepaßt worden.
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Anhang F

Phonemisierung und phonetische

Kategorien der englischsprachigen

Erkennungssysteme

In den experimentellen Erkennungssystemen, die mittels der RM- und der WSJ-Datenbasis

trainiert wurden, kamen jeweils unterschiedliche Phonemmengen zum Einsatz. Der Phonem-

vorrat sowie Vokabular und Phonemisierung der RM-Systeme orientieren sich an dem in

[Lee89] gesetzten Quasi-Standard f¨ur Erkennungssysteme auf dieser Datenbasis. Er soll an

dieser Stelle nicht weiter beschrieben werden. Es sei auf [Lee89, Lee90, Neu99a] verwiesen.

Für den Phonemvorrat (und damit auch Phonemisierung) der WSJ-5k- und 20k-

Vokabularien sind zwei unterschiedliche Versionen ver¨offentlicht worden. Eine durch Wis-

senschaftler der Carnegie Mellon University (CMU), eine andere durch das Laboratoire

d’Informatique pour la M´ecanique et les Sciences de l’Ing´enieur (LIMSI). Innerhalb der ex-

perimentellen WSJ-Systeme, die in dieser Arbeit aufgestellt wurden, wurde ausschließlich

die LIMSI-Phonemmenge und das zugeh¨orige Lexikon eingesetzt.

Der Phonemvorrat des LIMSI-Lexikons ist in Tab. F.1 dargestellt. Die phonetisch moti-

vierten Unterteilungen der LIMSI-Phonemmenge, entnommen aus [Ode95], die zur Aufstel-

lung der phonetisch motivierten Schnittm¨oglichkeiten in Abschn. 3.1.1 eingesetzt wurden,

sind in den Tabellen F.2, F.3 und F.4 aufgef¨uhrt.
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Phonem Beispiel

a bob

@ bat

ˆ but

c aboard

W bout

x aboard

X acer

Y bite

B bet

C chin

d debt

D that

E bet

R bird

e bait

Phonem Beispiel

f fin

g gore

h hat

I bit

j acting

i beet

J gin

k core

l let

m met

n net

G sing

o boat

O boy

p pet

Phonem Beispiel

r rent

s sat

S shin

t ten

T thin

U book

u boot

v vat

w wet

y yet

z zoo

Z azure

L abel

M bottom

N clinton

Tabelle F.1: Phonemvorrat des LIMSI-Aussprachelexikon
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Klasse Phoneme

Vokale a @ ˆ c W x y X E r e I j i o O U u

Vorne @ E I j i

Mitte a ˆ c X r

Hinten a x o U u

Hoch I j i U u

Mittel @ ˆ x X E L M N r e o

Tief a @ ˆ c W y O

Vorne beginnend W X r e

Vordere Vokale y e O

A-Vokale a @ W X y r

E-Vokale E e

I-Vokale I j i

O-Vokale c o O

U-Vokale ˆ x M N L U u

Diphthong W X y M N L r e O

Lang c W M N L i o u

Kurz a ˆ x y E e I j O U

Silbenartig X M N L r

Tabelle F.2: Einteilung der Vokale und Vokoiden anhand der Aussprache, Zungen- und Lip-

penstellung

Klasse Phoneme

Vorne (labial/Vokal) @ B E M f I j i m p v w

Mitte (apikal/Vokal) ˆ X d D N L r l n r s t T z Z

Hinten (dorsal/glottal/Vokal) a x C g h J k G o S U u y

Gerundet c o O U u w

Nicht gerundet a @ ˆ W x X y E N L r e h I j i l r y

Tabelle F.3: Einteilung der gemischten Klassen (Vokale und Konsonanten) anhand der

Zungen- und Lippenstellung
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Klasse Phoneme

Plosiv B d g k p t

Nasal m M n N G

Frikativ C D f h J s S T v z Z

Aproximant l L r w y

Labial p B m M f v w

Apikal t d N n s z Z T D l L r

Dorsal/glottal S C J y k g G h

Alveolar/palatal t d n N T D s z S C J l L r Z

Nicht alveolar/palatal p B m M k g G f v h y w

Stimmlos p t k s S f T h C

Labialer Plosiv p B

Apikaler Plosiv t d

Dorsaler Plosiv k g

Betonter Plosiv B d g

Unbetonter Plosiv p t k

Labialer Frikativ f v

Apikaler Frikativ s z T D

Dorsaler Frikativ S C J Z

Stimmhafter Frikativ p t k s S f T h C

Stimmloser Frikativ z Z D C v

Vorderer Frikativ D f h T v

Mittlerer Frikativ C J s S z Z

Kein Frikativ B d M N L g k l m n G p r t w y

Labial/apikal p B m M t d n N f v T D s z l L w

Dorsal/glottal k g G S h C J r y Z

Kontonid m M n N G f v T D s z S h l L r y w Z

Kein Kontonid p B t d k g C J

Affrikat C J

Nicht Affrikat s S z f v T D

Stimmhaft p t k s S f T h C

Stimmlos J B d D g y l L m M n N G r v w

Fortis p t k f T s S C

Lenis B d g v D z Z J

Nicht Fortis/Lenis m M n N G h l L r y w

Tabelle F.4: Einteilung der Konsonanten
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Anhang G

Spezifikationen zum Erkennungssystem

DuDeutsch

Eingesetzter Phonem- bzw. Modellvorrat

Kategorie Name Beschreibung

Pause sil Stille Sprechpausen

sp Zwischenwortpause (¨uberspringbar)

Geräusch atem Atemgeräusch

klick Klicken

klopf Klopfen

mikrobe Verschiebung des Mikrophons

raschel Rascheln

rausp Räuspern

schluck Schlucken

schmatz Schmatzen

wind Windgeräusch, Pusten

nib sonstige St¨orgeräusche

Tabelle G.1: Modelle f¨ur die Abdeckung von Nicht-Sprachlauten
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Kategorie Symbol Beispiel Beschreibung

Stimmhafte Vokale a: Aachen, Kanal langes A

a Satz, Kanal kurzes A

e: geben langes E

e Erwachsener, Meteor kurzes E

E abhängig, Rechnung kurzesÄ

i: aktiv langes I

I Algorithmus kurzes I

o: Alkohol langes O

O kommen kurzes O

U nutzen kurzes U

u: Beruf langes U

Y Rücksicht, Düsseldorf kurzesÜ

y: grün, Duisburg langesÜ

E: Jäger langesÄ

2: König langesÖ

9: öffnen kurzezÖ

Nasale Vokale EN Engagement

Diphthonge aI Geist

aU Paul, Output

OY Preußen, Räume

Stimmlose Vokale @ schade, beenden Schwa-Laut

6: Werner, Cyberspace

Tabelle G.2: Vokale des eingesetzten Phonemvorrats
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Kategorie Symbol Beispiel Beschreibung

Frikative z lesen, diese schwaches S

s dies, Akustik scharfes S

S Fisch, Asche

Z Loge, Jury

C leicht, nötig

x achtfach

f verfangen

h Haus, Beḧorde

r Praxis, Raster

v Wunder, zẅolf

Nasale m Extremismus

n Informationen

N Punkt, Erkennung

Plosive p Papst

b Berlin

d Dresden

g groß, Hagen

k Kino, sagte

t töten

Q Arbeitsjamt, Bankjeinzug Glottisschlag

Sonstige j Jäger, Mallorca

l Laufleiste

Tabelle G.3: Konsonanten des eingesetzten Phonemvorrats



142 ANHANG G. SPEZIFIKATIONEN ZUM ERKENNUNGSSYSTEM DUDEUTSCH

Wort Phonemisierung

aachen Q a: x @ n

ab Q a p

abbau Q a p b aU

abbildungen Q a p b I l d U N @ n

abbruch Q a p b r U x

abend Q a: b @ n t

abendessenQ a: b @ n d E s @ n

abends Q a: b @ n t s

abenteuer Q a: b @ n t OY 6:

aber Q a: b 6:

abfahrt Q a p f a: r t

abgabe Q a p g a: b @

abgaben Q a p g a: b @ n

abgebaut Q a p g @ b aU t

abgeben Q a p g e: b @ n

abgebrochen Q a p g @ b r O x @ n

abgegeben Q a p g @ g e: b @ n
...

...

zweiter t s v aI t 6:

zweites t s v aI t @ s

zweitägigen t s v aI t E: g I g @ n

zweiundachtzig t s v aI U n t Q a x t s I C

zweiunddreißig t s v aI U n t d r aI s I C

zweiundfünfzig t s v aI U n t f Y n f t s I C

zweiundneunzig t s v aI U n t n OY n t s I C

zweiundsechzig t s v aI U n t z E C t s I C

zweiundsiebzig t s v aI U n t z i: p t s I C

zweiundvierzig t s v aI U n t f I r t s I C

zweiundzwanzig t s v aI U n t s v a n t s I C

zweiundzwanzigsten t s v aI U n d t s v a n t s I k s t @ n

zwickau t s v I k Q aU

zwingen t s v I N @ n

zwischen t s v I S @ n

zwischenfälle t s v I S @ n f E l @

zwölf t s v 9: l f

zwölften t s v 9: l f t @ n

Tabelle G.4: Auszug aus dem 6.500-Worte-Vokabular
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